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RESUMEN

A nivel mundial, la preocupacién por la seguridad alimentaria se ha convertido en un
tema de gran relevancia. En respuesta a esta demanda han emergido los sistemas de
procesamiento de imagenes hiperespectrales para la rapida deteccion de agentes
peligrosos en los alimentos. Por lo anterior, este proyecto de investigacion se
desarroll6 un nuevo algoritmo que conjuntamente se utilizd con una camara
hiperespectral PIKE F-210B, un espectrografo ImSpector V10E y un sistema de
iluminacién halégeno-tungsteno sin regulador para la deteccién con procesamiento de
imagenes hiperespectrales de la bacteria Salmonella typhimurium en superficies de
tomate dentro del rango espectral de 400—1000 nm. También, se generaron modelos
Gaussianos para obtener areas bajo la curva con integrales definidas, la cual
proporciona un enfoque cuantitativo de cada una de las firmas espectrales. Entre la
metodologia utilizada se incluyd la aplicacion de tres dosis (5, 10 y 15 pL) y una
respuesta de control (0 pL) en la superficie de 20 frutos de tomate. Posteriormente, se
observo que algunas firmas espectrales disminuyeron su amplitud maxima en las dosis
mas altas de Salmonella; ademas, esas firmas espectrales mostraron los valores
numéricos mas bajos. Y el analisis de varianza de un solo factor no mostré significancia
debido a las dosis; sin embargo, se concluy6 que el algoritmo proporciona una buena

metodologia para la deteccion de éste patdégeno. En una segunda investigacion se

XVii



inocularon tres zonas de la superficie de tomate con dosis (5, 10 y 15 pL). y de las
imagenes hiperespectrales obtenidas se realizd un andlisis de componentes
principales, donde la componente principal 1 agrup6 el 99% de las firmas espectrales
El desempefio del sistema de adquisicion y procesamiento de imagenes
hiperespectrales fue de 650 fotogramas en 5 minutos, confirmando la presencia de la
bacteria. En una tercera investigacion se desarroll6 una plataforma giratoria y un
algoritmo para que el sistema de imagenes hiperespectrales pudiera escanear y
reconstruir todo el exocarpo de un fruto de tomate. El mecanismo de rotacion y el
algoritmo desarrollado pueden ser utilizados para futuras investigaciones dirigidas a la
cuantificacion del porcentaje total de dano por bacterias en la superficie del exocarpo

de frutos de tomate.

En un cuarto experimento acerca de las aplicaciones del procesamiento de imagenes
hiperespectrales para identificar enfermedades, se eligié a Fusarium graminearum ya
gue tanto en México como en Canada afecta la produccion del cultivo de trigo. El hongo
Fusarium provoca pérdidas econdmicas en ese cultivo y dafos a la salud de las
personas y animales, porque genera metabolitos secundarios conocidos como
micotoxinas, dentro de las cuales la mas mortifera es conocida como deoxinivalenol
(DON). Actualmente, la deteccion del dafo provocado por esta enfermedad es
realizada de manera visual, y conlleva grandes desventajas debido a la naturaleza
humana (fatiga durante la inspeccion, clasificaciones erroneas, tiempos elevados para
grandes muestras). Como alternativa, los sistemas de imagenes hiperespectrales, en
el espectro visible, surgen como una herramienta para solventar los problemas

anteriores. En esta investigacion se detecto éste patdégeno sobre espigas de trigo sin
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trillar mediante el uso de analisis de componentes principales, asi como el algoritmo
conocido como mapeador de &angulo espectral y utilizando un sistema de
procesamiento de imagenes hiperespectrales (camara y un sistema de iluminacién con
regulador, Specim FX10). El error de clasificacion fue menor al 10% para analisis de

componentes principales, y 8.6% para el mapeador de angulo espectral.

En el quinto estudio de investigacién se desarrollé un sistema de adquisicion y
procesamiento de imagenes para el conteo y la medicion de la dispersion de afidos de
la cafa de azucar también conocidos como pulgones amarillos del sorgo. La
infestacion y la dispersion del pulgdn amarillo causaron danos de entre el 30 y el 100%
en la cosecha de sorgo en México. La infestacién y la dispersion de este afido estan
siendo cuantificadas por personas de manera visual; sin embargo, lleva un tiempo
considerable y es una tarea tediosa, por lo cual, se realizé un algoritmo y un cédigo
que se ejecutd en la plataforma Imagen J para contar a las ninfas y adultos del pulgén
amarillo en imagenes tomadas por un teléfono inteligente. El resultado obtenido con el
programa de computadora fue de 267 pulgones en una hoja de sorgo, que fue la misma
cantidad contada por la inspeccién visual de una persona. Ademas, el indice del vecino
mas cercano (0.3588) mostré un grado significativo de agrupamiento de los afidos.
Debido a la rapida propagacién y reproduccién de la plaga en diferentes areas de
México, es esencial utilizar tecnologias como la adquisicién y el procesamiento de
imagenes, asi como la maquina de vision para ayudar a monitorear y acelerar el
proceso de conteo. También es muy importante considerar en futuras investigaciones
la liberacion de una cantidad adecuada de insectos beneficiosos, como el

Coccinellidae, debido a que pueden controlar la poblacion del pulgdn amarillo en el

XX



cultivo de sorgo, asi como también el uso del procesamiento de imagenes

hiperespectrales.

Palabras clave: Sistemas de procesamiento de imagenes, Salmonella, tomate,

hiperespectral camara, Fusarium, trigo, pulgén amarillo, sorgo.
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SUMMARY

Worldwide, concern for food security has become a major issue. In response to this
demand, hyperspectral imaging systems for the rapid detection of pathogens in food
have emerged. Therefore, this research project developed a new algorithm that was
jointly used with a hyperspectral camera PIKE F-210B, an ImSpector V10E
spectrograph and a halogen-tungsten lighting system without a regulator and using
hyperspectral imaging for detection of the Salmonella typhimurium bacteria on tomato
surfaces within the spectral range of 400-1000 nm. Also, Gaussian models were
generated to obtain areas under the curve with definite integrals, which provides a
quantitative approach for each of the spectral signatures. Among the methodology used
was the application of three doses (5, 10 and 15 pL) and a control response (0 uL) on
the surface of 20 tomato fruits. Subsequently, it was observed that some spectral
signatures decreased their maximum amplitude in the highest doses of Salmonella; In
addition, these spectral signatures showed the lowest numerical values. And the
analysis of variance of a single factor did not show significance due to the doses;
however, it was concluded that the algorithm provides a good methodology for the
detection of this pathogen. In a second research, three areas of the tomato surface
were inoculated with doses (5, 10 and 15 pL). and from the hyperspectral images
obtained, a principal components analysis was performed, where the main component
1 grouped 99% of the spectral signatures. The performance of the hyperspectral image
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acquisition and processing system was 650 frames in 5 minutes, confirming the
presence of the bacteria. In a third investigation, a revolving platform and an algorithm
were developed so that the hyperspectral imaging system could scan and reconstruct
the entire exocarp of a tomato fruit. The mechanism of rotation and the algorithm
developed can be used for future research aimed at quantifying the total percentage of

damage by bacteria on the surface of the exocarp of tomato fruits.

In a fourth experiment about the applications of hyperspectral image processing to
identify diseases, Fusarium graminearum was selected since both in Mexico and in
Canada it affects the production of the wheat crop. The fungus Fusarium causes
economic losses in that crop and damages the health of people and animals, because
it generates secondary metabolites known as mycotoxins, among which the deadliest
is known as deoxynivalenol (DON). Currently, the detection of damage caused by this
disease is performed visually, and involves great disadvantages due to human nature
(fatigue during inspection, erroneous classifications, high times for large samples). As
an alternative, hyperspectral imaging systems, in the visible spectrum, emerge as a
tool to solve the above problems. In this research, this pathogen was detected on
unthreshed wheat spikes through the use of principal component analysis, as well as
the algorithm known as a spectral angle mapper and using a hyperspectral image
processing system (camera and a lighting system with a regulator, Specim FX10). The
classification error was less than 10% for principal component analysis, and 8.6% for

the spectral angle mapper.

In the fifth research study, an image acquisition and processing system was developed

for counting and measuring the dispersion of sugarcane aphids also known as yellow
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sorghum aphids. The yellow aphid infestation and dispersion caused between 30 and
100% damage in the sorghum crop in Mexico. The infestation and dispersal of this
aphid are being quantified by people in a visual way; However, it takes a considerable
time and is a tedious task, so, an algorithm and a code was executed on the Image J
platform to tell the nymphs and adults of the yellow aphid in images taken by a
smartphone. The result obtained with the computer program was 267 aphids on a leaf
of sorghum, which was the same amount counted by the visual inspection of a person.
In addition, the nearest neighbor index (0.3588) showed a significant degree of
grouping of aphids. Due to the rapid spread and reproduction of the pest in different
areas of Mexico, it is essential to use technologies such as the acquisition and
processing of images, as well as the vision machine to assist monitoring and rapid
counting process. It is also very important to consider in future research the release of
an adequate amount of beneficial insects, such as Coccinellidae, because they can
control the yellow aphid population in sorghum culture, as well as the use of

hyperspectral image processing.

Keywords: Image processing system, Salmonella, tomato, hyperspectral camera,

Fusarium, wheat, sugarcane aphid, sorghum.
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CAPITULO 1. ALGORITMOS MATEMATICOS PARA EL PROCESAMIENTO DE

IMAGENES HIPERESPECTRALES

1.1. Introduccion

La tecnologia de imagen hiperespectral ha sido bien desarrollada en diferentes areas
de la industria, como la mineria, la evaluacién de calidad en los procesos alimentarios,
la deteccidn de enfermedades que afectan cultivos y frutas (Wu y Sun, 2013), ademas,
con la actual reduccion de costos en sensores y circuitos electrénicos, ha permitido la
inmersion gradual de sistemas de imagenes hiperespectrales en distintos campos. El
aprendizaje supervisado se caracteriza por la necesidad de conocer las respuestas
esperadas basadas en el conocimiento humano o las caracteristicas del sistema, estas
se conocen como funcidn objetivo, luego el sistema compara las entradas o el conjunto
de pixeles. En esta funcion, al proceso de comparacidon y prueba de entradas con
respuestas esperadas se le llama aprendizaje, el cual finaliza cuando el algoritmo tiene
un nivel aceptable de rendimiento. El aprendizaje supervisado se puede agrupar en

dos enfoques, clasificacion y regresion (Zhu, 2006).
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En el enfoque de clasificacion los datos deben agruparse en categorias, por ejemplo

"infectados", "no infectados", "danados", "no danados", "maduros".

Por otro lado, en el enfoque de regresion los datos se tratan como una funcidén continua
que se puede modelar con funciones matematicas que predicen el comportamiento.
Algunos ejemplos de algoritmos de aprendizaje automatico supervisado son: a)
regresion lineal, b) maquina de soporte vector y ¢) red neuronal supervisada (Akinsola,

2017).

En cambio, los procesos no supervisados intentan modelar la distribucion de los datos,
y asi obtener resultados que permitan predecir fendmenos. Este tipo de algoritmo
agrupa caracteristicas similares a lo largo de los datos en si mismos, sin la ayuda del
conocimiento esperado (David y Shwartz, 2014). Los procesos no supervisados son el

agrupamiento y la asociacién.

Agrupamiento: en este tipo de analisis, el resultado son grupos de datos que
comparten caracteristicas asociadas con ciertas tendencias, por ejemplo, la economia

de un pais con respecto al nivel de educacién de su poblacién.

Asociacion: en este tipo de analisis, desea encontrar reglas que describan una gran

parte de los datos, como "las personas que compran X también tienden a comprar Y".

Algunos ejemplos de estos algoritmos de aprendizaje no supervisados son: a) analisis
de componentes principales, b) regresién de minimos cuadrados parciales, c) analisis
discriminante de Fisher, d) agrupamiento de medias-k y e) Red neuronal no

supervisada.



3
Elegir una de estas metodologias depende de las condiciones del experimento, es
decir, si en el experimento existe la posibilidad de calibrar el algoritmo con una
respuesta esperada. Por ejemplo, si un experto es capaz de detectar areas danadas
en un cultivo, antes de comenzar la investigacion, esta informacion podria generar la
funcion objetivo, y puede usarse para entrenar el algoritmo (Zhang y Rajapakse, 2008).
Ademas, los datos proporcionados por los hipercubos generalmente se analizan
mediante enfoques estadisticos de reconocimiento de patrones en el espacio
tridimensional, estos andlisis pueden ser desde simples hasta muy complejos. Una
forma adicional de obtener informacion relevante de los datos espectrales es analizar
su forma con ajuste de curvas. Ademas, la metodologia de ajuste de curva
hiperespectral tiene la ventaja de modelar multiples traslapes de la absorcion, la

transmitancia y la reflectancia, con menos bandas (Brown, 2006).

Ademas, ondeletas (wavelet en inglés) es otra técnica que ha impactado en el camino
al andlisis de datos hiperespectrales. Debido a su aplicacibn en campos como
procesamiento de sefales e imagenes, reconocimiento de patrones y compresién de
datos, la transformacién de ondeletas ha sido una alternativa para el andlisis de datos
y la reduccion de dimensiones (Hsu, 2007). La idea principal del procesamiento con la
transformacién de ondeletas consiste en descomponer una senal en una serie de sub-
representaciones, desplazada y escalada de la funcion ondeleta madre. Esta
descomposicidn proporciona un marco jerarquico para interpretar la informacion
espectral y algunos investigadores han utilizado la transformaciéon de ondeleta para la
extraccion de caracteristicas, por ejemplo, para la clasificacion de areas de salud y

dafo en hojas (Hsu, et al., 2002). Ademas, Gupta y Jacobson (2006) estudiaron la



4
combinacién entre analisis de componentes principales y el coeficiente ondeleta para
mejorar la reduccién de la dimension y también pudieron destacar las pequefas
variaciones contenidas en la informacion espacial. Otra aplicacién interesante
realizada con ondeletas fue la fusién entre datos hiperespectrales y multiespectrales
(Gomez et al., 2017), donde la imagen de fusion probd tener informacidon mucho mas
relevante, debido a que las ondeletas podrian considerarse filtros de paso bajo y alta

frecuencia, que permiten separar la informaciéon que no se encuentra a simple vista.

Varias investigadores han trabajado con adaptacion de modelado y acercamiento de
ondeletas, entre los que se encuentran Wang et al. (2012), que investigaron la
deteccién de anomalias en un cubo de datos de prueba tomado de una parte del
Aeropuerto Internacional de San Diego, en esta investigacién propusieron usar un
algoritmo de Gauss-Markov para detectar y clasificar parametros estadisticos dentro
de los datos, es decir, matriz de covarianza, como resultado mostraron dos imagenes
binarias con 100% de deteccion de objetivos. Malenovsky et al. (2006) desarrollaron
un nuevo algoritmo basado en el indice de contenido total de clorofila, ademas,
propusieron un nuevo indice llamado area bajo la curva normalizada a la profundidad
maxima de banda entre 650-725 nm, donde como paso preliminar calcularon el area
bajo la curva de reflectancia eliminada en el rango de 650-725 nm y obtuvieron que el
uso del area bajo la curva dividida por una profundidad maxima de banda calcul6 el
contenido de clorofila con buena precisiéon. Es importante mencionar que a pesar de
que la mayoria de los equipos actuales operan entre 400 y 2500 nm (visible y cercano
al infrarrojo) se deben seleccionar correctamente las bandas que contienen los datos

en donde estan ubicadas las areas de interés. Existen ademas, numerosos trabajos
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que se centran en algoritmos para la seleccidon de bandas (Chang y Wang, 2006; Li et
al., 2013; Yang et al., 2011). Ademas, Peng y Lu (2008) compararon diferentes
modelos matematicos para describir los datos de dispersidén hiperespectral con el fin
de predecir la firmeza de la fruta y el contenido de sélidos solubles totales de las
manzanas Golden Delicious, en el cual el modelo utilizado en la investigacion fue la
funcion de distribucion de Lorentz, que proporciond un ajuste con un alto coeficiente
de correlacion promedio (r) positivo y mayor de 0.995; debido a la forma ovalada de
las manzanas fue necesario calcular la integral de la reflectancia de medicién en
funcion de la cobertura del area cubierta por la lente de la camara y la intensidad de
reflectancia, sobre el angulo de aceptacién. Peng y Lu (2008) concluyeron que los
datos ajustados a un modelo de distribucion de Lorentz, en conjunto con la
comparacién entre la dureza de las manzanas y el contenido de solidos solubles,
usando regresion multi-lineal y validacion cruzada, mostraron una buena prediccién de
dureza con r=0.894 y un error estandar predictivo de 6.14 N, ademas, solo se
necesitaron 23 longitudes de onda para obtener la mejor prediccién de la dureza de

las frutas y contenido de sélidos solubles.



1.2. Revision de literatura

1.2.1. Deteccidon de Salmonella typhimurium utilizando un sistema de imagenes
hiperespectrales.

La deteccidén de contaminacién biolégica en los alimentos ha sido un tema de interés
en las ultimas décadas, debido a la industria alimentaria y las regulaciones
gubernamentales. Las técnicas tradicionales basadas en medios de cultivo de agar
tienen grandes deficiencias en la respuesta de confirmacion rapida y la incapacidad de
analizar un gran numero de muestras, otra desventaja es la necesidad de destruir las
frutas para llevar a cabo la siembra en los medios de cultivo. Ademas, el sistema de
imagenes hiperespectrales se ha convertido en una herramienta para detectar

bacterias en un tiempo considerablemente reducido (Yoon et al., 2015).

Especificamente, la infeccion por Salmonella typhimurium en humanos es transmitida
por el consumo de frutas, vegetales, carne de res o cerdo contaminados. Los brotes
causados por esta bacteria han sido reportados en Canada, Europa y los Estados
Unidos (Cito et al, 2016), los sintomas de esta bacteria son problemas

gastrointestinales, fiebre y en algunos casos la muerte.

Por otro lado, la produccion mexicana de tomate enfrenta el desafio de cumplir con las
regulaciones impuestas por los Estados Unidos y Canadd, donde los productos
agricolas deben cumplir con las caracteristicas de seguridad, tiempos de entrega y
reducir riesgos de contaminacion, generan la urgente necesidad de desarrollar

sistemas de deteccion mas eficientes (Ribera et al., 2012).
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Por lo anterior, en este proyecto de investigacion, el objetivo fue obtener modelos
gaussianos con alto ajuste, para la cuantificacion de la cantidad de inéculo de

Salmonella typhimurium.

1.3. Materiales y métodos

1.3.1. Material biotecnolégico.

La cepa fue aislada, identificada y proporcionada por el laboratorio de Microbiologia

de la Facultad de Medicina Veterinaria y Zootecnia de la UANL.

La cepa fue proporcionada en un tubo con agar Mueller Hinton y a partir de él se realizo
la activacién de Salmonella typhimurium. Se utilizaron tubos de ensayo conteniendo
10 ml de medio liquido de caldo de infusién de cerebro corazén esterilizados
previamente en autoclave por 15 min a 15 libras de presion y 120°C. La transferencia
se realizd utilizando una asa bacterioldgica, se toméd una pequefia muestra de colonia,
la cual se inocul6 en el tubo, y posteriormente se incub6 durante 24 horas a 35°C

(Olsen y Hammack, 2000).



1.3.2. Muestras de tomate (Solanum lycopersicum).

Veinte frutos de tomate variedad "Roma" fueron seleccionados en un estado de
poscosecha, fueron comprados en un supermercado local en el municipio de General
Escobedo, Nuevo Ledn, México. Los tomates cumplieron con alta calidad visual de

acuerdo a Manley (1983).

1.3.3. Hipercubo de tomate contaminado
1.3.3.1. Sistema hiperespectral

El equipo hiperespectral utilizado para esta investigacion fue la camara PIKE F210b
(Alliend Vision Technologies GmbH, 2018), en el cual la cdmara, cuyo rango espectral
es de 400 a 1000 nm, esta acoplada a un espectrégrafo modelo ImSpector V10E
(Specim, Spectral Imaging Ltd., 2018), y a su vez éstos estan unidos a una estructura
metdlica. Para montar el sistema hiperespectral se construyd un sistema electro-
mecdanico que consiste esencialmente de una banda, un motor, una etapa de
regulacion de velocidad y la estructura para montar el sistema hiperespectral. El
sistema electro-mecanico es necesario debido a la operaciéon de barrido lineal
requerida. Finalmente, a los sistemas anteriores se agrega el sistema de iluminacién,
que funciona con dos ldmparas halégeno-tungsteno con una potencia total de 120

watts.



1.3.3.2. Inoculacion de muestra

El primer paso fue marcar cuatro zonas de 1 cm? en cada uno de los veinte frutos de
tomate, posteriormente se inoculd con la bacteria de Sallmonella typhimurium en tres
diferentes cantidades de dosificacion, éstas fueron 5, 10, 15 pL, ademas, se dejé un
area sin contaminar con fines de control, como podemos ver en la Figura 1.1. La
extension del indculo en la superficie del tomate se llevé a cabo con la ayuda de la

puntilla de la micropipeta.

Muestra 1 Muestra 2 Muestra 3 Muestra 4

Muestra 5 Muestra 6 Muestra 7 Muestra 8

Muestra 9 Muestra 10 Muestra 11 Muestra 12

Muestra 13 Muestra 14 Muestra 15 Muestra 16

Muestra 17 Muestra 18 Muestra 19 Muestra 20

Figura 1.1.Hipercubos de tomates mostrados en una longitud de onda de 692 nm, en
cada tomate se dibuj6 cuatro zonas cuadradas, para dosificar con 0, 5, 10, 15 uL de
Salmonella typhimurium.
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1.3.3.3. Pre-procesamiento y preparacion de datos

El procesamiento de imagenes hiperespectrales generalmente tiene un paso previo
llamado pre-procesamiento, necesario para eliminar el efecto de pixeles muertos,
sefales ruidosas, errores causados en la conversidbn de procesos analogicos a
digitales. Ademas, debido a la gran abundancia de datos, se requiere un proceso de
calibracién y prueba de hipercubos para corregir los datos de los pixeles (James y
Geladi, 2007). El diagrama de etapas de trabajo se muestra en la Figura 1.2., y su

andlisis posterior se analiza en la siguiente seccion.

1.3.3.4. Normalizacion.

El andlisis de datos hiperespectrales, implica un gran numero de variables, esta es la
principal razén por la cual los hipercubos deben ser adaptados a estdndares mas

adecuados y con esto mejorar el tiempo de procesamiento computacional.

La normalizacion de todos los hipercubos es un paso importante, y esta fue realizada

utilizando la Ecuacion 1.

_ Himg -Ref_N Ec. (1)
Norm Ref B-Ref N

Hipercubo

Donde, Hipercubo,,,, es el hipercubo normalizado, Himg = imagen hiperespectral sin
procesar, Ref N = referencia de fondo negro y la lente de la cdmara cubierta, y Ref B

= fue generado con un mosaico de alta reflectancia y las luces del sistema encendidas.
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Hipercubo sin procesar

v

Normalizacién espectral y recorte
espacial

v

Suavizado del espectro

v

Obtener modelo Gaussiano

v

Calcular area bajo la curva

v

Obtener el andlisis de
varianza

Resultados

Figura 1.2. Flujo de trabajo del algoritmo propuesto para la deteccién de patégenos,
utilizando el area bajo la curva.

1.3.3.5. Recorte espacial y espectral

Cada cubo de datos presenté una dimension espacial de 600 x 1920 pixeles. Se debe
tomar en cuenta que la mayoria de esta informacion esta fusionada con el fondo de la
imagen, el cual no tiene la finalidad de ser analizado, de ahi que un recorte espacial
sea necesario. Cada cubo fue reducido a un cubo menor de 280 x 565 pixeles en
promedio de dimensidon espacial. Por otra parte, algunas veces no es necesario
mantener todos los datos correspondientes al principio y fin del espectro, por esto, un

recorte espectral fue hecho con la finalidad de reducir datos no esenciales.
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1.3.3.6. Suavizado del espectro

El método de suavizado se utiliza en como un pre-proceso en las imagenes
hiperespectrales para remover senales de ruido de alta frecuencia. EI método de
suavizado utilizado comunmente en sensoria remota es el filtro Savitzy-Golay (Schmidt
y Skidmore, 2004), el cual esta basado en una ecuacién polinomial de minimos
cuadrados aplicado en los pasos cortos de longitudes de onda. En este procedimiento,
se uso una ventana de 11 pasos, con un polinomio de grado 2. La Figura 1.3. muestra
todos los espectros después del procesamiento mencionado. Cada firma espectral es
el resultado de la seleccion de una region de interés, promediando 9 pixeles

distribuidos de forma cuadrada y siendo contiguos.

1.3.3.7. Obtencion de los modelos de firmas espectrales.

En la naturaleza muchos fenbmenos se distribuyen de manera de acuerdo a una
distribucion normal o Gaussiana (como se aprecia en la Figura 1.3.), de tal manera
que éste modelo relaciona directamente el comportamiento de un conjunto de datos.
El ajuste de curvas Gaussianas sigue siendo investigado como un algoritmo para la

deteccion de patrones en ciencias bioldgicas, sociales y fisicas (Gauch y Chase, 1974).
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Figura 1.3. Firmas espectrales de 80 pixeles extraidos de 20 frutos de tomates, se
selecciond una regién de interés en cada zona contaminada.

Para calcular el modelo Gaussiano para cada espectro, se utilizd la plataforma
MATLAB vy la herramienta para el ajuste de curvas (Matlab, 2016). Un total de 80
modelos fueron obtenidos, después de varios ajustes de modelo hasta encontrar la
mejor combinacion la cual fue un modelo polinomial Gaussiano de 5 términos, como

se muestra en la Ecuacion 2.

x=b, x—by

(ﬂ)z

_ ﬂ)z ,(ﬂ)z
fx)=ae “ +a,e

) —(=—2)y —(

~(
+a,e © +ae ¢ +ae © Ec.(2)

)
Donde f(x) es el modelo Gaussiano, x es la longitud de onda como variable
independiente, y aq,,a,,a,,q,,as,b,,b,,b,,b,,b,c,,c,,c;,c,,cs son los coeficientes a

calcular.
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1.3.3.8. Calculando el area bajo la curva y analisis estadistico.

El calculo del area fue realizado al resolver la integral definida (Ecuacién 3). MATLAB
2016a proporciona el comando llamado “quad” el cual evalua numéricamente la

integral, con cuadratura de Simpson.

A:j”l'" F(x)dx Ec.(3)

Donde A es el area bajo la curva; wi, y wl, son los limites inferior y superior,
respectivamente, y f(x) es el modelo Gaussiano. Por otro lado, el rango entre 582 a

850 nm fue utilizado, distribuido en 482 bandas.

Después de calcular el area bajo la curva, un andlisis de varianza de factor simple fue
realizado en Microsoft Excel version 2016 (Excel, 2016), la razon para esto, fue
encontrar si existia relacion entre la cantidad de dosis (cada 5 uL) y el decremento de

la firma espectral.

1.4. Resultados y discusion

1.4.1. Resultados con el modelo de Gauss

El Cuadro 1.1. muestra los resultados correspondientes de la curva de bondad de
ajuste con los modelos Gaussianos, y el Apéndice 1.1 muestra el cddigo del programa

computacional. Es notorio un valor bajo, en la suma de cuadrados del error, lo que
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significa que el modelo tiene un componente de error aleatorio mas pequerio, ya que
estd mas cercano a cero (Steinley, 2007), y su coeficiente de determinacion (R?)
presento valores superiores a 0.9986, lo cual demuestra una alta coincidencia entre el
modelo gaussiano y las respuestas de los espectros a una determinada dosis.
Ademas, los otros dos modelos paramétricos de bondad de ajuste son R cuadrada
ajustada y la raiz del error cuadratico medio que muestran valores superiores a

0.99920 y menores de 0.001, respectivamente.

Cuadro 1.1. Resultados de los modelos de ajuste, cada valor es el resultado de los
medios de ajuste de cada dosis.

Raiz del
Suma de error
Dosis  cuadrados R? R? Ajus -
cuadratico
del error )
medio

OpupL ]0.00045494 0.99908 0.99905 0.00091
5uL  10.00026017 0.99939 0.99937 0.00071
10 yL | 0.0006778 0.99864 0.99860 0.00109
15yl ]0.00037805 0.99922 0.99920 0.00085

Otro enfoque matematico para conocer la buena adaptacién de un modelo predictivo
se conoce como residuos, definidos como las diferencias entre la respuesta de los
datos originales y la respuesta al modelo predicho, (Ecuacion 4), con respecto a

reconocer si el modelo era:

. Ec. (4)

La variabilidad del residual (r) entre positivos y negativos, es un indicador de un
modelo de ajuste adecuado. En la Figura 1.4. se muestra un ejemplo de respuesta

residual. Si la gréafica de residuos parece comportarse de forma aleatoria, significa que
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el modelo se ajusta bien a los datos, de lo contrario, si los residuos parecen

comportarse como un patrdén sistematico, entonces, es un claro caso de desajuste

entre los datos y el modelo (NIST/SEMATECH, 2012). En esta investigacién, los 80

modelos mostraron residuales al azar, lo que significa un modelo acertado ya que la

sumatoria de los residuales debe ser igual a cero.

Intensidad (unidades relativas)

Diferencias

0.12

0.1

0.08

0.06

0.04

0.02

2|

- Modelo Gaussiano
-- Firma espectral de 15 pL

550 600 650 700 750 800 850

|
— residuals

550 600 650 700 750 800 850

Figura 1.4. El grafico superior muestra un ejemplo de espectro suavizado (azul) y el
modelo predictivo (rojo), el grafico inferior muestra un comportamiento aleatorio en

los residuos, lo que significa una buena prediccion.
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1.4.2. Areas bajo las curvas y sus analisis

Las areas extraidas de todas las firmas espectrales se muestran en la Figura 1.5.. La
tendencia en este conjunto de datos parece disminuir con dosis mas altas en la
mayoria de las sub-muestras, el significado de esto es una mayor absorbancia en la
superficie infectada, como una excepcidn la superficie del tomate 3, 4, 5, 6, 10, 11, 13
y 15 no tuvo este comportamiento, lo cual puede explicarse a una estrecha relacidon
entre la orientacién y la posicién en el momento de la adquisicion de hipercubos, es

decir, pequefias zonas de saturacion de luz.

= WOpL W5 pL m10ul m 15 L

30 1

25 .
20 L | 1 i
15 i
10 ‘

1 2 3 45 6 7 8 9 1011 12 13 14 15 16 17 18 19 20

—

}

Unidades relativas

%3]

Fruto de tomate

Figura 1.5. Areas totales bajo la curva de 20 frutos de tomate.

Como ultimo paso, los resultados del calculo para un Unico factor analisis de varianza
se muestran en el Cuadro 1.2. debido al valor P <0.05 significa que no hay significancia

entre las dosis y la respuesta al espectro.
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Cuadro 1.2. Resultados de analisis de varianza de factor unico, tomando area bajo la
curva para el analisis de datos.

Analisis de varianza

Fuente de Suma de Grados Cuadrado "
L e ) F Valor-P F critica
variacion cuadrados . medio
libertad
Entre 17.899 3 5.966 0599 0617 2.724
grupos
Dentrode 754 538 76 9.947
grupos
Total 773.938 79

1.5. Conclusiones y recomendaciones

El calculo del area bajo la curva demostro ser una metodologia eficiente para asignar
un valor numérico a cada firma espectral perteneciente a una dosis especifica. Debido
a los altos coeficientes de determinacion (R*> 0.99) obtenidos, se puede inferir que

es un estimador confiable para caracterizar firmas espectrales.

Los resultados del analisis no presentaron diferencia significativa para los valores
numéricos obtenidos de las diferentes zonas marcadas en los tomates bajo las

condiciones de luz y dosis establecidas en el experimento.
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CAPITULO 2. DETECCION DE Salmonella typhimurium EN TOMATE (Solanum
lycopersicum) UTILIZANDO ANALISIS DE COMPONENTES PRINCIPALES E
IMAGENES HIPERESPECTRALES EN EL ESPECTRO VISIBLE E INFRARROJO

CERCANO (400 — 1000 nm)

2.1. Introduccion

La inspeccidén automatica basada en imagenes aplicada en el sector agricola ha tenido
un gran desarrollo en los ultimos afios con aplicaciones de captura de datos en tierra
0 aire (sensores remotos), especialmente en la evaluacién de los recursos naturales,
agricultura de precision, calidad en productos postcosecha, la deteccién de
contaminantes sélidos y la clasificacion automatica por golpes o dafos en los frutos.
Las principales caracteristicas de los sistemas de vision de maquina son:
reconocimiento de tamafo, forma, color y textura de los objetos; ademas proporcionan
atributos numéricos del objetivo a analizar (Kim et al., 2002). Sin embargo, en anos
mas recientes, la necesidad de detectar de manera rapida y precisa contaminantes de
origen bacteriano en la superficie de frutos, ha llevado a la comunidad cientifica a

buscar nuevas técnicas de deteccion.
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Los métodos tradicionales para la deteccion de bacterias estan basados en medios de
cultivos selectivos, estos métodos tienen limitantes tales como: alto consumo en
tiempo, costo, limites de deteccién y la imposibilidad de analizar un gran nimero de
muestras (Foca et al., 2016). Por esta razon, el desarrollo de métodos rapidos, de bajo
costo y analisis no destructivos, son tareas de creciente interés. El analisis de
imagenes obtenidas con camaras convencionales en el espacio de color rojo-verde-
azul, tiene dificultadas para detectar informacion espectral en muestras derivadas de
frutas, verduras o carne (Cen y He, 2007), ante esta limitante los sistemas de
procesamiento de imagenes hiperespectrales surgen como una solucién muy eficiente
para el control de la seguridad y calidad en productos alimenticios, siendo capaces
incluso de caracterizar a fondo los componentes individuales de la composicion

quimica de los objetos a analizar (Amigo et al., 2015).

La metodologia de imagenes hiperespectrales es cada vez mas aceptada en el campo
de la microbiologia, ya que es capaz de detectar la reflectancia, trasmision, dispersién,
transflectancia o fluorescencia de los objetos, dando como resultado una mejor
identificacidn de microorganismos en las longitudes de onda cercanas al infrarrojo
(700-1000 nm); sin embargo, esta técnica utiliza la regién de luz visible (400-700 nm)
para brindar informacion espectral y espacial de la muestra (Gowen et al., 2007; Cheng

y Sun, 2015).

Por lo anterior mencionado, en esta investigacion se plantearon los siguientes
objetivos: 1) determinar las caracteristicas espectrales de la bacteria Salmonella

typhimurium bajo condiciones de iluminacién del espectro visible y en la zona cercana
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al infrarrojo y 2) disefar algoritmo que permita el agrupamiento de patrones, para la

clasificacion de zonas contaminadas y saludables en la superficie de tomates.

2.2. Revision de literatura

La idea de analizar imagenes con diferentes variables fisicas como temperatura,
campos electromagnéticos, impedancias, entre otras, empez6 a surgir en la década
de los noventas, y fue conocida como técnica de imagenes multivariadas. El objetivo
de la investigacién fue descomponer diferentes imagenes en sus componentes
principales y estimar los componentes quimicos que se encontraban en la escena

(Esbensen y Geladi, 1989).

El aeroplano AVIRIS fue la primera nave con un sensor de imagenes que podia medir
el espectro de la reflexion de luz, desde 400 nm hasta los 2500 nm con intervalos de
10 nm. El sistema AVIRIS tuvo un gran impacto en la ciencia, con este sistema se
pudieron realizar estudios sobre la atmosfera, la ecologia, la vegetacion, geologia y
suelos, rios y costas, superficies cubiertas con nieve, hidrologia, la quema de biomasa,
riesgos ambientales, simulacidn y calibracion de satélites, aplicaciones comerciales,
algoritmos espectrales, infraestructura humana, asi como modelos espectrales (Green

et al., 1998).

Con la incorporacion de sensor Thematic Mapper al satélite Landsat 4 en 2001 se inici6

el estudio de grandes extensiones geograficas del planeta. Imagenes de la misma
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escena analizada en diferentes longitudes de onda, permitieron conocer la
composiciéon quimica de muchos lugares en el planeta. Ademas, con este tipo de
tecnologia se localizaron campos petroliferos, minas de cobre, carbdn entres otros

materiales (White et al., 1997).

Con el reciente avance tecnolégico en el desarrollo de camaras con dispositivos de
carga acoplados y semiconductor oxido metalico complementario de alta resolucién,
espectroscopios y software de alto poder computacional (como MATLAB, ENVI y
librerias para C++) (Zhang et al., 2012), los cientificos han orientado esta tecnologia,
que en un principio era para analizar zonas geogréficas, en aplicaciones como:
conservacion de pinturas artisticas, analisis de seguridad y calidad en alimentos,

composicién quimica de productos agroalimentarios.

De acuerdo a Ariana y Lu (2010) las imagenes hiperespectrales han emergido como
una tecnologia prometedora para la inspeccion interna y externa de alimentos y
productos agricolas. Esta tecnologia adquiere informacién espectral y espacial
simultaneamente de un objeto, cubriendo una porcién del espectro electromagnético,
desde el ultravioleta hasta el infrarrojo (200 nm hasta 1200 nm), dependiendo de los
requerimientos de la aplicacién. Ellos generaron imagenes hiperespectrales de
pepinos normales y defectuosos, utilizando una reflexién de 400-740 nm y una
transmitancia de 740-1000 nm determinaron cuatro subconjuntos de bandas con el
algoritmo de ramificacién y bordes, combinado con un clasificador de vecindario k mas
cercano y obtuvieron el perfil de las firmas espectrales de los pepinos, para una

clasificacion automatica basada en estas curvas.
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Otro tipo de aplicaciones de imagenes hiperespectrales con aplicacién en la
agricultura incluyen, deteccién de golpes y otros defectos en manzanas (Lu y Fei,
2014; Mehl et al., 2004; Xing et al., 2007), contaminacion fecal de manzanas y aves
de corral procesados (Kim et al., 2002; Park et al., 2007), atributos de calidad en fresa
(EIMasry et al., 2007), firmeza y contenido de solidos solubles en manzanas (Peng y
Lu, 2008), madurez de tomate (Polder et al., 2002), acides de citricos (Qin et al., 2009)

y dafos por congelacion en hongos comestibles (Gowen et al., 2009).

2.2.1. Imagenes hiperespectrales.

La calidad y seguridad de los alimentos son usualmente definidos por los atributos
fisicos (textura, color, manchas), atributos quimicos (por ejemplo, grasa, humedad,
contenido de proteinas, pH, pérdidas de liquido) y atributos bioldgicos (conteo total de
bacterias). Tradicionalmente, la evaluacion de la calidad y seguridad implica
inspeccién visual humana y/o experimentos quimicos y biologicos. La inspeccidn visual
es una medida subjetiva y puede ser dificil y poco fiable, ademas de tener pobre
repetibilidad en los resultados. La determinacion por experimentos quimicos vy
bioldgicos es un proceso complejo, costoso en tiempo, destructivo y algunas veces
perjudiciales al ambiente. Es por ello que es deseable desarrollar una técnica precisa,
no-destructiva, y en tiempo real para la evaluacion de calidad y seguridad en alimentos.
Esta técnica fue desarrollada originalmente para aplicaciones de teledeteccion como
un medio de superar las limitaciones de la espectroscopia y las técnicas de visién

artificial (Kruse et al., 1993).
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El procesamiento de imagenes hiperespectrales es una tecnologia avanzada
emergente que se puede emplear en ingenieria de alimentos, especializada en el
analisis y control de la calidad y seguridad de los alimentos. La habilidad de las
imagenes hiperespectrales para obtener informaciéon tanto del espectro como del
espacio de objetos de interés, evaluandolos de manera no destructiva, objetiva y en
tiempo real, hacen de esta tecnologia un método orientado a la calidad y seguridad en

alimentos (Liu y Ngadi, 2014).

De acuerdo a Gowen et al. (2007) el procesamiento de imagenes hiperespectrales
tiene muchas ventajas sobre imagenes en el espacio rojo-verde-azul, cercano
infrarrojo e imagenes multiespectrales. Aplicaciones como detecciébn de
contaminantes, defectos, anélisis de compuestos y evaluacién de contaminantes en la

carne son cada vez mas utilizadas en la industria.

2.2.2. Fundamento de las imagenes hiperespectrales

Las imagenes hiperespectrales combinan imagenes tradicionales y tecnologia
espectroscdpica, combinadas para obtener informacién del espectro y el espacio de
un objeto de interés por encima de las regiones del espectro visible, ultravioleta y
cercano al infrarrojo (200 nm - 12 um) (Bannon, 2009). Los sistemas de imagenes
hiperespectrales proporcionan imagenes que constan de numerosas imagenes
espaciales del mismo objeto en diferentes longitudes de onda. Una imagen
hiperespectral, también llamada hipercubo, es un cubo de informacion en tres
dimensiones el cual se logra a través de la superposiciéon de las imagenes espaciales

tomadas por el sensor hiperespectral. Estas imagenes estan compuestas de vectores
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de pixeles, y representan la composicion y apariencia de la muestra alimenticia en

particular (Gowen et al., 2007).

Tipicamente los sistemas imagenes hiperespectrales engloban hardware y software
especializado. La configuracion especifica puede variar dependiendo del objeto a ser
evaluado y la técnica de adquisicién de la imagen. Ejemplo de este tipo de sistemas
los observamos en diferentes estudios como frutos de fresa (Fragaria spp.) (EIMasry

et al., 2007), carne de puerco (Qiao et al., 2007), jamén (lgbal et. al., 2014).

La plataforma hardware de un sistema de procesamiento de imagenes hiperspectrales
comparte componentes comunes basicos y pueden observarse en la Figura 2.1:

a) lluminacion para proveer una fuente de luz (usualmente producida por lamparas
de halégeno).

b) lIrradiacion de luz ya sea directa o a través de fibra Optica.

c) Camara (del tipo dispositivos de carga acoplada, semiconductor
complementario de éxido metalico y arseniuro de indio y galio), el cual obtiene
tanto la resolucién espectral y espacial simultaneamente.

d) Espectrégrafo para dispersar las longitudes de onda de la luz y entregar sefales
fotosensibles a la superficie de la camara.

e) Lente objetivo, para ajustar el rango de la adquisicién de la luz.

f) Estructura de apoyo y barrido, para desplazar el objeto y poder realizar una

toma puntual del objeto.
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Figura 2.1. Esquema general de un sistema de procesamiento de imagenes
hiperespectrales. Fuente: He y Sun, 2015.

2.2.3. Salmonella spp.

El género Salmonella pertenece a la familia Enterobacteriaceae. Son bacterias Gram
negativas no esporuladas, anaerobias facultativas, meséfilas con una temperatura
Optima de crecimiento de 35 — 37 °C y un rango de 5 - 46 °C. (Bhunia et al., 2007). El
género Salmonella esta constituido por dos especies, S. enterica y S. bongori.
Mediante la serotipificacion basada en el esquema, de Kauffmann-White (Grimont y
Weill, 2007), que consiste en la caracterizacion, por aglutinacion de los antigenos
somaticos O, de los antigenos flagelares H y del antigeno capsular Vi. Se han descrito

mas de 2.400 serotipos (Echeita et al., 2012).

Desde el punto de vista epidemiolégico Salmonella spp. puede clasificarse en tres

grupos:
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a) Las que no tienen preferencia por algun huésped en especial, por lo que
infectan tanto al hombre como a los animales. En este grupo se encuentran
la mayoria de las serovariedades responsables de las salmonelosis.

b) Las que infectan so6lo al hombre: Salmonella typhi, Salmonella paratyphi A 'y
Salmonella paratyphi C y que se transmiten en forma directa o indirecta de
una persona a otra.

c) Las que estan adaptadas a un huésped en especies animales: S. abortusovis,
a los ovinos; S. abortusequi, a los equinos y S. gallinarum, a las aves

(Rodriguez et al., 2018).

2.2.4. Salmonella typhimurium

La salmonelosis es una infeccién en humanos de importancia en salud publica debido
al impacto socioecondmico que ocasiona tanto en los paises en desarrollo como en
los desarrollados. Es una enfermedad transmitida por los alimentos los cuales causan
la mayor parte de los brotes que afectan a centenares de personas y, aunque puede
ser causada por cualquiera de los casi 2,500 serotipos que existen hasta hoy, los que
se aislan con mayor frecuencia en México son Salmonella enteritidis y S. typhimurium.

(Gutiérrez, 1994; Gonzélez, 1985).

Se han descrito brotes por Salmonella typhimurium en humanos en distintos paises,
transmitidos a través de alimentos procesados, como huevos y leche pasteurizada
(CDC., 2004; Olsen, 2004), alimentos crudos como leche (Mazurek, 2003) lechugas o
por transmisiéon a través de manipuladores de alimentos. En paises como México ha

llegado a ser el serotipo mas identificado (Gutiérrez et al., 2000).
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2.2.5. Métodos de deteccion de Salmonella

En 2008, un brote de la enfermedad asociado con tomates frescos provocd que 1,442
personas fueran infectadas con Salmonella en 29 de 50 entidades de Estados Unidos
(CDC, 2008a). La Administracion para las Medicinas y Alimentos de los Estados
Unidos de América recolectd y probd 1,700 muestras de frutos de tomate; sin embargo,
en ninguno de ellos se encontrd la bacteria. La cepa de Salmonella responsable fue
confirmada 6 meses después, y ésta se encontraba en frutos de chile jalapefo
(Capsicum annuum 'Jalapeno’) (CDC, 2008b). A pesar de que la Administracion para
las Medicinas y Alimentos publicé una lista segura de proveedores de tomate, los
posibles consumidores dejaron de comprarlos. Esto ocasioné una pérdida de cosecha

estimada en 100 millones de dblares americanos.

Los métodos actuales para la deteccidn de este tipo de bacterias, tales como medios
de cultivos selectivos, y reaccidn en cadena de polimerasa requieren la recoleccion de
muchas muestras, seguido de una preparacion adecuada del medio de cultivo, o una
correcta extraccion de acido desoxirribonucleico, respectivamente. Estas pruebas son
tediosas y consumen mucho tiempo, ademas, que solo se puede hacer para una
pequena cantidad de frutos, el analisis de grandes voliumenes de alimentos utilizando

estas técnicas se vuelve ineficiente y muy costosos (Kim et al., 2002).

Li et al. (2010) en la Universidad Auburn, en Alabama, Estados Unidos de América,
implementaron un método novedoso en la deteccidon de Salmonella typhimurium.
Utilizaron biosensores electromagnéticos basados en fagos (virus que atacan a
bacterias exclusivamente) para la deteccion de Salmonella en la superficie de tomates

frescos. Los biosensores electromagnéticos son sensores inaldmbricos, cuya
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oscilacion de resonancia y frecuencia se accionan y detectan a través de un campo
magneético generado por una bobina. La conclusion de esta investigacion fue que la
presencia de la Salmonella spp. pudo ser detectada en forma de campo magnético
utilizando los biosensores electromagnéticos, ya que estos modificaban su frecuencia
de oscilacién cuando se unian a las células de Salmonella. EI método se puede

observar en la Figura 2.2.

@ Bobina de levante/ mando @ @ @ Bobina de levante/ mando
N R
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Figura 2.2. Biosensor electromagnetico y sensor de control. Fuente: Li et al., 2010.
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2.2.6. Espectro electromagnético

El espectro electromagnético como se muestra en la Figura 2.3., consiste en muchas
regiones y estd compuesto principalmente por rayos gamma, rayos X, radiacion
ultravioleta, luz visible, radiacion infrarroja, dividida a su vez en infrarrojo cercano,
infrarrojo medio, e infrarrojo lejano. El sensor electromagnético contiene también a las
microondas y ondas de radio (FM y AM). Cada region corresponde a una transicion
atbmica o molecular de tipo especifico, correspondiente a diferentes energias. Es
importante mencionar que las longitudes de onda incrementan hacia la derecha, a
diferencia la frecuencia decrece (ya que son inversamente proporcionales). El ojo

humano sélo puede percibir la pequefia regidbn comprendida entre los 400 y 700 nm.

<«— Incremento de la frecuencia (v)

1?24 1?22 1?20 1?18 1916 1?14 1?12 1?[0 llos 1|06 1I04 lloz 10° v (Hz)

Y rays X rays uv IR Microwave |FM AM Long radio waves
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I I I I | Vol I [ I | I I |
107 Jo™*  ig®  qol®  a0® | lio® 10t Q0@ 10° 10 10* 10° 105 A(m)

_________ g Incremento de la Longitud de onda (A) —»

- Espectro visible. !

T Y
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Incremento de la Longitud de onda (A) —®

Figura 2.3. Espectro electromagnético. Fuente: Atkins y Jones, 2012.
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2.2.7. Interaccion de la luz con las muestras

El desarrollo de los sistemas de procesamiento con imagenes hiperespectrales, como
herramienta para el analisis no destructivo de alimentos, esta basado en el
entendimiento de las propiedades fisicas de la luz, y la interaccion de los fotones con
la estructura molecular de las muestras (frutos, verduras, carnes). Es de suma
importancia el estudio de la interaccion de la luz con materiales biolégicos y muestras
de alimentos en la identificacion de moléculas en base a sus propiedades intrinsecas
a fin de encontrar sus funciones, identificar interacciones entre diferentes moléculas,
detectar cambios morfolégicos dentro de materiales bioldgicos para correlacionar los
cambios que se producen en muestras contaminadas con enfermedades fisiologicas.
Cualquier material, ya sea metdlico o alimenticio, emite y absorbe energia

continuamente, incrementando o disminuyendo sus niveles de energia molecular.

Cuando una muestra es expuesta a la luz, parte de esta es reflejada por la superficie
del objeto, causando reflexién especular, otra parte de la energia es transmitida a
través de la superficie dentro de la estructura celular donde es dispersa por la
interaccién de los tejidos, ademas, una parte de la energia es absorbida por los

componentes celulares. (Birth, 1976).

Se ha determinado que la estructura molecular, la cual compone la superficie de un
objeto, refleja con mayor o menor grado de intensidad, ciertas longitudes de onda.
Lammertyn et al. (2000) encontré que la luz tenia una profundidad de penetracion de
4 mm en las longitudes de 700 — 900 nm, mientras que sélo penetraba de 2 a 3 mm

en el rango de 900 — 1900 nm. Sin embargo, en algunos tejidos la luz penetra con
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mayor profundidad, y es absorbida en ciertas longitudes de onda especificas, la luz

restante que es reflectada contiene informacidén quimio-métrica util. (Abbott, 1999).

2.2.8. Sistemas radiométricos y fotométricos

La radiometria es un sistema que describe y mide la propagaciéon de la radiacidon
electromagnética, tiene su propio lenguaje, modelo matematico e instrumentacién. Los
efectos que estudia es la radiacion de la reflexion, refraccion, absorcion, transmision y
dispersion provocada por materiales en fases gaseosas, solidas o liquidas. (McCluney,

2014).

2.2.8.1. Fotometria

La fotometria es un intento por cuantificar el brillo o iluminacion a la cual el ojo humano
responde, el espectro electromagnético correspondiente se encuentra entre los 380 y

780 nm (Diffey, 2013).

2.2.8.2. Comparacion entre unidades radiométricas y fotométricas en
aplicaciones Bioldgicas

La espectroradiometria permite la determinacién de la intensidad de radiacién de una
fuente, en funcion de su longitud de onda, conocida como distribucion de potencial
espectral. Las dos medidas radiométricas de mayor importancia para los fotobiélogos
son la radiacion de una fuente y la irradiacion de una superficie, medidas en W.sr''.m-
2y W.m respectivamente. Todas las unidades fotométricas estan relacionadas con la
unidad de flujo luminoso, el lumen, el cual es el equivalente fotométrico del Watt.
(Diffey, 2013). Ambos sistemas tienen unidades los cuales son equivalentes, si se

toma en cuenta ciertos factores, como la energia proporcionada por una fuente en
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todas las longitudes de onda, por ejemplo, para convertir de unidades fotométricas a

radiométricas. Las unidades se muestran en los Cuadros 2.1.y 2.2.

Cuadro 2.1. Unidades del sistema internacional utilizadas en radiometria.

. Unidad del
M?’gr_'utud Simbolo sistema Abreviacion Notas
isica . .
internacional
Energia ]
radiante Q Joule J Energia
Flujo Energia radiada por
radiante ) Watt W unidad de tiempo.
Potencia.
Intensidad Watt por y Potencia por unidad
. I . Wesr . :
radiante estereorradian de angulo solido
Watt por Potencia. Flujo
Radiancia L estereorradian WesrTom-2 rgdlante emltldo. por
por metro unidad de superficie y
cuadrado por angulo solido
Irradiancia E Watt por metro Wem-2 Potencia incidente por
cuadrado unidad de superficie
. , Potencia emitida por
Iir;étizzféa M Wactbgg:argstro Wem2 unidad de superficie
de la fuente radiante
Watt por
estereorradian
por metro cubico |\ 1,3, | INtensidad de energia
Radiancia o Watt por 1..2.11-. | radiada por unidad de
Lao Ly ., Wesrm=2eHz g )
espectral estereorradian 1 superficie, longitud de
por metro onda y angulo sélido.
cuadrado por
hercio
Watt por metro Wem
Irradiancia ExoE cubico o Watt por o Habitualmente se
espectral M EY 1 metro cuadrado mide en Wem=2enm-"'
por hercio Wem2eHz 1




Cuadro 2.2. Unidades utilizadas en fotometria.
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Magnitud L Pali e
fotogmétrica Simbolo Unidad Abreviatura | radiométrica
asociada
Cantldgd de,Iu.z ° Qv lumenesegundo Imes Engrgla
energia luminica radiante
Flujo
Flujo I.umlno.so 0 E Lumen (cdesr) Im radlantg 0
potencia luminosa potencia
radiante
Inter]3|dad " candela cd Inter)S|dad
luminosa radiante
Luminancia Lv Candela/metro? cd/m? Radiancia
lluminancia Ev Lux Ix Irradiancia
Emitancia luminosa My Lux Ix Emitancia

2.2.9. Sistemas de imagenes hiperespectrales

2.2.10. Espectroscopia

En sus inicios el estudio de la espectroscopia solo se preocupaba por la intensidad de
la luz (McGucken, 1969). De la medicién cuantitativa de ésta, se hizo una rama de la
ciencia cada vez mas interesante, sin embargo, las investigaciones de Kirchoff y
Bunsen a finales de 1850 contribuyeron a que la espectroscopia fuera de interés para
la comunidad cientifica, dando como resultado investigaciones mas profundas del
espectro electromagnético, cuyo objetivo era inferir la composicién quimica de los
objetos. La presencia o ausencia de determinadas lineas espectrales era originalmente
el anico criterio de analisis. Las lineas espectrales se clasificaron inicialmente por sus

posiciones relativas en el espectro y en 1814 Joseph von Fraunhofer las clasific en
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orden alfabético (Jackson, 2000). Enseguida, los ordeno segun su valor de longitud de
onda. Hacia el final del siglo XIX, los cientificos en el area de la espectroscopia
astronmica empezaron a describir ciertas lineas espectrales por su apariencia. El
interés inicial se centrd en la identificacion de pequenas cantidades de materia en lugar
de medirlo. Por ejemplo, Kirchoff y Bunsen, a través de un espectroscopio, calcularon
que con aproximadamente la 18 millonésima parte de un grano se podia determinar la

presencia de sodio (Lockyer, 1873).

2.2.11. Espectroscopio

La historia de la espectroscopia en imagenes comienza con el espectrometro de
imagenes aerotransportado en los afios 1980, desarrollado por el Laboratorio de
Propulsién a Chorro y el Institutito de Tecnologia en California, Pasadena, Estados
Unidos de América. El instrumento utilizaba una camara conformada por un arreglo de
32 x 32 elementos. En 1983 JPL propuso en ese entonces desarrollar un
espectrometro de imagenes hiperespectrales, llamado AVIRIS el cual fue el primero
en su clase. AVIRIS fue el primer espectrometro calibrado de imagenes en

proporcionar datos para la comunidad cientifica (Goetz, 1995).

La espectroscopia es utilizada en los laboratorios como un método para investigar
propiedades de materiales, por medio de la interaccidn entre la radiacion
electromagnética con la materia. Ha sido utilizada para investigar la estructura atémica,
utilizando lineas de emision y absorcién espectral mostradas por varios elementos,
ademas de analisis quimicos de innumerables compuestos y soluciones. El uso de

colorimetros para la investigacioén de colesterol 0 azucar en la sangre, por ejemplo, es
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una forma de espectroscopia en laboratorios médicos. Otras aplicaciones de esta
ciencia son: determinar niveles de alcohol en la sangre, niveles de emision en

automoviles y monitorear contaminacién en forma de humo (Wolfe, 1997).

Un espectrografo de imagenes es un dispositivo éptico que es capaz de dispersar la
luz incidente del espectro electromagnético en diferentes longitudes de onda de forma
instantanea, con diferentes regiones espaciales de la superficie del objeto. Ademas,
este dispositivo generalmente opera en modo escaneo lineal, y es el componente
principal de los sistemas de imagenes hiperespectrales que adquiere la imagen con el
método de barrido lineal. La mayoria de los espectrografos de imagenes actuales se
construyen en base a rejillas de difraccién. Una rejilla de difraccion es un conjunto de
elementos transmisores reflectantes separados por una distancia comparable a la

longitud de onda de la luz bajo investigacion. (Palmer, 2005; Aikio, 2001; Sun, 2010).

De acuerdo a Descour y Dereniak (1995) un espectrdografo de imagenes permite que
un conjunto de detectores 2D obtengan un arreglo con una dimension de longitud Ax
y ancho infinito Ay, mientras que simultdneamente se adquiere una dimension
espectral, formando un cubo 3D de datos. El ancho Ay define la resolucién espectral,
la cual puede verse como Ay en la direccidon de eje espectral, como se muestra en la

Figura 2.4.

La segunda dimensién espacial del objeto es generada por el escaneo 0 movimiento
del campo de vision del instrumento relativo a la escena, formando las posiciones yN,

yN+1, yN+2.
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Figura 2.4. Elementos basicos de un espectrografo de procesamiento de imagenes
con la éptica de entrada y generacion del cubo de datos 3D: espacio coordenado ( x,
y) y las dimensiones espectrales. Fuente: Engineering Exchange, 2018.

2.2.12. Firma espectral

Las imagenes hiperespectrales explotan el hecho que la diferencia en la composicion
quimica y estructura fisica inherente a los materiales, reflejan, dispersan, absorben y
emiten energia electromagnética en patrones distintivos en longitudes de onda
especificas. Esta caracteristica se llama firma espectral o huella espectral, o
simplemente espectro. Cada elemento de la imagen hiperespectral (pixel) contiene su
propia firma espectral. En principio, la firma espectral se puede utilizar para
caracterizar de forma Unica, identificar y discriminar por clase o tipo cualquier objeto

dado en una banda lo suficientemente amplia (Shaw y Manolakis, 2002).
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2.3. Materiales y métodos

2.3.1. Material biologico

El material biolégico utilizado en este experimento fue el siguiente.

2.3.1.1. Salmonella typhimurium

Para el desarrollo de este experimento se utilizé la bacteria Salmonella typhimurium,
en estado de crioconservacion, dentro de un tubo con agar Mueller Hinton. El
microorganismo fue activado colocando una pequefia porcién de colonia con un asa
bacteriolégica, dentro de un tubo de ensayo conteniendo 10 ml de medio liquido de
caldo de infusion de cerebro corazén; previamente esterilizado en autoclave por 15
min a 15 libras de presién y 120 ° C. La incubacién de S. typhimurium se llevd por

24 horas a 35°C.

2.3.1.2. Muestras de tomate

Se seleccionaron cuatro tomates variedad roma (Solanum lycopersicum L) en estado
de postcosecha, los cuales fueron adquiridos en un supermercado local del municipio
de General Escobedo, Nuevo Ledn, México. El tomate debe cumplir con alta calidad

visual.



43

2.3.2. Material para identificacion del género Salmonella.
2.3.2.1. Medios para el aislamiento selectivo

Los medios selectivos fueron agar Salmonella-Shigella (agar SS), entérico Hektoen'y
XLD (Xylose Lysine Desoxycholate Agar). La técnica de siembra y aislamiento que se
utilizé es la de estria, para poder visualizar y seleccionar las colonias sospechosas con
mayor facilidad, este procedimiento se realiz6 por triplicado (procedimiento realizado

por el laboratorio de Microbiologia de la FMVZ-UANL).

2.3.2.2. Configuracion del sistema

El primer paso en la configuracion del sistema fue la conexion virtual entre la camara
y el equipo de computo, el controlador Vimba proporcionado por la compania Allied
Vision Technologies GmbH, el cual es un paquete o kit de desarrollo de software capaz
de soportar diferentes lenguajes de programacion como: C, C++, .NET y MATLAB. El
paquete VIMBA proporciona el software visor AVT Vimba, el cual se utilizd para
comprobar el correcto funcionamiento de la cadmara. La Figura 2.5. muestra una
imagen con este visor de imagenes. El Apéndice 1.2 muestra los cddigos de la

plataforma MATLAB.
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Figura 2.5. Imagen mostrada por el software visor Vimba.

2.3.3. Desarrollo del experimento

El experimento se desarrollé de acuerdo a la Figura 2.6., se marcaron tomates para
Salmonella typhimurium, donde en cada tomate se dibujé con un plumén permanente

un cuadrado de 1 cm?, cada cuadrado se inocul6 con 2, 4 y 6 pL de la bacteria.
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Figura 2.6. Esquema de la propuesta del experimento para la inoculacion de la
bacteria sobre la superficie de un tomate.

2.3.3.1. Inoculacion de tomate con Salmonella typhimurium

Los tomates se marcaron de forma rectangular con area de un cm?, como se muestra
en la Figura 2.7.a, se extrajeron diez ul de Salmonella typhimurium con ayuda de una
micropipeta de precision (Figura 2.7.b), Por ultimo, se distribuy6 la gota en la superficie

cuidando de no traspasar los bordes (Figura 2.7.c).
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a) b) c)

Figura 2.7. a) Tomate que presenta area la cual sera estudiada, b) extraccion de
diez pl de Salmonella typhimurium, c) distribucion de una gota en la superficie con
ayuda de la puntilla de la micropipeta.

2.3.3.2. Adquisicion de imagenes hiperespectrales con MATLAB

En la Figura 2.8. se observa el diagrama de flujo del proceso para realizar la
adquisicion de las imagenes, mientras que el Apéndice 1 muestra el cddigo del

programa de computo.
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Figura 2.8. Diagrama de flujo del programa para la adquisicién de imagenes.

adquisicion

Para la reconstruccion de la imagen se toman todos los valores de una fila. Cada fila
es una longitud de onda especifica que se puede calcular a partir de la ecuacion
proporcionada por el fabricante, la cual se observa en la Ecuacién 5. Por lo tanto, la
nueva imagen tendra por coordenadas (:,Y), donde (:) significa todos los valores de x

de la imagen previa, (Y) la longitud de onda que se desea utilizar.
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A= (4.2728¢°%)y? 1.0.66802y +327.987 Ec. (5)

Donde:
A =Longitud de onda, nm.

y=Coordenada y de laimagen (entre 1y 1080).

Asi, por ejemplo, al seleccionar la fila 500, la longitud de onda correspondiente es de

672.67 nm.

El barrido o escaneo lineal se realizd en los 4 tomates, tal como se muestra en el
Cuadro 2.3., dejando un periodo de reposo, para que las bacterias pudieran
reproducirse, el escaneo 1 se tomoé a las 9:07 am, y luego se dio un tiempo de 30
minutos, 4 horas, 4 horas, 4 horas y 14 horas, para los escaneos 2, 3, 4, 5y 6,

respectivamente.

Cuadro 2.3. Periodos para la toma de las imagenes hiperespectrales.

Tomate | Escaneo 1 | Escaneo 2 | Escaneo 3 | Escaneo 4 | Escaneo 5 | Escaneo 6
1 09:07a.m. | 09:37a.m. | 01:37 p. m. | 05:37 p. m. | 09:50 p. m. | 01:00 p. m.
2 09:09a.m. | 09:40a.m. | 01:42p.m. | 05:43a. m. | 09:54 p. m. | 01:05 p. m.
3 09:11a.m. | 09i43a.m. | 01:46p. m. | 05:50a. m. | 10:00 p. m. | 01:10 p. m.
4 09:183a.m. | 09:49a.m. | 01:51p.m. | 05:54a. m. | 10:08 p. m. | 01:15 p. m.

2.3.3.3. Creacion de la firma espectral.

El codigo del programa se muestra en el Apéndice 2, mientras que el diagrama de flujo

aparece en la Figura 2.9. El valor del % de reflexién se obtiene directamente de un
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pixel con coordenadas fijas, provenientes de las 600 imagenes adquiridas. El calculo
de A se realiza en esta parte del programa, utilizando la Ecuacion 1. La camara no fue
iluminada en la region ultravioleta, por lo que en esta zona (300 — 420 nm) la curva

tiene una amplitud de cero.
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Figura 2.9. Diagrama de flujo para la creacion de la firma espectral.
2.3.4. Analisis de componentes principales

El andlisis de componentes principales fue realizado en la plataforma de MATLAB
(lenguaje de alto nivel y entorno interactivo para el calculo numérico, la visualizacién y

la programacién). El primer paso en la construccién del programa fue asignar una
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matriz X de dos dimensiones donde la columna 1 se le asigno los valores de % de
reflexion y en la columna dos longitudes de onda (4). Como segundo paso, se realizd
la extraccion de la media para cada dimensién, esto proporcion6 un conjunto de datos
con media cero. El cédigo del programa computacional se encuentra en el Apéndice

3.

El tercer paso en el desarrollo del programa consistié en calcular la matriz de

covarianza, al tratarse de una matriz de 2 dimensiones, se utilizé la Ecuacion 6.

co cov(x,x) cov(x,y) Ec.(6)
cov(y,x) cov(y,y)
Donde:

C =Matriz de covarianza
x =Longitudes de onda (4 ) nm
y =Porcentaje (%) de reflexion

El calculo de los valores propios (eigenvectores y eigenvalores) se realiz6 en el cuarto
paso, el algoritmo utilizado para realizar el computo fue a través del método de
descomposicion de valor singular (Richardson, 2009), el cual obtiene tres matrices,

que se muestran en la Ecuacion 7.

Donde:

U e R™ = Matriz ortonormal de dimensién nxn
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¥ e R™ = Matriz diagonal de nxm

V e R™ = Matriz ortonormal mxm

Como quinto y ultimo paso se extrajeron los valores propios de la matriz V donde se
encontraban los eigenvectores, los cuales corresponden al componente principal uno
y dos. El propésito de esta metodologia es proyectar en los valores propios del sistema
(cambiar el eje coordenado a uno nuevo) los datos que se ajusten al comportamiento

de la componente principal (Smith, 2002).

2.3.5. Estructura
2.3.5.1. Motor de Corriente Alterna

Se utilizé un motor trifasico de 372.85 Watts (0.5 HP), el cual proporciondé la potencia
necesaria para mover la banda transportadora. En el eje del motor eléctrico se acopld
un engranaje pinidn de 15 dientes para transmitir movimiento a una cadena, la cual fue

acoplada a un tambor giratorio.

2.3.5.2. Variador de frecuencia

El sistema desarrollado cuenta con un variador de frecuencia GS1 de entrada 120 V:
0.25- 0.5 HP, de la marca Automation Direct. El cual regula la frecuencia con la que
gira el motor de AC, con un rango de 0 — 60 Hz. El dispositivo cuenta con entradas
analdgicas (Al), entradas digitales (D11, D12, D13, D14) para el control de encendido
y sentido del giro del motor. La Figura 2.10. muestra los aspectos principales del

variador GS1.
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Figura 2.10. Variador de frecuencia GS1, para controlar velocidad de motor.

2.3.6. Estructura mecanica

La estructura mecanica integra una banda de color blanco en la cual se coloca la
muestra a analizar, un sistema de transmisién de potencia pifidn-cadena, y un soporte
en forma rectangular para la camara, sus dimensiones se indican en la Figura 2.11 y

un soporte en forma rectangular para la camara.
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Figura 2.11. Estructura del sistema de imagenes hiperespectrales.

2.3.7. lluminacion

El sistema de iluminacién hiperespectral se compone de dos bulbos de la marca Philip
capacidad de 100 W, con filamento de tungsteno encapsulado en gas halégeno (Figura

2.12.).

PHILIPS |

o

Figura 2.12. Lampara tungsteno — halégeno.
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2.3.8. Camara hiperespectral

El sistema consta de una camara Pike F-210By un espectrégrafo V10E capaces de
capturar imagenes de una elevada resolucién espacial de 1920x1080 pixeles, con un
rango espectral de 400 a 1000 nm con intervalos de 2.8 nm y una ranura de 30 um. La

camara montada al sistema mecénico y de iluminacion se observa en la Figura 2.13.

Figura 2.13. Montaje de la camara y el sistema de iluminacién.

La camara cuenta, ademas, con un protocolo de comunicacién IEEE 1394b —FireWire
800, con un conector de comunicacién de 9 pines, velocidad de operacion 800 Mbit s

1 alcanzando velocidades de adquisicion de 32 fotogramas cada segundo.
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2.4. Resultados y discusion

2.4.1. Firma hiperespectral.

En la Figura 2.14. se muestra la firma hiperespectral de un tomate antes de ser

contaminarlo con Salmonella typhimurium.

1 I
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Figura 2.14. Firma hiperespectral de un tomate sin contaminar con coordenadas:
Pixel1 (829, 311), Pixel2 (834, 316), Pixel3 (824, 306), Pixel4 (839, 354).

Se observa que el perfil de la curva tiene su maxima amplitud en 707 nm,

correspondiente al color rojo. La maxima amplitud alcanzada fue de 0.87 % de
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reflexion. Asimismo, se observa una pequefna zona constante entre los 650 — 677 nm
con un valor aproximado de 0.7 % de reflexion, esto se debe que el tomate tiene cierta
cantidad de color verde. A partir de los 715 nm se observa que la firma hiperespectral
decrece de forma constante, comportdndose como una linea recta con pendiente

negativa, este comportamiento es hasta la longitud de onda de 950 nm.

Por otra parte, en la Figura 2.15. se muestra la firma espectral del mismo tomate 12
horas después de haber sido contaminado, permitiendo el crecimiento de la bacteria.
Se genero la firma hiperespectral a partir de un pixel dentro de la zona contaminada
con coordenadas (870, 394). El pixel es representado por la linea de color rojo y se
observa que la longitud de onda 707 nm tiene una amplitud de 0.71 % de reflexion,
mientras que en los otros pixeles analizados la firma espectral incremento en su
amplitud. El pixel con coordenadas (880, 274), representado por la linea de color
magenta, tuvo la maxima amplitud con 0.9412 % de reflexion cuando la longitud de
onda fue de 704 nm. La parte constante fue en la zona de 652 — 680 nm con una
amplitud promedio de 0.6 % de reflexién para la firma del pixel contaminado y una
amplitud de 0.76 % de reflexibn para la maxima amplitud registrada (firma
representada por la linea de color magenta). También, existe un comportamiento
decreciente (con una pendiente negativa) que empieza a una longitud de onda de 705

nm y se estabiliza en 968 nm.
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Figura 2.15. Firma hiperespectral de un tomate contaminado, donde el % de
reflexiébn decrecid en la zona contaminada.

2.4.2. Hipercubo.

Se utilizaron las longitudes de onda mas significativas, las cuales fueron 652, 704 y
707 nm, para reconstruir las imagenes que se muestran en la Figura 2.16. La longitud

de onda 637 nm fue utilizada como control.
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637 nm 652 nm

704 nm 707 nm

Figura 2.16. Fotogramas en longitudes de onda especifica.

En las longitudes de onda 637 y 652 nm se presenta absorcién de luz en la parte
superior del tomate, esto es interpretado como hematomas o golpes superficiales, los
cuales se muestran en forma de manchas en las imagenes hiperespectrales. El pixel
contaminado (870, 394) se encuentra dentro de la zona delimitada por el cuadro de un
cm?, se observa poca diferencia significativa de forma visual en las diferentes

longitudes de onda.

Para la formacion del hipercubo se realizé el andlisis de 600 imagenes adquiridas en
diferentes longitudes de onda (400 — 1000 nm). Ciertas imagenes no pudieron ser
reconstruidas debido a su baja reflexion en el rango cercano al ultravioleta (330 — 400

nm) y en la zona cercana al infrarrojo (700 — 1000nm). Las imagenes no reconstruidas
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tuvieron valores menores del 0.1 % de reflexion. Estos inconvenientes se atribuyen al
tipo de iluminacion utilizada, la cual fue proporcionada por una lampara de halégeno —

tungsteno de 100 Watts.

2.4.3. Analisis de componentes principales en la deteccion de Salmonella
typhimurium en tomate

La Figura 2.17. muestra la proyeccion de los datos de un tomate no contaminado en
sus dos componentes principales, vemos que la componente principal 1 (marcada en
verde) es la componente donde se ajusta casi la totalidad de los datos. La escala de
los ejes (PC 1y PC 2) muestra tamafio muy pequefo (de orden 10"y 1071%), esta
informaciéon demuestra la poca variabilidad entre las variables % reflexion en relacion
a la longitud de onda (1). La componente PC 2 (linea roja) tiene casi nula participacién
en la proyeccion de los datos en su eje, y presenta una pendiente positiva, la

participacion de ambas componentes se muestra en la Figura 2.18.
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Figura 2.17. Analisis de componentes principales aplicado a tomate no contaminado.
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Importancia PC1 y PC2

Componente Principal

Numero de componente principal

Figura 2.18. La componente 1 (PC 1) tiene agrupados a la mayoria de los datos,
mientras que la componente 2 (PC 2) tiene poca participacion.

En la aplicacion del analisis de componentes principales a la zona contaminada de
tomate, se obtuvo la Figura 2.19., en la cual se observa que la componente 2 (PC 2)
tiene pendiente negativa; ademas, también es evidente que la gran mayoria de datos

se ajusta a la componente 1 (PC 1).
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Figura 2.19. Andlisis de componentes principales aplicado a tomate contaminado.

La participacién de ambas componentes se muestra en la Figura 2.20. donde es
notable el gran peso de la componente 1, pero a diferencia de la Figura 2.18. la

componente 2 (PC 2) presenta una mayor concentracién de datos.
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Importancia PC1 y PC2

Componente Principal

Numero de componente principal

Figura 2.20. La componente principal dos (PC 2) tiene mayor concentracion de
datos.

2.5. Conclusiones y recomendaciones

Las firmas espectrales mostradas en las Figuras 217. y 2.19. muestran que en la
longitud de onda especifica de 707 nm pueden ser utilizadas como indicador para la
deteccion de Salmonella typhimurium, ya que se encontré un decremento de 0.17 %
de reflexién entre la firma sin contaminar y la firma adquirida 12 horas después de ser
contaminada. En las zonas no contaminadas la firma espectral tuvo mayor reflexién en

la regién de los 680 a 720 nm, ésto fue como resultado de la maduracién del fruto de
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tomate, el cual pasé de un color rojo, con poca presencia de verde, a un color rojo

intenso.

Los analisis realizados en las imagenes de la Figura 2.16., con longitudes de onda
especifica, mostraron poca variacidon de reflexion en la zona afectada por Salmonella
typhimurium, esto ocurrié debido a la ausencia de una fuente de poder adecuada para
regular y mantener un suministro de energia que alcance una mayor eficiencia de

energia cuantica en el espectro mas amplio posible.

En la aplicacién del analisis de componentes principales en fruto de tomate
contaminado y sin contaminar, la componente 2 con pendiente negativa, puede ser
considerada como un indicador de la presencia de Salmonella typhimurium. Ademas,
respecto a la aglomeracion de los datos agrupados por cada componente, se observa
mayor participacion de la componente 2. Estos comportamientos se pueden interpretar

como patrones en la clasificacion de tomates contaminados y sin contaminar.
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CAPITULO 3. PLATAFORMA ROTATORIA PARA OBTENER LA SUPERFICIE
TOTAL DEL EXOCARPO DE FRUTOS DE TOMATE CON IMAGENES

HIPERESPECTRALES

3.1. Introduccion

El tomate (Solanum lycopersicum) es muy importante para la economia de México,ya
que nuestro pais es el principal proveedor a nivel mundial de este fruto, con una
participacion en el mercado internacional de 25.11% del valor de las exportaciones
mundiales (SAGARPA, 2017). Ademas, de las 51,861 hectareas sembradas en 2016,
el 95.70% de la superficie se encuentra mecanizada, 73.26% cuenta con tecnologia
aplicada a la sanidad vegetal, mientras que 76.62% del territorio sembrado con este

cultivo, conto con asistencia técnica (FIRA, 2017).

Con el desarrollo de nuevos sistemas de visidn inteligentes agricolas se ha mejorado
significativamente los sistemas de bio-produccién debido principalmente a las mejoras
en sensores, sistemas de posicionamiento global, y algoritmos de navegacion (Zhang
et al., 2018). Recientemente la importancia de los sistemas de inspeccién automaticos
no destructivos en la industria alimenticia ha estado creciendo debido a la inocuidad

alimentaria y a los tratados internacionales (Ok et al., 2018).
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Los sistemas de procesamiento de imagenes hiperespectrales contienen informacién
espectral y espacial de los objetos, para cumplir con la tarea de visualizacién y mejora
de la eficiencia de la deteccion de agentes contaminantes, maduracién, cuantificacion

de caracteristicas fisico-quimicas, entre otros atributos (Li et al., 2018).

El procesamiento digital de imagenes ha resuelto problemas de clasificacion vy
reconocimiento automatico de manzanas (Malus demestica) (Nguyen et al., 2016),
deteccion de textura en zanahorias (Daucus carota) (Sun et al., 2018), y evaluacion de
madurez en tomate (El-Bendary et al., 2015). Entre otras muchas aplicaciones,
también ha podido facilmente detectar formas en dos dimensiones para clasificacién y
seleccion (Hamuda et al., 2018). Por otra parte, la deteccion y reconstruccion de
objetos en tres dimensiones y su superficie es un reto hasta el dia de hoy (Rahman et
al., 2018). Debido al funcionamiento de los equipos de camaras hiperespectrales de
barrido lineal de objetos se han encontrado pocos trabajos relacionados a la creacion

de superficie total de frutas, utilizando esta técnica.

Por lo anterior, se plantea el siguiente objetivo: a) reconstruir una imagen en dos
dimensiones de la superficie total de un tomate (Solanum lycopersicum) con un

sistema de procesamiento de imagenes hiperespectrales.
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3.2. Revision de literatura.

3.2.1. Morfologia del tomate.

El fruto de tomate (Solanum lycopersicum) es diverso en medida y forma, con un rango
que va desde pequefio y redondo hasta grande y con forma variable. Una
caracteristica morfoldgica prevalente que distingue muchas variedades cultivables de
no domesticas, es que tienen una forma de fruta alargada (Brewer et al., 2007). Los
factores criticos que limitan el analisis fenotipico preciso y la puntuacién de los
atributos de la morfologia de la fruta son la objetividad y la precision. Brewer et al.
(2006) desarrollaron términos y descriptores matematicos para los atributos de la
forma de la fruta que se implementaron en el programa de software llamado Tomato

Analyzer.

3.2.2. Procesamiento de imagenes 2D.

Una imagen digital a[m,n] describe en un espacio discreto en 2D una imagen analoga
a(x,y) que se encuentra en un espacio continuo, y al proceso su de conversion se le
llama digitalizacion. La imagen continua en 2D a(x,y) esta dividida en N filasy M

columnas, donde la interseccién de una fila y columna es llamado como pixel.(Young

etal., 2011).

El procesamiento digital de imagenes es un método para realizar algunas operaciones
en una imagen digital, con el fin de obtener una imagen mejorada o extraer informacion
util de ella. Es una tecnologia en rapido crecimiento, y en algunas investigaciones

forma el ndcleo central del trabajo cientifico (Gonzélez y Woods, 2002). El
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procesamiento de imagenes basicamente implica la importacién de la imagen via la
herramienta de adquisicion, analisis y manipuleo de la imagen, una imagen o reporte

de salida, que muestra un resultado con informacién relevante.

3.2.3. Sistemas de imagenes hiperespectrales

Los sistemas de imagenes hiperespectrales han sido propagados y adaptados
rapidamente en la industria alimentaria debido al uso de técnicas quimiometricas en

las cuales la seleccién de longitud de onda tiene un papel importante (Liu et al., 2014).

3.2.4. Algoritmos de reconstruccion de objetos

Algunos criterios de calidad externa como: color, tamafo, textura y forma, ya se han
automatizado en maquinas de clasificacién industrial (Zhang et al., 2015). Sin
embargo, la clasificacién de frutos teniendo en cuenta su superficie total y utilizando
sistemas de procesamiento de imagenes hiperespectrales, es un tema aun poco

estudiado.

La manera mas simple e intuitiva de mapear la superficie de un objeto 3D es utilizando
la proyeccion cilindrica es decir la superficie de un objeto es mapeada en un cilindro.
El problema de esta proyeccion es la pérdida de area equivalente. Stooke (1998)
considerd este problema e implement6 su propio algoritmo para objetos con formas

irregulares.

Corkidi et al. (2006) desarrollaron un algoritmo con imagenes rojo-verde-azul, el cual
reconstruia la superficie total de un mango (Mangifera indica). El fruto fue inoculado

con 5 mL de C. gloeosporioides, con la finalidad de evaluar en el tiempo la propagacion
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de antracnosis sobre su superficie. Ellos evaluaron el error del sistema cartogréfico,
comparando un area simulada contaminada y el area producida por el algoritmo,

obteniendo un error promedio de -0.1%, desviacion estandar 0.44 (r* =0.99).

3.3. Materiales y métodos

3.3.1. Material vegetal

Se utilizaron dos frutos tomates de la variedad Roma, los cuales deben cumplir con la
calidad visual requerida por el Departamento de Agricultura de Estados Unidos
(Manley, 1983). Los frutos de tomate fueron marcados para identificar su parte
delantera y posterior, uno de ellos se dividi6 en cuatro cuadrantes, que fueron
identificados con el algoritmo desarrollado en ésta investigacion, se muestra en la

Figura 4.1.

a) b)
Figura 3.1. a) parte frontal, b) parte posterior.
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3.3.2. Mecanismo para girar tomate.
El mecanismo para hacer girar a los tomates se muestra en la Figura 4.2., y fue

construido con materiales de facil acceso, madera, tornilleria, sujeciones de metal, dos

ejes de madera, ventosa sencilla.

Figura 3.2. Sistema para rotar frutos de tomate.

El sistema propuesto para la toma de las imagenes se muestra en la Figura 4.3.

3.3.3. Material electronico.

Se utilizé un motor a pasos NEMA 17, para el giro de motor con un paso de angulo de
1.8°, un V nominal de 3.4 Volts, una corriente de operacién de 1.7 A, y un torque de
4000 g - cm. Para el control de velocidad del motor se utiliz6 el controlador L298, el
cual es un circuito integrado monolitico dentro de un empaque modelo PowerS0O20,
que funciona como un controlador de puente completo de légica TTL

(STMicroelectronics, 2018).
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Figura 3.3. Propuesta de mecanismo giratorio de un tomate.

Ademas, un programa se desarrollé en la placa Arduino Uno REV3 (Arduino, 2018) fue

utilizada para regular la velocidad del motor, y sentido de giro.

3.3.4. Adquisicion del hipercubo.

Se colocd el tomate en el porta-frutos (ventosas), cuidadosamente en los ejes del
motor y que el eje contrario aplique una fuerza suficiente para mantener en su sitio al
fruto de tomate, ademas, debido a la forma irregular de los frutos de tomate fue
necesario realizar una correcta alineacién. Debido a que la camara PIKE F210b es de
barrido lineal, fue necesario sincronizar la velocidad de giro del tomate y la velocidad
de fotogramas por segundo de la camara. El cddigo del programa computacional para
la toma de las imagenes fue realizado en la plataforma MATLAB 2016, con su barra

de herramientas para la adquisicién de imagenes, el cual permite detectar y controlar
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mas facilmente las caracteristicas intrinsecas de la camara, tales como: cuadros por
segundo, regién de interés, tiempo de exposicidén, color de adquisicion, guardado y
exportaciobn de imagenes, pre-visualizacion, entre muchos otros parametros. El
programa computacional para la toma de las imagenes y el control de la velocidad de

giro fue realizado en las plataformas MATLAB y Arduino (Apéndice 3).

3.3.5. Hipercubo de datos.

Se crearon cuatro hipercubos con una regidén de interés creada por una ventana de
623 x 900 pixeles. Cada hipercubo tuvo un promedio de 600 fotogramas, los cuales
dispusieron de la informacidn espacial necesaria para la reconstruccion de la superficie

total del tomate.
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3.4. Resultados y Discusion

MATLAB 2016 incluye los comandos necesarios para la manipulacién de matrices (una

imagen formada por pixeles x,y y una dimension que representa las longitudes de
onda A , se considera una matriz 3D). La Figura 4.4. muestra la superficie total

escaneada.

Figura 3.4. Superficie generada con el sistema hiperespectral.

3.5. Conclusiones y recomendaciones

El algoritmo del sistema de imagenes hiperespectrales, reconstruy6 la superficie total
de un fruto de tomate. El mecanismo de rotacién y el algoritmo desarrollado pueden
ser utilizados para futuras investigaciones dirigidas a la cuantificacion del porcentaje

total de dafo por microorganismo en la superficie de frutos.
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CAPITULO 4. DETECCION DE Fusarium graminearum EN ESPIGAS DE TRIGO
(Triticum spp.) CON TECNOLOGIA DE IMAGENES HIPERESPECTRALES EN EL

RANGO VISIBLE (400 — 700 nm) E INFRARROJO CERCANO (700 — 1000 nm)

4.1. Introduccion

El trigo es uno de los principales cultivos en auge productivo a nivel mundial, siendo
de importancia social y econdmica. Como tal, se realizan esfuerzos considerables para

el control de enfermedades que afectan su produccion.

Fusarium graminearum es un hongo que puede infectar numerosos tipos de cultivos
en Canada y México, por ejemplo, trigo, cebada, avena, centeno, maiz, alpiste y
forraje. Sin embargo, hay que resaltar que los cultivos mas afectados son el trigo, la
cebada y el maiz. (Clear y Patrick, 2017). Este hongo es la principal especie
responsable del encogimiento de granos, descoloramiento blanco tipo tiza o en ciertos
casos una apariencia tipo rozada. (Delwiche, 2003). Algunas especies de Fusarium
producen metabolitos téxicos tales como nivalénol, zearalenona y deoxinivalenol
(DON) también conocida como vomitoxina, los cuales son altamente toxicas para

humanos y animales.
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Por lo anterior en este proyecto de investigacion se propuso evaluar a través de dos
algoritmos, andlisis de componentes principales y mapeador de angulo espectral la
deteccion de Fusarium sobre espigas de trigo sin procesar; ademas, se comparoé la
precision de los algoritmos con respecto al conteo visual de espigas contaminadas,

realizadas por un técnico experto.

4.2. Revision de literatura

Usualmente, la deteccion de Fusarium es realizada por humanos expertos, utilizando
un proceso visual de clasificacion y cuantificacion, que puede ser largo y tedioso.
Ademas, la efectividad de este tipo de deteccion puede decrecer con factores como la
fatiga, las distracciones externas y las ilusiones Opticas. (Barbedo et al., 2015). Por
otro lado, la tecnologia de imagenes hiperespectrales aplicada en seguridad
alimentaria y en agricultura ha estado evolucionado rapidamente en los Ultimos quince
anos, con sistemas de procesamiento de imagenes hiperespectrales de barrido lineal,
los cuales se basan en diferentes principios fisicos tales como reflectancia,

transmitancia, fluorescencia y espectroscopia Raman (Qin et al., 2017).

De acuerdo a Bauriegel y Herppich (2014), el espectro visible, particularmente las
bandas de color naranja y roja (600 — 750 nm), son muy Uutiles para la deteccion de
Fusarium en trigo, pero s6lo considerandose un grado entre la maduracion temprana

y maduracién media. Ellos concluyeron que las imagenes hiperespectrales puede ser
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utilizadas para la deteccién de Fusarium y factores tales como variedad de trigo y

posicién de los granos, que pueden afectar los resultados.

4.3. Materiales y métodos

El trabajo de investigacion fue realizado en el Laboratorio de Visién del Departamento
de Ingenieria en Biosistemas de la Universidad de Manitoba, localizado en la ciudad

de Winnipeg, Canada.

4.3.1. Camara hiperespectral Specim FX10

Se utilizdé la camara Specim FX10 (Spectral Imaging, 2018). Esta camara tiene un
rango espectral de 400 — 1000 nm, distribuida en 224 bandas, tiene una velocidad de
adquisicién de 330 cuadros por segundo, el campo de visién es 38°, sus dimensiones

son 150 x 85 x 71 mm, y un peso de 1.26 kg.

4.3.2. Sistema de iluminacion

El sistema de iluminacién es un arreglo de 4 focos halégeno-tungsteno de 30 watts,
los cuales proporcionan una longitud de onda de entre 400 — 2500 nm. Estos fueron

comprados directamente al proveedor de la compania Specim.

4.3.3. Muestras de trigo

Se evaluaron 10 diferentes genotipos, proporcionados por Jang Lin, estudiante de

doctorado en ciencias agricolas de la Universidad de Manitoba. Todas las muestras



85
fueron rociadas con la misma concentracion de Fusarium, para evaluar la resistencia
de cada gen a este hongo, por cada genotipo se agruparon en “grupos” conformados

entre 9 y 34 muestras, las cuales fueron etiquetas de la A a J.

4.3.4. Generacion de los hipercubos

La camara esta montada en un sistema de movimiento lineal como se muestra en la
Figura 3.1. Debido a que la cdmara trabaja con el método escaneo o barrido lineal, es
necesario sincronizar el movimiento lineal con la velocidad de adquisicién de los
fotogramas por segundo. Al final de todos los escaneos espectrales se generaron 37
cubos con datos sin procesar, con 224 bandas, y un peso de 9.82 GB. Sin embargo,
en etapas posteriores se redujo la cantidad de datos de acuerdo a las regiones de

mayor interés.

4.3.5. Pre-procesado de los hipercubos

Parte del desarrollo del algoritmo propuesto en esta investigacién, se encuentra la
etapa de pre-procesado, donde el primer paso es la normalizacién de todos los

hipercubos, para ello se utiliza la Ecuacién 8.

Himg -Ref_N Ec. (8)
Ref B-Ref N

Normalizacion =
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Figura 4.1. Sistema de imagenes hiperespectrales, rango visible (400 — 1000 nm).
Equipo perteneciente al Laboratorio de Imagenologia de la Universidad de Manitoba.
Donde Normalizacion es el cubo con los espectros reales, Himg es el hipercubo sin

ningun tipo de procesamiento previo, el cual fue generado directamente por el equipo

y el software, Ref_N es generada con las luces apagadas y el obturador de la camara
con su respectiva tapa, para capturar el ruido de fondo negro, Ref_Bes el hipercubo

generado con una barra, tableta o mosaico de alta reflectividad, para alcanzar el

maximo curva espectral de mayor intensidad.

Por otro lado, parte del pre-procesado implica, en ocasiones, muchos pasos, sin

embargo, para esta investigacién se utilizaron los siguientes pasos: a) obtencién de
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secciones del espectro, b) obtencién de secciones espaciales ¢) agrupamiento de
andas espectrales, d) suavizado de firma espectral y e) transformacion de variante

normal estandar.

4.3.6. Obtencion de secciones del espectro

Es necesario recortar las longitudes de onda que no sean necesarias, ya que pueden
generar ruidos en el analisis, ademas que se tiene conocimiento que en ciertas bandas
del espectro electromagnético es posible encontrar respuestas ya estudiadas para
ciertos cultivos, por ejemplo, cantidad de agua, metabolitos secundarios, entre otros.
Por esta razén, es muy comun recortar las bandas que no sean necesarias, en esta
investigacion del espectro original de 400 — 1000 nm, se recort6 el espectro de 500 —

850 nm, tal como se muestra en la Figura 3.2.b.

4.3.7. Software para analisis de imagenes hiperespectrales

Para el desarrollo del mapeador de angulo espectral se utiliz6 MATLAB 2016b, (The
MathWorks, Inc., 2017) y para el analisis de componentes principales se utilizé
Hypertools, el cual esta incorporado a un interfaz de usuario (Amigo y Mobaraki, 2017).
El cédigo del programa computacional para el mapeador de angulo espectral se

encuentra en el Apéndice 4.

4.3.8. Obtencion de secciones espaciales

La remocion las zonas de los fotogramas que no aportan nada al analisis del objeto de

estudio es muy util, por ello se recomienda recortar las zonas del fondo del hipercubo,
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y de esta manera implicitamente se reduce la cantidad de datos, y al mismo tiempo se

reduce el tiempo de procesamiento.

4.3.9. Agrupamiento de bandas espectrales

Es utilizado para transformar una imagen con N bandas espectrales en una imagen
con N'=N/b bandas espectrales. Cada banda en la imagen transformada esta formada
por el promedio de b bandas consecutivas en la imagen original. Los conjuntos de
bandas utilizadas para promediar no son consecutivos para que cada banda en la
imagen original forme exactamente una banda en la imagen transformada (Shi y

Healey, 2003).

4.3.10. Suavizado de la firma espectral y transformaciéon de variante normal
estandar

El suavizado de firmas espectrales es utilizado frecuentemente para reducir la
dimension del hipercubo, reducir ruidos en las firmas, ademas de maximizar los
cambios en el espectro. Como paso preliminar para el andlisis de los datos se utilizd
el suavizado tal como se muestra en la Figura 3.2.b. El suavizado de los espectros fue
realizado con un filtro Savitzky-Golay con una ventana de 11 pasos, con un grado de
polinomio P=2 (Luo et al., 2005). Ademas, se aplicé la variante normal estandar sobre
el conjunto de espectros, el objetivo de variante normal estandar es eliminar la linea
de base aditiva y los efectos de senal multiplicativos o ruido no deseado,
transformando el espectro con media cero y varianza igual a uno (Kandpal et al., 2013).
En la Figura 3.2. se muestran 20 espectros sin suavizar (a) y después del procesado

de suavizado con el filtro Savitzky-Golay (b).
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Figura 4.2. a) Firma de 20 pixeles dentro de las zonas de trigo, b) firmas espectrales
suavizadas y con media 0.

4.3.11. Analisis de datos y algoritmos propuestos
4.3.11.1. Analisis de componentes principales

Esta metodologia es a menudo utilizada en imagenes hiperespectrales como un medio
para extraer informacién relevante de todas las bandas en un hipercubo. Andlisis de
componentes principales es una de las técnicas mas importantes dentro de los analisis
de datos multivariados. Es a menudo aplicado para visualizar la estructura de los
datos, para detectar valores atipicos, y para reducir las dimensiones (Wu et al., 1997).
El analisis de componentes principales es una de las metodologias mas utilizadas en
imagenes hiperespectrales, debido a su capacidad de detectar patrones, anomalias y

agrupar datos que comparten ciertas caracteristicas (Bajorski, 2011). Un hipercubo se
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compone de un conjunto de espectros x,,i =1,...,.n donde x,'s son los vectores p-
dimensional (reflectancia o radiacién). ANALISIS DE COMPONENTES PRINCIPALES

es usualmente aplicado sobre la matriz de covarianza de la muestra, como se muestra

en la Ecuacién 9.

S:%Zn:(xi—)_c)(xi—)_cf Ec.(9)
n—=1q

Donde x = (Z;xi)/n. Generalmente se asume que los vectores x, son realizaciones

independientes de la misma distribucién con la matriz de covarianza comun X .El
principal enfoque de esta metodologia es evaluar el conjunto de datos hiperespectrales
para diferenciar aquellos con caracteristicas particulares, esto se realiza mediante la
proyeccién ortogonal de los datos en nuevos ejes, en analisis de componentes

principales la proyeccion 6ptima w, ,es elegida para maximizar el determinante de la

matriz de dispersién de las muestras proyectadas, como aparece en la Ecuacion 10.

W, =argmax |W'SW I=[ww,..w, ] Ec. (10)

opt

Donde W'SW es el producto de la matriz transpuesta de datos de dispersion W',

matriz de covarianza S, y matriz de datos de dispersion W. {w,1i=1,2,....m} es el

conjunto de eigenvectores N — dimensional (Jiang et al,, 2010). El resultado del
andlisis componentes principales es la proyeccion de los datos en n ejes, donde el

90% de los datos se encuentra en los primeros 3 ejes. La ventaja del andlisis de
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componentes principales comparado con otros métodos es que es un método de

aprendizaje no supervisado (Sun, 2010).

4.3.11.2. Mapeador de Angulo Espectral

El mapeador de angulo espectral es un algoritmo de clasificacion supervisado, el cual
utiliza la informacién angular espectral para la clasificacion de datos hiperespectrales
(Kruse et al., 1993). Este algoritmo, trata a cada pixel en una imagen hiperespectral
como un vector n - dimensional, donde n es igual al nUmero de bandas espectrales. El
algoritmo mide la similitud de un espectro objetivo versus un espectro de referencia,
calculando el angulo entre ellos. Un angulo mas pequefo representa una coincidencia
mas cercana al espectro de referencia (Zhang y Li, 2014). El &ngulo entre el espectro

objetivo y el espectro de referencia se puede calcular con la Ecuacion 11.

1 D> a-h Ec. (11)

[z; aiz ]1/2 . [Z; bi2 ]1/2

o =COoS

Donden es el numero de bandas espectrales, a, representa los valores del espectro
objetivo en la i-ésima banda y b, representa los valores del espectro de referencia en

la i-ésima banda.

4.3.11.3. Deteccion de presencia de Fusarium graminearum por inspeccion
visual

Debido a que se ejecutaron dos filtros de clasificacion: supervisado y no supervisado,
fue necesario crear una libreria la cual contenga el espectro referencia con el cual sera

posible comparar y detectar las zonas dafnadas. Para encontrar esta referencia, el
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primer paso fue determinar que espigas de trigo y en qué zonas se encontraba el dafo
por Fusarium graminearum, esta inspeccion fue realizada por un experto, quien
identifico el dafio provocado por este hongo en zonas no maduras, maduras o con otro
tipo de aspecto visual (Goyal y Manoharachary, 2014), en la Figura 3.3. se observan

las muestras 1 al 6 del lote A con las zonas danadas.

Figura 4.3. Zonas del Lote A, marcadas en rojo, donde se encuentra dafo por
Fusarium graminearum.

En el Cuadro 4.1. se muestra la cuantificacion realizada por inspeccién visual sobre

las muestras, se utilizé la Ecuacién 12, para calcular el porcentaje de dafo.

DarioVisual = Granos _ Conta min ados x100% Ec.(12)

Total _de _ granos
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Cuadro 4.1. Cuantificacién de dafo por inspeccion visual.

Autor % Dano visual
A1l 8.33
A2 16.66
A3 25
A4 33.33
A5 100
A6 10

4.4. Resultados y discusion

Los resultados de analisis de componentes principales, demostr6 tener un mejor
agrupamiento y clasificaciones de los granos de trigo contaminados en la componente
principal 2, la Figura 3.4. muestra las imagenes correspondientes a las 3 componentes
principales. La componente principal 2, agrupa en ciertas zonas, valores atipicos, y
automaticamente los pigmenta de color rojo, correspondiendo a zonas dafnadas por
Fusarium graminearum.

Estos resultados pueden ser comprobados relacionando zonas previamente
identificadas visualmente en la Figura 3.3. Por otra parte, Bauriegel et al. (2011)
también encontraron buenos resultados utilizando el analisis de componentes
principales en diferentes etapas de maduracién del trigo, donde su algoritmo fue capaz
de detectar Fusarium graminearum en un estado maduro, ademas, concluyeron que
en los primeros estados de desarrollo no fue posible detectar este hongo, la causa se
debi6 a que la planta no presenta sintomas en etapas tempranas. Por otra parte, la

componente principal 2 fue la que mejor discriminé tejidos dafados y saludables.
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Figura 4.4. Andlisis de componentes principales, donde la componente principal 2
aparece en color rojo, indicando las zonas dafnadas por Fusarium graminearum.

4.4.1. Mapeador
graminearum

de angulo espectral

para

la deteccion de Fusarium

La segunda metodologia evaluada fue el algoritmo mapeador de angulo espectral, el

cual fue comparado con los espectros de referencia. La Figura 3.5. muestra la imagen
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de clasificacion de las zonas dafnadas por Fusarium, la cual fue procesada con el

mapeador de angulo espectral.

De acuerdo a Liu y Yang (2013) después de realizar diferentes pruebas, observaron
que al modificar el &ngulo (en radianes) de 0.1 a 0.05, se generan clasificaciones mas

cercanas al espectro de referencia.

4.4.2. Cuantificacion de zonas afectadas por Fusarium graminearum

La cuantificacion de las zonas afectadas se realizd, contando pixel por pixel tanto para
analisis de componentes principales y mapeador de angulo espectral, los resultados

se muestran en el Cuadro 4.2.

Figura 4.5. Umbralizacion y binarizacién de los pixeles con a < 0.05.
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Cuadro 4.2. Comparacion del dano a espiga de trigo evaluado con andlisis de
componentes principales y mapeador de angulo espectral.

Analisis de Mapeador
. de angulo
Espiga de | componentes espectral
referencia | principales E
(% de dafo) | (%de
daio)
A1l 8.33 23
A2 16.33 17
A3 38.1 36.3
A4 83.6 81.4
A5 90.4 89.6
A6 8.3 6.15

El proceso de cuantificacion en analisis de componentes principales se basé en contar

los pixeles en la imagen correspondiente a la componente principal 2, con umbral

superior a 0.95, por otro lado, como mapeador de angulo espectral entrega pixeles con

valor 0 (negro) y 1 (blanco), solo fue necesario cuantificar pixeles blancos. El Cuadro

4.3. muestra el error absoluto de las metodologias propuestas en este trabajo, ademas

se muestra otros trabajos encontrados en la literatura.
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Cuadro 4.3. Resultados obtenidos por otros investigadores del porcentaje de error de
deteccién de Fusarium en espigas y semillas de trigo.

Autor Error
Analisis de
componentes 8.6 %
principales
(propuesto)
mapeador de
angulo espectral 10 %
(propuesto)
Delwiche et al., o
2011) 2-17%
Menesatti et al., o
(2009) 9-18%
Shahin y Symons, 8 o,
(2011) °
Delwiche et al., 4-10 %

(2013)

Los valores mostrados en el Cuadro 4.3., son valores de referencia ya que cada

investigador utilizé diferentes metodologias y maneras de cuantificacién.

4.5. Conclusiones y recomendaciones

El empleo de la camara VIS Specim FX10 permitié detectar el hongo Fusarium en
espigas de trigo, analisis de componentes principales es una buena metodologia para

clasificar areas infectadas.

El sistema de imagenes hiperespectrales tuvo una buena deteccion de Fusarium sobre

espigas de trigo (mayor al 92%), siendo analisis de componentes principales el que



98
obtuvo el mejor desempefio, ya que su error fue de 8.6 % en comparacién al 10% de
error de mapeador de angulo espectral. El espectro visible (400 — 700 nm) y parte del
infrarrojo cercano (700-1000 nm) es un rango adecuado para la deteccidon de Fusarium
graminearum sobre espigas de trigo. Mayor analisis es necesario para determinar la

factibilidad del sistema en campo abierto, y no bajo condiciones de laboratorio.
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CAPITULO 5. CONTEO DIGITAL Y DISPERSION ESPACIAL DEL PULGON

(Melanaphis saccari) DE LA CANA DE AZUCAR EN HOJAS DE SORGO

5.1. Introduccion

El pulgdn de la cafia de azucar, también conocido como pulgdén amarillo, Melanaphis
sacchari, aunque es originario de Africa, actualmente se encuentra en varias regiones
del mundo. Esta especie puede atacar varios cultivos de la familia gramineas, sin
embargo, tiene una marcada preferencia por el sorgo. También habita en varios pastos
silvestres y malas hierbas como el pasto Johnson (Sorgo halapense). El pulgdén
amarillo succiona la savia en las hojas, las cuales se vuelven rojas por las heridas. Los
danos indirectos incluyen la transmisién de virus y hongos (Hinson, 2017; Villanueva y
Sekula, 2014). Los pulgones no tienen alas la mayor parte del afno, pero a veces en
condiciones de escasez de alimentos o clima adverso desarrollan alas para emigrar.
Son altamente reproductivos, y su ciclo de vida es de dos a tres semanas (Singh et al.,
2004). El enfoque principal para el control del pulgén es un manejo integrado de plagas
y enfermedades, que incluye control biolégico (parasitoides, depredadores y
entomopatdgenos), control cultural y tolerancia varietal. El pulgén de la cafa de azucar

se confirméd en sorgo en 4 estados y 38 condados en los Estados Unidos de América.
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En 2015, se informé sobre el pulgdn en sorgo en 17 estados y en mas de 400 condados

(Bowling, 2016). Esta especie de plaga invasora en México, se detecto6 por primera vez

en las plantaciones de sorgo del estado de Tamaulipas, en el mes de noviembre de
2013. Las pérdidas en el rendimiento de sorgo causadas por el pulgén amarillo oscilan
entre 30 y 100%, dependiendo de los niveles de infestacion. Ademas, la presencia de
la plaga en México, puede estar asociada con diversas enfermedades del sorgo
(INIFAP, 2015). El pulgén amarillo es actualmente una de las plagas més dafinas en
la agricultura y, como tal, se deben disenar formas eficientes de control para reducir
las pérdidas causadas por este insecto. La efectividad de este control depende, entre
otros factores, de la detecciéon temprana de la infestacion. El uso de insecticidas
quimicos deberia ser el ultimo recurso para evitar el resurgimiento de la plaga, la
eliminacién de la fauna beneficiosa y el desarrollo de resistencia a plagas a los
insecticidas (SAGARPA, 2014). Mientras que el reconocimiento de los principales
enemigos naturales del pulgdn de la cafna de azucar, no solo en la edad adulta sino
también en sus etapas inmaduras, son la base para el combate de este afido (Marin
Jarillo y Herrera-Corredor, 2016). La deteccion e identificacion oportuna de plagas en
cultivos agricolas es esencial para asegurar una buena produccion (Parida et al.,
2015). A pesar de que la deteccion temprana puede ser realizada visualmente por
humanos, puede ser casi imposible medir y cuantificar continuamente grandes areas
de sorgo sin tener un sistema automatizado. Existen muchos métodos para detectar e
identificar diferentes tipos de plagas, como moscas blancas, el pulgén amarillo, trips y
gorgojos. Mundada y Gohokar (2013) detectaron moscas blancas y pulgones amarillos

mediante el uso de trampas amarillas adhesivas y una cadmara con funciones de



104
inclinacion y zoom. Las caracteristicas como la excentricidad, el color, la media, la
desviacidon estandar, etc., se extrajeron y almacenaron en una maquina de vectores
de soporte. Cho et al. (2007), identificaron moscas blancas, afidos, trips utilizando tres
tipos de caracteristicas que incluian tamano, forma, color y borde. Cortez Mondaca
(2015), sugiri6 un umbral de dano de 50 pulgones por planta en promedio, sin
embargo, la poblacibn excede este estandar cuando la poblacibn aumenta
exponencialmente. Elliott et al. (2017) estudiaron la distribucion del pulgéon amarillo
dentro y entre plantas de sorgo en campos comerciales de sorgo de grano.
Encontraron con frecuencia diferencias significativas en el nimero de pulgones entre
las hojas superiores e inferiores en los campos en cada estado, sin embargo, no hubo
patrones consistentes en cuanto a si la hoja superior o inferior tenia mas pulgones
amarillos. Allen et al. (2016), recomiendan monitorear los campos dos veces por
semana y considerar un tratamiento insecticida si las infestaciones aumentan a un
promedio de 50-125 pulgones por hoja. De acuerdo con lo anterior, es de suma
importancia realizar medidas preventivas. En este contexto, las herramientas basicas
de procesamiento de imagenes pueden ser muy valiosas, ya que son capaces de
detectar la infestacién de pulgones usando solo las imagenes proporcionadas por
camaras estratégicamente colocadas en el cultivo de sorgo. En estudios sobre la
efectividad de diferentes estrategias de control, se deben recolectar varias muestras
de plantas que reciben diferentes tipos de tratamiento. Cada una de estas muestras
contiene pulgones que se clasifican segun su etapa de ciclo de vida y luego se
cuantifican. Esta clasificacion a menudo se basa en el tamafio de los especimenes.
Sin embargo, una herramienta basada en el procesamiento de imagenes capaz de

detectar y contar pulgones amarillos podria ser muy util, especialmente en términos de
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velocidad. El objetivo principal de este estudio es desarrollar un sistema visual para

contar y medir la dispersion espacial del pulgébn amarillo en las hojas de sorgo.

5.2. Revision de literatura

El pulgon amarillo del sorgo es considerado una de las plagas mas dafinas para el
cultivo de sorgo, llegdé a México en 2013 y ha ocasionado graves dafos a la produccion
de este cultivo en varios estados. En Guanajuato, en el 2015 ésta plaga afecté la
produccién de sorgo tanto en riego como en temporal, reduciendo la produccion hasta

en un 100% en los sitios donde no se atendio el problema (CESAVEG, 2017).

Maharlooei et al. (2015) realizaron un programa computacional en MATLAB para el
conteo digital de afidos sobre hojas de soya (Glycine max), utilizaron un conteo de 250
insectos como el limite menor para estimar el potencial de dafo de este insecto,
ademas, utilizaron imagenes con tres diferentes resoluciones 8,12 y 18 Mega-pixeles,
asi como diferentes condiciones de iluminacion. El nimero de afidos identificados por
el sistema de sensado fue comparado con el conteo realizado por un experto

entrenado, para evaluar la precision del algoritmo.

La gama de color del cuerpo del pulgébn amarillo varia de color amarillo palido, gris o
marrén dependiendo de la época del afio o la etapa de desarrollo. Las caracteristicas
morfoldgicas distintivas incluyen el tarso oscuro, los pies, las corniculas (tubos de
escape) y las antenas. El pulgdn amarillo se alimenta en la parte inferior de las hojas
de sorgo y puede cubrir gran parte del area de la superficie inferior. Las poblaciones

de pulgdn amarillo excretan grandes cantidades de miel durante la alimentacion, que
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se acumulan en la superficie de las hojas de abajo, lo que las hace pegajosas y

brillantes (Newton, 2017).

Por lo anterior en este trabajo de investigacibn se desarrollé un sistema de
procesamiento de imagenes para contar pulgones amarillos en hojas de sorgo y

estimar su indice del vecino cercano.

5.3. Materiales y métodos

5.3.1. Inspeccioén visual por humanos

El método que actualmente se lleva a cabo por el personal a cargo del monitoreo de
plagas, consiste en tomar muestras aleatorias de hojas de sorgo y buscar en la
superficie inferior de ellas, si existe la presencia de pulgén amarillo. Después de
encontrar los pulgones, se realiz6 un conteo manual donde se separaron ninfas y
adultos, este proceso se puede realizar antes y después de una lluvia (Brewer, 2014;

NSPM, 2014).

5.3.2. Adquisicion de imagenes

Las imagenes fueron capturadas con un teléfono mévil HTC (3.2 megapixeles) a 5 cm
de distancia a la hoja de sorgo (Figura 5.1.) en una plantacion de sorgo en la Estacion
Experimental de la Facultad de Agricultura ubicada en coordenadas 25 ° 52'18.4 "N

100 ° 03'17.5"O.
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5.3.3. Analisis de las imagenes

Se utiliz6 el software imaged, una plataforma mdultiple para analizar imagenes,
(Abramoff et al., 2004; Broeke et al., 2015). Antes de comenzar el andlisis de laimagen,
se seleccion6 un area de interés creando un poligono y se borr6 todo alrededor de los
bordes (Figura 5.2.a). Para obtener precisién en el conteo digital, se establecié una
escala en la imagen con una longitud conocida, que era de 2 mm o de longitud de
insecto adulta (11,1782 pixeles). A continuacién, se llevd a cabo un proceso de
conversion de la imagen del espacio de color rojo-verde-azul a una imagen de 8 bits
(Miura, 2016), y luego se realizé un proceso de umbralizacion para ajustar a 84,29%
(valores 120 y 255), por defecto en azul en verde (sobre / debajo) y negro. Después
del ajuste anterior, el pulgdn o afido adulto se separa por completo como regién de
interés, ya que los valores de la imagen del pulgdén adulto permanecen por debajo del
umbral se convierten en color negro y todos los pixeles con valores superiores al
umbral se convierten en color blanco (Figura 5.2.b) usando la conversion binaria de
imagenes. En el Apéndice 5 se muestra el procedimiento paso a paso para generar el

macro o programa computacional en ImageJ.



108

Figura 5.1. Toma de las imagenes.

Figura 5.2. Imagen original de hojas con pulgén amarillo (a), umbral de la imagen

(b).

Se realizd un proceso de filtrado de paso de banda en la imagen binaria utilizando la

transformada rapida de Fourier (Sozer, 2016; Tang, 2016). El filtro de paso de banda
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transformada rapida de Fourier difumina la imagen y también puede suprimir rayas
horizontales o verticales que se crean por el escaneo una imagen linea por linea
(Ferreira'y Ras 2012). En nuestro caso, el filtro de paso de banda transformada rapida
de Fourier mejord los detalles de la imagen y elimino las imperfecciones, luego se
invirtié la imagen obtenida. (Figura 5.3.a). Después de filtrar, se realiz6 un andlisis de
particulas, ajustando los siguientes parametros: tamano de pixel a 0.3 — 0.4,
circularidad a 0.7, ademas se calculé el proceso segmentacién para separar los
pulgones (Figura 5.4.). La compacidad se entiende como la relacién entre el &rea de
una regién y su perimetro (Burger y Burge, 2016). Los resultados se guardaron en un
archivo de computadora, que fue Util para interpretar mejor los resultados del conteo,
asi como también existe la opcién de exportar los datos a un archivo de Microsoft Excel
version 2016 (Excel, 2016). Se cred un macro que contenia un conjunto de estructuras
de control, operadores y funciones integradas, y luego, se llevé a cabo un procesado

por lotes realizado con el macro en cada imagen de entrada (Hebert, 2016).
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Figura 5.3. Proceso de filtrado con la transformada rapida de Fourier (a), Inversién
de laimagen (b).

Figura 5.4. Imagen obtenida después del andlisis del pulgén amarillo.
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5.3.4. indice de dispersion

Se utilizé el método de cuadrantes, que implica contar la frecuencia de ocurrencias de
los 267 pulgones en cada sub-cuadrante de 4 cm? (Figura 5.5.). Si los individuos dentro
de la poblacién tienen dispersion aleatoria, habra un nimero aleatorio de individuos en
cada cuadrante, centrados alrededor de la media con la varianza o igual a la media

u (Troxler, 2016). Si los individuos de la poblacion estan uniformemente distribuidos,
habra el mismo nimero de individuos en cada sub cuadrante, con o’ < u. Si los

individuos de la poblacién estdn agrupados, habra algunos cuadrantes con muchas

personas y muchos cuadrantes sin individuos (Flint, 1985).

Figura 5.5. Patron de dispersién en 27 cuadrantes del pulgdn amarillo.

De acuerdo a Wilkinson (2011), un indice de dispersion (ID) de afidos, puede

calcularse usando la Ecuacién 13:

m=2 Ec. (13)
Donde &® y u son la varianza y la media, respectivamente. Una prueba de

significancia basada en la frecuencia chi-cuadrada fue realizada ( *) (Marques de S4,



112
2007). La prueba estadistica se realizd calculando la suma de la diferencia de
cuadrados dividido por la media, como aparece en la Ecuacién 14.
4 = 25 —%) Ec. (14)

X

Para el célculo de los grados de liberta se utilizé6 (numero de cuadrantes -1, con un

valor de P> 0.01.

5.3.5. indice del vecino mas cercano

El indice del vecino mas cercano es una medida de distribucidén espacial de puntos, y
se deriva de la distancia promedio entre cada punto y su vecino mas cercano (Nagle y

Spencer, 2000). La distancia euclidiana, para cualquier punto, p, (coordenadasyx,,y,)

y p,(coordenadasy,, y,), se da por d(py, pz) = +/(x2 — %1)2 + (v, — y1)2. Cada patron
de puntos de tamarfio n esta compuesto por P (p,:1..n), luego para cualquier punto,
en p, € p,, la distancia del vecino mas cercano de p, a todos los demas puntos enP,,

(Smith, 2016) se presenta en la Ecuacién 15:

NND, = NND,(P,) =min{d(p,, p,): p, € P, j #i} Ec. (15)

Segun IB Geography (2016), el indice del vecino mas cercano mide la distribucion
espacial de 0 (patrén agrupado) a 1 (patrén disperso aleatoriamente) a 2.15 (patrén
regularmente disperso / uniforme). El indice del vecino mas cercano se calcula usando

la Ecuacion 16 (Danese et al., 2008):
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NN,=25\/§ Ec. (16)

Donde:

TV NND,

D= = Distancia media observada mas cercana (mm)

n = cantidad de puntos (pulgones)

A = area total (mm?)

Como lo menciona Albukhnefis (2016), los complementos podrian ser utiles, y
son considerablemente mas influyentes, flexibles y rapidos que las macros. Usamos
un complemento desarrollado por Mao (2016) para calcular las distancias del Vecino

mas cercano con Imagen J.

Por otro lado, se realizé una prueba de significacién basada en la frecuencia estandar,

de acuerdo a la Ecuacion 17 (Rao, 2007; Vidakovic, 2017).

_D-EWD) Ec. (17)
SD

Z

Donde:

SD =Desviacion estandar en mm.

El calculo de la SD se muestra en la Ecuacién 18:

~0.26136

SD e Ec. (18)

A
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En la Ecuacion 19 se muestra el célculo de E(D), que es la distancia promedio del

vecino mas cercano no corregida, en mm (Taylor y Karlin, 2014).
E(D)= 0.5\/z Ec. (19)
A

5.4. Resultados y discusion

La Figura 5.6. muestra el brillo de los pixeles a lo largo de una linea recta amarilla en
el ancho de la hoja de sorgo. La distancia (pixeles) a lo largo de una linea recta vari6
de 0 a 140, mientras que el eje y (luminancia de pixeles o valor gris) varié de 0 a 240.

Los pulgones estan dentro del rango de 235 a 240 pixeles de luminancia.

\%M’ W I | W"ijJJ “‘w"f %

!

1 1
0 50 100
Distance (pixels)

Figura 5.6. Perfil trazado en el ancho de la hoja de sorgo (linea horizontal amarilla).
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El conteo hecho por vision humana de pulgones en una muestra realizada por el equipo
de investigadores fue de 267 pulgones, que coincidieron con los resultados obtenidos
por el software Imaged (Cuadro 5.1.). El programa de computo consideré solo ciertas
areas de hoja de sorgo con plaga para concentrarse en areas pobladas por pulgones,
para reducir el tiempo que consume el conteo visual por los humanos y obtener datos
tan precisos como sea posible. Se credé una macro y el proceso por lotes ejecutd
rapidamente una secuencia de comandos en Imagen J. El indice de dispersién fue
6.01, por lo tanto, se detect6 grupos de pulgones en la imagen. Las Figuras 5.7. y 5.8.
muestran el histograma de dispersion de afidos y los centroides, respectivamente. El
estadistico de prueba para el patron agrupado resulté 241.75. En la prueba de

significancia, la frecuencia y°chi-cuadrada a 0.01 de probabilidad con df = 26 fue de

45.642, por lo tanto, concluimos que hay menos del 1% de probabilidad de que el
patrén agrupado pueda haber resultado de un proceso aleatorio. Ademas, se ajusté
los datos de dispersion de pulgones a la linea recta usando minimos cuadrados y

obtuvimos y =0.188x+13.205 con un bajo R* = 0.1727. Se encontrd un valor de indice

del vecino mas cercano de 0.3588.

Hubo un grado significativo de agrupamiento de los pulgones tal como se muestra en
la Figura 5.8. El valor Z estandar resulté 0.1017. De acuerdo con la tabla de
probabilidades normales estandar, Z es £ 1.96 al 95% de probabilidad, por lo tanto, se
concluye que existe la seguridad de que la distribucidbn no esta distribuida

aleatoriamente.
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Cuadro 5.1. Resultados de coordenadas del pulgén amarillo y distancia del vecino

mas cercano por Imaged.

Distancia
del vecino
Pulgén X (mm) Y (mm) mas
cercano
(mm)

240 98.29081 32.24388 2.570
241 98.78023 30.95642 3.833
242 99.03204 17.71305 1.939
243 99.43868 32.2706 3.201

244 100.29641 31.44812 2.570
245 100.48577 27.34116 2.940
246 100.87134 19.29828 3.877
247 101.18721 28.05786 3.463
248 101.89476 18.2911 4.202
249 102.33518 19.35773 2.985
250 102.43152 28.07966 3.463
251 102.77052 30.20447 3.201

252 103.17276 31.18059 5.880
253 102.83707 26.73656 2.462
254 103.54798 18.66132 3.201

255 103.54480 28.55757 2.309
256 103.26648 29.37265 1.046
257 103.53757 27.48044 2.309
258 103.89866 29.71856 1.569
259 104.22072 28.89553 1.569
260 104.72922 30.06322 3.310
261 105.06419 19.66839 1.786
262 105.44759 28.90831 2.417
263 105.76390 19.52461 2.200
264 105.94282 18.33927 2.047
265 106.40354 19.30543 1.416
266 106.97608 18.52713 2.940
267 107.11921 19.99726 2.570
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Figura 5.7. Nimero de pulgones amarillos por cada 4 cm? sub-cuadrante.
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Figura 5.8. Centroide del pulgon amarillo.

Los fitomejoradores estan buscando variedades de sorgo de grano y forraje tolerantes
a pulgén amarillo. Armstrong et al. (2015), evaluaron las plantas huésped gramineas,
para determinar su idoneidad como hospedadores, y para detectar la resistencia de la
planta huésped al pulgén amarillo, incluidas las fuentes conocidas que se utilizan para
diferenciar biotipos de insectos verdes. Descubrieron que RTx2783 es una buena

fuente de resistencia al afido de la cafia de azucar. Mbulwe et al. (2016), encontraron
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que A / BTx3408 y A / BTx3409 proporcionan a la industria de la plantacion de sorgo
nuevas fuentes de tolerancia a pulgén amarillo, que es una nueva y devastadora plaga
de sorgo. También se han realizado estudios sobre resistencia de plantas tradicionales
para determinar tolerancia, antibiosis y antixenosis en genotipos de sorgo cuando se
propagan con pulgbén amarillo y se ha encontrado que las formas de resistencia
expresadas de algunas lineas tienen un gran potencial en programas de mejoramiento
que pueden integrarse a programas de sorgos resistentes, Armstrong et al. (2016).
Otros investigadores han estimado la duracion del ciclo de vida de pulgén amarillo en
condiciones controladas de laboratorio y encontraron que la especie requirié un
promedio de dos semanas para completar su ciclo de vida, Lépez y Fernandez (1999).
Por otro lado, el control de pulgdén amarillo utilizando herbicida o control biol6gico es
otra forma de controlar pulgén amarillo. Si se encuentran &fidos de pulgén amarillo en
el campo, entonces es necesario comenzar a contar o estimar las densidades de
afidos, por lo tanto, nuestro sistema de conteo que usa procesamiento de imagenes
para estimar pulgén amarillo y su dispersién en hojas de sorgo sera una herramienta
util. Probablemente la parte mas importante y laboriosa de la realizacion de esos
estudios seria verificar que el método sea correcto y preciso (J. Scott Amstrong,
comunicacién personal, 30 de octubre de 2015). En este sentido, la precision de conteo
digital del sistema fue del 100% en las condiciones mencionadas anteriormente. El
indice de dispersion fue 6.01, por lo tanto, la distribucién espacial de pulgdn amarillo
esta agregada o agrupada de forma aleatoria. Brewer et al. (2017), observar que la
disminucién del rendimiento del sorgo de grano los hibridos susceptibles eran mas

sustancial cuando el crecimiento de la poblacion de afidos se aceleraba rapidamente
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y alcanzaba un maximo de mas de 300 afidos por hoja. Encontramos que el pulgén

amarillo no se distribuye aleatoriamente en la hoja de sorgo.

5.5. Conclusiones y recomendaciones

El procesamiento digital de imagenes es una herramienta cada vez mas aceptada para
la deteccidn de patdgenos y enfermedades en la agricultura, debido a su alta velocidad

de procesamiento es posible la cuantificacidn precisa de insectos en una fotografia.

Los resultados demostraron que el algoritmo creado fue capaz de agrupar y cuantificar
241 pulgones, en comparacion de los 267 cuantificados por personal capacitado,

dando un error de solo del 10%.

Es necesario mas investigacion relacionada a la correcta seleccion de los umbrales

para una mejor clasificacion de insectos.
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APENDICES

Apéndice 1

a) Programa para controlar adquisicion de la camara PIKF F210b.

% Script captura de hipercubo area total
obj=videoinput ('gentl'");
ciclos para generar video hypercubo
for i = 1:600
Lambda (i)=4.2728e-005*1i"2 + 0.66802*i + 327.987;
end
for k=1:600
for i = 1:500
imagen(i,:,1)=A(k,:,1);

%Nota:
%imagen (alto,anchol920,1dim)=snapshot (PixelcorresponlL.onda, :,barridos);
%$imagensan (i, :,1)=snapshot (248, :,1i);

end
xinicial=480;
yinicial=10;

o

Si se desea recortar un ROI
I = imcrop(imagen, [xinicial yinicial (1288-xinicial) (506-yinicial)l);

o°

imshow (imagen(:, :,k));

title ([ ' Longitud de onda: ',num2str (Lambda(k))])
xlabel ([ ' fila: ',num2str(k)])

pause (0.001) ;

end

A=tomate (:, :,:);

new=permute (A, [3 2 1]);

for 1=300:600
imshow (new(:,:,1));
xlabel ([ ' fila: ',num2str(i)])
pause (0.001) ;

end
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b) Herramienta cftool y su interfaz grafica.

& Curve Fitlng Tool - Miodels_T_18T020
Fde Fit View Took Destiop Window Help
~lo | %S DR |l

T16.0ul 7165l T610ul

T_16_15ul > T

TSl

TI75ul

| 7700w 30| T 150

[RAT

] Tt % | T8i0ul | Tetsul x| TS0l %] Tiesul | TI9I0ul 5| 19 tsul %] T200u | 1205w | 12010

¢| 720150

Fit name: | T_20_15ul
Kdats |l
¥dste | T.20 Spectral 150l
{none)

{none)

2data:
Weights:

Results

General model Gauss3:
i) =
a1"expl-(la-bINe1)2) + aZ"expl-{{x-b2)/e2)"2) +
3 expl- (b3 2) + o enplells-bAV ) 2] +
a5*exp(-(x-bSVc5)*2)
Coefficients {with 5% confidence bounds):
al= 00M61

0.03853 (0.0307, 0.04646)
939 (683, 6042)
2925 27.48,314)
004611 (0.03675, 0.05548)
7579 (1511, T648)
1261 (1151, 131

21 @642 27.79)

Goodness of fit:
SSE 0.0001885

Resquare; 09995
Agjusted R-square: 09995
RMSE: 0.000632

Table of Fits

T_20_Speciral_15ul

pectral_15ul

T_20_S§

o

e
B

e
B

5
2

=

Gaussian ~
Humber of terms: 5. -
aleplelc-bie 2

L] Center and scale

Equation:

Fit Options...
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BO08

Fit name =
I 7,16 bl
I T_16_10u
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7,16 Spectral Bl vs. wl
116 Spectral_10ulvs. wi

Fittype
gauss$
gauss

3
ja8311e-04
15984004

Rosquare

09995

DFE
467
457

AMSE
0018 18
63738004 15

Validsticn Dats Validstion SSE

Vslidsticn RMSE
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[16010e-04.
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Resultados de un total 20 firmas.
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Apéndice 2

)
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a) Programa en MATLAB para la adquisicion de las imagenes

hiperespectrales, asi como rotar el hipercubo, y generar secuencia (video).

close all

max=0;

min=254;

for i = 1:1000 $ n = influye en los datos del eje x
$reflexion(0) = snapshot(filas, posicionXimg, posicionYimg)
reflexioncont (i)=snapshot (i, 720, 358);
reflexionsan (i)=snapshot (i,1085,311);
reflexionpl (i)=snapshot (i, 745,31);
reflexionp2 (i)=snapshot (i, 414,10);
Lambda (1)=4.2728e-005*1"2 + 0.66802*1 + 327.987;
if reflexioncont (i) > max
max= reflexioncont (i) ;
pixmax=i;
end
if reflexioncont (i) < min
min= reflexioncont (i) ;
pixmin=i;
end

end

ciclos para generar video hypercubo
for k=1:1080
for 1 = 1:600
imagen (i, :,1)=snapshot (k,:,1i);

imagen (alto,anchol1920, 1dim)=snapshot (PixelcorresponL.onda, :,barridos) ;

imagensan (i, :,1)=snapshot (248, :,1i);

end
xinicial=480;
yinicial=10;

I2 = imcrop(imagen, [xinicial yinicial (1288-xinicial) (506-yinicial)])
imshow (I2) ;

title([ ' Longitud de onda: ',num2str (Lambda(k))])

xlabel ([ ' fila: ',num2str(k)])

pause (0.001) ;

end

o

rflxl=double (reflexioncont) /255;
rflx2=double (reflexionsan) /255;
rflx3=double (reflexionpl) /255;
rflx4=double (reflexionp?2) /255;
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figure,plot (Lambda,rflxl, '--r',Lambda,rflx2, '--b',Lambda, rflx3, '--
g',Lambda,rflx4, '--y")

title ('Spectral Signature (Firma Espectral)');

xlabel ('Longitud de onda');

ylabel ('SReflexion')

legend ('PixelContaminado', 'PixelSano', 'Pixell', 'Pixel2');

$figure,plot (Lambda, reflexionsan)

for 1 = 1:600
imagenREC (i, :,1)=snapshot (656, :,1);
end

figure, imshow (imagenREC) ;
Fpixmax
$pixmin

b) Reconstruccion de firma de tres pixeles promediados (3 firmas del

hipercubo de datos).

for i = 1:1000 $ n = influye en los datos del eje x
$reflexion(0) = snapshot(filas, posicionXimg, posicion¥Yimg)
reflexionl (i)=snapshot (i, 713,359);
reflexion2 (i)=snapshot (i, 907,349);
reflexion3 (i)=snapshot (i, 807,408);
Lambda (i)=4.2728e-005*i"2 + 0.66802*1i + 327.987;

end

o°
o°

rflxl=double (reflexionl) /255;

rflx2=double (reflexion?2) /255;

rflx3=double (reflexion3) /255;

figure,plot (Lambda,rflxl, '--r',Lambda,rflx2, '--b',Lambda, rflx3,"'--g")
axis ([ 300 1100 O 0.711);

title ('Spectral Signature (Firma Espectral)');

xlabel ('Longitud de onda');

ylabel ('SReflexidn')

legend ('Pixel2ul', 'Pixeldul', 'Pixelbul');
$figure,plot (Lambda, reflexionsan)
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Apéndice 3.

a) Programa en Arduino para control de velocidad de stepper NEMA 17.

#include <Stepper.h>

const int stepsPerRevolution = 200; // change this to fit the
number of steps per revolution
// for your motor

// initialize the stepper library on pins 8 through 11:
Stepper myStepper (stepsPerRevolution, 8, 9, 10, 11);

int stepCount = 0; // number of steps the motor has
taken

int dirStep = 1,1;

void setup () {

// initialize the serial port:
Serial.begin (9600) ;
}

void loop () {
// step one step:
myStepper.setSpeed(2) ;

myStepper.step (1) ;
Serial.print ("steps:");
Serial.println (stepCount) ;

delay (5);

b) Programa en MATLAB 2016 para visualizar hipercubo.

A=tomate(:,:,:);

new=permute (A, [3 2 1]);

for 1=300:600
imshow (new(:,:,1));
xlabel ([ ' fila: '",num2str(i)])
pause (0.001) ;

end
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c¢) Herramienta imaqtool de MATLAB 2016 para la captura de las imagenes,

ROI y configuracion de la camara PIKE F210.
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Apéndice 4

a) GUI Hypertools (https://www.hypertools.org/).

P P

€ HYPERTOOLS v.1.0 — X

HYPERTOOLS v.1.0

Select images

View Models Analyze Models

About HYPER-Tools

Tutorial videos Website
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- 8 X

HODB&O~ ~»x

Selact Images Image plotter False color image
Viavelength vector Plot
Sample & Mask [ uutisetect Select
R e [
one
Add
-
R Dee
Save
100 500 "
rest -
Lot S Wave plotter
00
Plot
00|
2 wutseiect Select 7000
00 -
D00
00 [t
(A Visuaiize San
00
2000 [§ Do ¢
Refresn Dele
" 1000
Go To pre-processing
Save
50 1 150 5
Wavelengths

b) Cdédigo de mapeador de angulo espectral.

% %%SAM
figure
imagesc (A 1lto6(:,:,100));

[x, y] = getpts(1l);
x=round (x) ;
y=round (y) ;
r=squeeze (A 1to6(y,x,:)); $reference spectrum infected area
$t=squeeze (A (152,384, :)); $test spectrum not infected area
[rowA, colB, deep] = size(A 1to6);
for row=l:rowA
for col=1:colB
t=squeeze (A 1to6(row,col,:));
dotproduct=dot (t, r);
Normat=norm(t) ;
Normar=norm(r) ;

Angle = dotproduct./ (Normat.*Normar) ;
Alfa = real (acos(Angle));



if Alfa < 0.05
Z (row, col)
else
Z (row,col) = 0;
end
end
end

Il
—
~.

imshow (Z)
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Apéndice 5.

Procesamiento de imagenes para el conteo de los pulgones amarillos del sorgo

utilizando ImageJ.

a) Abrir laimagen a ser procesada.

Bl =0

File Edit Image Process Analyze Plugins Window Help
I8 o) o] <] 4|4\ |Ala| o] cafs|4]2] 7|
(Color picker (255,255,255/0,0,0)

1920x2560 pixels; RGB; 19MB




b) Seleccion del area de trabajo.

File Edlt Image Process Analyze Plugins Window Help

alo@x)-

Dey

|»

c) Duplicacion de la imagen.

Show Info...

Properties...

Color
Stacks

Ctri+May

Hyperstacks

Crop
Duplicate.
Rename..
Scale...
Transform
Zoom

Overlay

Ctri+l
yis+P

Ctri+Mayts+X
Ctri+Mayus+D

Lookup Tables

Ctri+E

Process Analyze Plugins Window Help

»

»

»

>

[ ofse] 4]0 2] | |»]

d) Binarizacion de la imagen.

Fie Edt Image

Straight”. segmented

Analyze
CYOJE | smoon

Sharpen

Enhance Contrast
Noise.

Shadows >

ath >/ Converto Mask

£5% *| Erode

Filters. » Dilate

Balch » Open

image Cakuator. Close-

Subtract Background } e

Repeat Command  CiMayis'R |
Skeletonize
Distance Map
Utimate Ponts
Watershed
Voronoi
Optons

oo

2550 pixels,

4  ANTES-25JUN14-1.jpg (16.7%)
1920x2560 pixels; RGB; 19IMB

|9'!!x2550 pixels, &-bit (nverting LUT). 4.7MB

o

4 ANTES-25JUN14.jpg (16.7%)
1920x2560 pixels; RGB; 19MB

{12
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e) Ajuste y umbralizacion de la imagen.

File Edit

f) Herramienta paintbrush (color blanco).

File Edit Image Process Analyze Plugins Window

Oof@ o« «|+|x|A|x|o|C] o«]swmm |

lood Fill Tool

C|OJE e
‘Straight”, se 2
Adjust 4 Brightness/Contrast...

Show Info...
Properties..
Color
Stacks
Hyperstacks

Crop
Duplicate...
Rename...
Scale...
Transform
Zoom
Overlay

Lookup Tables

Process Analyze Plugins Window Help

'O omlse]g]8 2] | |»
-
Ctri+Mayis+C
Ctrl+l | Window/Level...
Ctri+Mayas+P | Color Balance...
3 Tvestoir G |
*| Color Threshold...
*| Size...
Ctri+MayGs+X Canvas Size...
Ctri+May(is+D Line Width...
Auto Threshold...
Ctri+E | Auto Local Threshold...

»

>

>

>

[>»

10.50 %

< > 255

< > 255
Default v B&W v

[~ Dark background |~ Stack histogram
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g) Transformada rapida de Fourier.

File Edit |mage@mv;ze Plugins _Window Help

JoJa|©)] - smoon cutemayises || 4| | |»
Point* or multi-point (¢ Sharpen
S— i Edges
Find Maxima.
Enhance Contrast.
Noise 4
Shadows »
Binary »
Math »
| Frr 8 FrT
| Fiters > Inverse FFT
o ,| Redisplay Power Spectrum
Image Calculator. .. EGT Options™

Subtract Background... Bandpass Filter

Repeat Command Ctri+MayGs+R | Custom Filter...
FD Math...
Swap Quadrants

2msb gnaqiawz
D o

Mebes ColwEug CRpNEAIZ + 4

h) Inversion de la imagen anterior.

Process Analyze Plugins Window Help

oz |A|Q || oxjss|2]0]#] | |»
Ctri+X
Ctri+C
Copy to System
Paste Ctri+Vv
Paste Control
Clear
Clear Outside
Fill Ctri+F
Draw Ctri+D
Selection 4
Options i
Obpou2 »

26\Rcpou »




Developer Menu

File Edit Image Process

E]JEZJEJSQJ iFE _ﬂ‘ Measure

i) Analisis de afidos.

Plugins Window Help
oeu b A[8|7] | |»

Analyze Particles

j) Resultados.

D
o 21 =

R e
853316295 mm (935:2332), 8-

Distribution..

Label

Clear Results

Set Measurements..

Set Scale...

Calibrate....

Histogram Ctri+H
Plot Profile Ctri+K

Surface Plot...
Gels 4
Tools »

4 ANTES-25IUN14-Lipg (333%)

| 55.33c162.95 mm (33512332). 6-bit (inwerting LUT). 21

139

Size (pixel*2): |.3-4
Circularity: |.35

Show:  Outlines

™ Exclude on edges
I” Include holes

I~ Record starts

I™ In situ Show

[V Clear results
[~ Summarize
[ Add to Manager

OK I Cancell Help
— — —

ANTES-25UN14-1 jpg
ANTES-25JUN14-1 jog
ANTES-25JUN14-1 Jog
ANTES-25JUN14-1 jog
ANTES-250UN14-1 jog
ANTES-25JUN14-1 jog
ANTES-25UN14-1 jpg
ANTES-25UN14-1 jpg
ANTES-25JUN14-1 jog
ANTES-25JUN14-1 jpg
ANTES-25JUN14-1 jpg
ANTES-25JUN14-1 jpg
ANTES-25JUN14-1 Jog
ANTES-25JUN14-1 jpg
ANTES-25UN14-1 jpg
ANTES-25JUN14-1 jpg
ANTES-25JUN14-1 jog
ANTES-25UN14-1 jpg
ANTES-25JUN14-1 jog
ANTES-25JUN14-1 jog
ANTES-25JUN14-1 jog
ANTES-25JUN14-1 jpg
ANTES-25UN14-1 jpg
ANTES-25UN14-1 jpg
ANTES-25JUN14-1 jog
ANTES-25JUN14-1 jog
ANTES-25JUN14-1 jog
ANTES-25JUN14-1 jpg
ANTES-25JUN14-1 jog
ANTES-250UN14-1 jog

165

003
o1
on
068
1.04
003
039
024
119
023
036
024
0.10
032
027
038
035
0.13
031
012
028

Max | -
255 255 255
255 255 285
255 255 265
%5 255 255
255 255 285
255 255 255
255 255 265
25 255 265
255 255 255
255 255 255
255 255 255
25 255 255
255 255 265
255 255 255
255 255 255
255 256 255
255 255 265
255 255 285
255 255 255
255 255 255
255 2565 255
255 255 255
255 255 256
255 255 285
25 255 265
25 255 255
255 255 255
255 255 255




