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OBJETIVOS Y METODO DE ESTUDIO: El método que se estd proponiendo en esta
investigacion es una variante adaptativa del algoritmo de agrupamiento basado en
picos de densidad. Esta variante adaptativa, llamada AD-DPC, utiliza un algoritmo
evolutivo y una heuristica basada en brechas. En general, lo que hace el algoritmo
evolutivo es producir un valor para la distancia de corte d., dado un rango. Este valor
es utilizado por la heuristica de brechas para obtener el conjunto de centros C. Ambas
variables son evaluadas por la funcién de aptitud del algoritmo evolutivo; dicha
funciéon minimiza la distancia de los centros obtenidos al punto que tiene el valor
gamma mas alto (primer centro), donde el puntaje gamma es un valor que utiliza el
algoritmo original y que es el producto entre la densidad local y la distancia minima

al punto de mayor densidad. La densidad local se calcula de acuerdo a la distancia
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de corte, pues esta determina a qué distancia dos puntos se consideran vecinos. La
heuristica basada en brechas lo que hace es comparar la diferencia entre pares de
puntos consecutivos en términos de su puntaje gamma. Cuando esta diferencia es
mayor que la diferencia promedio, se detecta una brecha. El primer punto de la
ultima brecha detectada se considera el umbral que separa los centros de los que no
lo son. Una vez que se tienen los centros de los grupos, la asignacién de cada punto

restante a su correspondiente grupo se hace conforme al algoritmo original.

CONTRIBUCIONES Y CONCLUSIONES: El algoritmo AD-DPC fue probado con va-
rios tipos de conjuntos de datos, a saber: sintéticos (Shape sets), reales (extraidos
de la base de datos UCI) y series temporales. Se comparé contra dos lineas de base,
superandolas ampliamente a ambas. También se compard contra cuatro algoritmos
del estado del arte (k-medias, DBSCAN, MBSCAN y Mean shift), obteniendo resul-
tados competitivos. De igual forma, se compard contra la version original que escoge
los parametros de forma manual, mostrando que la calidad no solamente se conser-
va, sino que también se obtienen mejores resultados (estadisticamente significativos)

para el valor F.

En cuanto a las contribuciones, en primer lugar se propuso un algoritmo adap-
tativo que selecciona de manera automaética los valores de los parametros involu-
crados en el algoritmo de agrupamiento basado en picos de densidad. Esta variante
recibe por nombre AD-DPC. Lo que se buscé con esta variante fue (1) evitar que
el usuario del algoritmo tuviera que introducir valores exactos para los pardametros
(trabajar con rangos) y (2) evitar que el usuario tuviera que hacer inspeccién visual
mediante la grafica de decisién del algoritmo original. Con esto, se le brindé una
mayor flexibilidad y continuidad de flujo al algoritmo. Ademas, esta variante surgié
de dos variantes parciales originales: GA-DPC y GB-DPC. Mientras que la primera
se basa en un algoritmo genético para seleccionar ambos la distancia de corte y los
centros, la segunda se basa en una heuristica que utiliza distancias (brechas) para

seleccionar los centros de los grupos. Asimismo, GA-DPC utiliza una funcién de apti-



RESUMEN XV

tud que fue especificamente disenada, y que consiste en buscar un conjunto compacto
de centros al minimizar la distancia al punto con mayor valor gamma. También, para
GB-DPC se creb el concepto de grdfica de decision 1D, que tiene como proposito
apalancar el concepto de brecha. Para todos estos algoritmos, se provee evidencia
de su calidad a través de diferentes métricas de evaluacion. De igual manera, para
AD-DPC se proporciona evidencia de su calidad utilizando series temporales. Hasta
donde se tiene conocimiento, es el primer trabajo en incluir este tipo de conjuntos

de datos en su evaluacién.
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Dra. Sara Elena Garza Villarreal




CapriTULO 1

INTRODUCCION

El uso de la tecnologia hoy en dia permite que casi cada accion que realizamos
genere datos digitales. Debido al uso cotidiano de sensores digitales, equipos de
computo y dispositivos méviles, entre otros, los cuales permiten recolectar, almacenar
y procesar informacion de manera automatica y en tiempo real, es que existe una
cantidad masiva de datos. Sin embargo, debido al volumen y a la velocidad con la que
estos datos son adquiridos y almacenados, los métodos tradicionales de estadistica
pierden su efectividad al momento de procesarlos para generar informacién (Buyya
et al., 2016). Esto conlleva la necesidad de utilizar métodos que permitan analizar

datos que estan en constante flujo.

Con el continuo crecimiento del Big Data, el internet de las cosas (IoT) y las
redes sociales, se ha generado una cantidad masiva de datos, por lo cual el agrupa-
miento de los datos podria ser una solucién para organizar, visualizar y almacenar
este tipo de datos, los cuales tienen la caracteristica de ser de gran volumen. En las
redes sociales los usuarios tienden a publicar opiniones sobre productos o personas,
y la mineria de datos basada en aspectos identifica qué caracteristicas o aspectos son
méas agradables o desagradables (Buyya et al., 2016) y en base a esto el organizar
los datos en grupos con fines tales como personalizacion y recomendacién. Otro uso
de la organizacién de los datos es la segmentacién de imégenes (Huang et al., 2019;

Ren et al., 2019), delimitacién de zonas (Chicco et al., 2019; Morales-Esteban et al.,
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2014), anélisis de datos biométricos (Jothi et al., 2019; Shukla y Muhuri, 2019) y

descubrimiento de patrones, en general.

Una de las técnicas utilizadas en la actualidad para el analisis de datos masivos
es la mineria de datos (del inglés data mining), la cual no solo consiste en extraer
y procesar todo el conjunto de datos para su analisis, sino mas bien tiene como ob-
jetivo el extraer patrones que puedan generar conocimiento relevante. Los métodos
que conforman la mineria de datos son el agrupamiento de datos (del inglés data
clustering), clasificacion, descubrimiento de patrones y anélisis de valores atipicos.
Mediante estas técnicas es posible analizar diferentes tipos de estructuras las cuales
presentan dependencia entre sus datos. Por ejemplo, las secuencias de valores reco-
lectados continuamente por un sensor pueden estar relacionados entre si, en donde
el atributo tiempo permite analizar e interpretar la posible relacién entre los datos

(Aggarwal, 2015).

Aunque el anédlisis de datos no es algo nuevo, se puede notar que en los ulti-
mos anos se ha incrementado el interés por la investigacion en esta area, invirtiendo
recursos cientificos y financieros para generar, recolectar, analizar, comparar y con-
densar cantidades masivas de datos, para con esto obtener informacién valiosa, la
cual permita obtener conclusiones y realizar predicciones que permitan entender y
mejorar algtin proceso (Pierson y Porway, 2017). Sin embargo, el encontrar patrones
o valores extranos en los datos representa un reto en la actualidad debido al volumen

de estos, el cual conlleva a que se reduzca la velocidad de procesamiento.

Los métodos estadisticos convencionales para identificar patrones en los datos
incluyen el teorema de Bayes y el andlisis de regresion, y se basan en encontrar una
correlacién sobre muestras representativas de una poblacién grande. Sin embargo, los
métodos estadisticos tradicionales requieren interaccién con personas para validar la
correccién de un modelo (Croarkin et al., 2012; Tanvi et al., 2016). A medida que
los métodos estadisticos tradicionales se ven frustrados por la cantidad de datos,

se vuelve mas comun el uso de los métodos de mineria de datos, combinados con
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herramientas estadisticas y gestion de base de datos, los cuales permiten procesar
grandes cantidades de informacion y extraer patrones significativos (Urbach y Moore,

2011).

Las técnicas de mineria de datos actuales se enfrentan a problemas en los cua-
les las bases de datos contienen ruido, es decir, valores sin relevancia o incorrectos.
Algunos algoritmos de agrupamiento de datos que funcionan en muestras de datos
pequenas no se pueden implementar en series temporales, por ejemplo, debido a
la dimensién y la variabilidad de los datos, lo cual se refleja en una alta compleji-
dad computacional. Para resolver esta problematica las investigaciones se centran
en utilizar métodos hibridos (del inglés multi-step clustering), en los cuales prime-
ro se utilizan técnicas para reducir la dimension del arreglo eliminando el ruido y
convertir datos a un formato mas conveniente para otro algoritmo de agrupamiento

(Aghabozorgi et al., 2015; Smith y Wunsch, 2015).

El método de mineria de datos relacionado con el ordenamiento de datos es el
agrupamiento de datos (data clustering). El agrupamiento de datos tiene como obje-

tivo colocar objetos o datos similares juntos y objetos o datos diferentes separados.

Debido a las caracteristicas que presentan datos como las series temporales o
Big Data, es dificil aplicar técnicas de agrupamiento de datos convencionales; existen
investigaciones que se centran en reducir la dimensién de los datos para que estos
algoritmos de agrupamiento sean compatibles. Sin embargo, técnicas como k-medias,
k-medoides o el agrupamiento jerarquico (del inglés k-means, k-medoids o hierar-
chical clustering, respectivamente) no funcionan ya que estos trabajan con datos
estaticos (Aggarwal, 2015). En la actualidad, las investigaciones de la problemética
en datos de gran relevancia, como son las series temporales, se enfocan en las siguien-
tes dreas (Aghabozorgi et al., 2015): medidas de similitud, reducciéon de dimensiones
y algoritmos de agrupamiento. En la siguiente seccion veremos algoritmos de agru-
pamiento que han tomado importancia en los ultimos anos y que bien podrian ser

una alternativa para procesar estos tipos de datos que son distintos en su naturaleza.
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1.1 AGRUPAMIENTO DE DATOS

Una de las tareas mas comunes dentro de la mineria de datos es el agrupa-
miento de datos. Esta tarea, que es también una de las mas importantes dentro del
aprendizaje maquina no supervisado, consiste en colocar juntos aquellos objetos que
son similares y separados aquellos objetos que son disimilares. Lo anterior, sin tener
un conocimiento previo de las caracteristicas de cada grupo. Entre las aplicaciones
del agrupamiento de datos se encuentran la segmentacién de imagenes (Choy et al.,
2017; Son y Tuan, 2016; Zhao et al., 2015, 2017), la deteccién de intrusiones a un
sistema (Lin et al., 2015; Shamshirband et al., 2014), recomendaciones basadas en
bisquedas (Guo et al., 2015; Nilashi et al., 2017; Zahra et al., 2015), anélisis de
datos de expresién genética (Jiang et al., 2003), estimar el esfuerzo en desarrollo de
software (de Campos Souza et al., 2019) y minerfa de datos (Fahad et al., 2014),

entre otros.

Existen diferentes técnicas de agrupamiento, las cuales podemos dividir en
cuanto a diferentes categorias. Por ejemplo, en cuanto al tipo de grupo: por particio-
nes, con traslape, jerarquicas o difusas. En cuanto a la manera de agrupar: basadas
en teoria de la informacion, probabilisticas, basadas en teoria de grafos, basadas en
error cuadrético, por subespacios, basadas en nucleos (kernels) y basadas en densi-
dad, solo por mencionar algunas (Jain, 2010; Xu y Wunsch, 2005). En cuanto al tipo
de objeto: agrupamiento de datos o agrupamiento de grafos (deteccién de comuni-
dades). En el agrupamiento de datos, los objetos se consideran como puntos en un

espacio multidimensional.

Los algoritmos de agrupamiento de datos basados en densidad, especificamen-
te, asumen que los grupos consisten en regiones de puntos de alta densidad separadas
por regiones de puntos de baja densidad. Uno de los principales representantes de
este paradigma de agrupamiento es DBSCAN (Ester et al., 1996), el cual es un algo-

ritmo que encuentra grupos al detectar tres tipos de puntos: nicleo, borde y ruido.
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Al operar de esta manera, DBSCAN es capaz de encontrar grupos con figuras arbi-
trarias, es robusto a puntos atipicos y no necesita especificar el nimero de grupos de
antemano — todo lo contrario al clasico algoritmo de k-medias, el cual solo encuen-
tra grupos esféricos, es sensible a puntos anémalos y necesita que le proporcionen el

numero de grupos. Sin embargo, DBSCAN es sensible a varios parametros.

Un algoritmo mas reciente basado en densidad es el fast search and find of
density peaks, también conocido como agrupamiento basado en picos de densidad,
propuesto por Rodriguez y Laio (2014). Este algoritmo ha sido considerado como
simple y efectivo a la vez. El agrupamiento basado en picos de densidad (abreviado
simplemente como “DPC”) estd basado en dos suposiciones bésicas: primero, que
los centros de los grupos son puntos de alta densidad rodeados por puntos de mas
baja densidad y, segundo, que los centros de los grupos estan relativamente lejos uno
del otro. Parecido a DBSCAN;, este algoritmo también detecta grupos con formas
arbitrarias y es capaz de identificar puntos anémalos, pero con parametros menos
complejos. Asimismo, DPC tiene una asignacién de grupos no-iterativa, es facil de
implementar y puede trabajar con cualquier métrica de distancia (no solamente la
euclidiana). Adicionalmente, se ha utilizado (junto con sus variantes) en diversas
aplicaciones, tales como generacién automadtica de resimenes (Guo et al., 2015),
descubrimiento de circulos sociales (Wang et al., 2016), dindmica de moléculas (Liu
et al., 2017b) y andlisis de expresion de genes (Mehmood et al., 2017). Aplicaciones
mas recientes incluyen clasificacién y segmentacién de imagenes (Cheng et al., 2019;
Tu et al., 2019), deteccién de intrusos (Yang et al., 2019), programacién de tareas
o scheduling (Liang y Chen, 2016) y manejo de conjuntos de datos desbalanceados

(Tao et al., 2020).

Una de las areas de oportunidad que quedan por abordar en el DPC concierne
la deteccion automatica de los centros de los grupos, pues estos centros deben ser
escogidos de manera interactiva utilizando una herramienta visual llamada grdfica de
decision (en lugar de ser escogidos directamente por el algoritmo). Esto obliga a que

el proceso sea basado en la intuicion e incrementa la inestabilidad en el algoritmo,
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pues no existen reglas establecidas para juzgar qué puntos cumplen exactamente
con las caracteristicas de un centro (Huang et al., 2016; Liang y Chen, 2016). Por
tanto, el proceso se vuelve subjetivo y basado en la experiencia con las graficas de
decision. A la par, por contener interactividad, el flujo continuo del algoritmo se
rompe y resulta impractico para aplicaciones de software donde el DPC pudiera

estar incluido.

Otra area de oportunidad en el DPC es el establecimiento del pardmetro d., el
cual es una distancia de corte que se usa para establecer qué puntos se consideran
vecinos (es decir, “dentro del radio”) de un punto p;; en ese sentido, d.. es como una
medida de tolerancia, y dependiendo de cémo sea fijado este parametro, el algoritmo
podra dar diferentes resultados. A lo largo de la literatura, se ha visto si existe una
manera de evitar (o eliminar) este pardmetro, o si hay manera de calcular su valor

automaticamente.

Aunque existen ya investigaciones dedicadas a abordar estos dos problemas

por separado, en este trabajo se abordan ambas problematicas al mismo tiempo.

1.2 MOTIVACION Y JUSTIFICACION

La salud publica y la medicina preventiva son temas de relevancia actual, sobre
todo en anos recientes, que han sido de cambios y adaptacion. Uno de los retos que
se tiene es cémo sacarle provecho a la gran cantidad de datos que se han generado
debido a las diferentes actividades o eventos que se presentan en dicho sector y que
estd en constante crecimiento. Para encontrar informacién significativa en el campo
de la salud es necesario analizar datos relevantes los cuales son dindmicos y que

varian con el tiempo.

El analisis de datos no es un tema nuevo. Sin embargo, como se observa en la
Figura 1.1 se puede notar que en los ultimos anos se ha incrementado el interés por

la investigacion en el andlisis de datos. En el campo de la salud, se invierte recurso
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personal y financiero en implementar expedientes clinicos electrénicos, dispositivos
de monitoreo para la medicion y adquisicion de valores y bases de datos, los cuales
no solo contienen informacion del paciente tal como la evolucion de una enfermedad
o condicién del mismo, sino también aspectos administrativos de un hospital. Los
datos que conforman este tipo de bases de datos tienen la caracteristica que varian

respecto al tiempo.

Sum of Times Cited per Year

Figura 1.1: Tendencia en la bisqueda de mineria de datos en series temporales ob-

tenido de Web of Science.

Para poder tratar este tipo de datos, es necesario llevar a cabo tareas como
agrupamiento. Si vemos los algoritmos maés recientes, podemos encontrar el agrupa-
miento basado en densidad. Dentro de los tltimos algoritmos que caen en este para-
digma, se encuentra el algoritmo basado en picos de densidad, el cual ha captado la
atencién en anos recientes. No obstante, si quisiéramos adaptar este algoritmo para
datos como Big Data o series temporales, primero necesitariamos resolver cuestiones

como la automatizacion del algoritmo, que es lo que se propone en este trabajo.
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1.3 PLANTEAMIENTO DEL PROBLEMA

Viendo que los algoritmos de agrupamiento constituyen un area de oportunidad
dentro de la ciencia de datos, y que el algoritmo de agrupamiento basado en picos
de densidad también tiene areas de oportunidad, el presente trabajo se enfoca en
proponer una variante para este algoritmo que escoja de manera adaptativa los

centros de los grupos y el valor de la distancia de corte.

1.4 PROTOCOLO

A continuacion se describe el protocolo que se utilizard en la tesis. Este incluye

los objetivos, preguntas de investigacion e hipdtesis.

1.4.1 HIPOTESIS

Es posible generar una variante adaptativa del algoritmo DPC que sea capaz
de aproximar automéaticamente los valores de los parametros involucrados, es decir,
el conjunto C de centros de los grupos y la distancia de corte d,., de tal manera que

la calidad del algoritmo adaptativo sea igual o mejor que la del algoritmo original.

1.4.2 PREGUNTAS DE INVESTIGACION

= ;Como se puede calcular de manera automatica la distancia de corte d. en el

algoritmo DPC?

= ;Cémo se puede encontrar de manera automatica el conjunto C de centros en

el algoritmo DPC?
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1.4.3 OBJETIVO
Objetivo General:

= Desarrollar una variante adaptativa del algoritmo de agrupamiento de datos
basado en picos de densidad, la cual aproxime los centros de los grupos y el

valor de d. de manera automatica.
Objetivos especificos:

= Implementar el algoritmo agrupamiento de datos basado en picos de densidad.

» Modificar el algoritmo para encontrar el valor de corte (d.) de manera au-

tomatica.

» Modificar el algoritmo para encontrar los centros de los grupos (C) de manera

automatica.

1.5 MODELO DE SOLUCION

El método que se estd proponiendo en esta investigacion es una variante adap-
tativa del algoritmo de agrupamiento basado en picos de densidad. Esta variante

adaptativa utiliza un algoritmo evolutivo y una heuristica basada en brechas.

En general, lo que hace el algoritmo evolutivo es producir un valor para la
distancia de corte d., dado un rango. Este valor es utilizado por la heuristica de
brechas para obtener el conjunto de centros C. Ambas variables son evaluadas por la
funcion de aptitud del algoritmo evolutivo; dicha funcién minimiza la distancia de
los centros obtenidos al punto que tiene el valor gamma més alto (primer centro),
donde el puntaje gamma es un valor que utiliza el algoritmo original y que es el

producto entre la densidad local y la distancia minima al punto de mayor densidad.
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La densidad local se calcula de acuerdo a la distancia de corte, pues esta determina
a qué distancia dos puntos se consideran vecinos. La heuristica basada en brechas lo
que hace es comparar la diferencia entre pares de puntos consecutivos en términos
de su puntaje gamma. Cuando esta diferencia es mayor que la diferencia promedio,
se detecta una brecha. El primer punto de la 1iltima brecha detectada se considera el
umbral que separa los centros de los que no lo son. Una vez que se tienen los centros
de los grupos, la asignacién de cada punto restante a su correspondiente grupo se

hace conforme al algoritmo original.

1.6 CONTRIBUCIONES

Nuestras contribuciones incluyen lo siguiente:

1. Un algoritmo adaptativo para seleccionar de manera automatica los valores de
los parametros involucrados en el algoritmo de agrupamiento basado en picos
de densidad (AD-DPC). Lo que se busca con esta variante es (1) evitar que el
usuario del algoritmo tenga que introducir valores exactos para los parametros
y (2) evitar que el usuario tenga que hacer inspeccién visual mediante la grdfica

de decision del algoritmo original para escoger los centros de los grupos.

2. Dos variantes parciales del algoritmo adaptativo: GA-DPC y GB-DPC. Mien-
tras que la primera se basa en un algoritmo genético para seleccionar ambos
la distancia de corte y los centros, la segunda se basa en una heuristica que

utiliza distancias (brechas) para seleccionar los centros de los grupos.

3. Una funcién de aptitud especificamente disenada, y que consiste en minimizar

la distancia de los centros obtenidos al punto con mayor valor gamma.

4. El concepto de grdfica de decision 1D, que tiene como propoésito apalancar el

concepto de brecha, utilizado por el algoritmo GB-DPC.
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5. Evidencia de la calidad de agrupamiento para los algoritmos propuestos a
través de diferentes métricas de evaluacién. Para AD-DPC, ademas, se pro-
porciona evidencia de su calidad utilizando series temporales. Hasta donde se
tiene conocimiento, es el primer trabajo en incluir este tipo de conjuntos de

datos en su evaluacién.

1.7 ORGANIZACION DEL DOCUMENTO

El resto del documento estd organizado de la siguiente manera: en el Capitulo
2 se describe el marco tedrico y en el Capitulo 3 el estado del arte enumerando
los avances encontrados en la literatura. En el Capitulo 4 se describe el algoritmo
propuesto. En el Capitulo 5 se presentan los resultados del algoritmo con diferentes
conjuntos de datos y en comparacion contra diferentes algoritmos del estado del arte.

En el Capitulo 6 se discuten las principales conclusiones obtenidas de la tesis.



CAPITULO 2

MARCO TEORICO

Los avances tecnolégicos en el manejo de datos han generado nuevas técnicas
para ser utilizadas en mineria de datos. El propdsito de este capitulo es presentar
conceptos relevantes para el entendimiento de esta investigacién, la cual tiene como
objetivo proponer una variante del algoritmo de agrupamiento de datos basado en
picos de densidad. Un ejemplo de concepto relevante para esta investigacion seria el
concepto de agrupamiento, que es una de las técnicas utilizadas en mineria de datos.
Asi como éste, se irdn introduciendo otros conceptos pertinentes. Por ejemplo, la
Seccién 2.1, ofrece una panoramica general de la mineria de datos y sus diferentes
tareas, mientras que la Seccién 2.2 se enfoca en agrupamiento, describiendo en ge-
neral en qué consiste esta tarea, diferentes tipos de algoritmos, como se evalian los
algoritmos de agrupamiento (Seccién 2.2.1) y agrupamiento basado en densidad, es-
pecialmente el algoritmo basado en picos de densidad (Seccién 2.2.2.2). Finalmente,
la Seccién 2.3 se enfoca en describir los aspectos méas sobresalientes de los algoritmos

genéticos.

2.1 MINERIA DE DATOS

La mineria de datos son un conjunto de métodos o técnicas que se utilizan para

examinar bases de datos con el préposito de generar nueva informacién, encontrar

12
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patrones, tendencias en los datos y valores atipicos.

Debido a que los datos pueden presentarse de forma estructurada, semi estruc-
turada y no estructurada, es necesario realizar un preprocesamiento de los datos, ya
que, Los datos son el resultado de recoleccién continua, en ocasiones estos valores
no solo provienen de base de datos estructuradas, sino también de diversas fuentes,
ya sea repositorios de investigacién, bases de datos no estructuradas, encuestas o
registros, por lo cual la integracion de los datos puede ser redundante, incoherente,
presentar ruido o pérdida o duplicidad de los mismos, debido a esto, es necesario
realizar un pre procesamiento. Sin embargo, la recoleccién de datos, preparacion de
datos, su interpretacién y evaluacion de los resultados no son parte de la mineria de
datos, pero forman parte del proceso de descubrir informacion en las bases de datos

(Flores Rodriguez et al., 2019). Este proceso se puede observar en la Figura 2.1.

datos Pre-procesamiento Mineria de datos Post-procesamiento Informacién

Validacién

Filtrar patrones
Visualizacién
Interpretacién de patrones

Seleccidn de caracteristicas

Limpieza de datos
Normalizacién

Figura 2.1: Proceso de descubrimiento de informacién en base de datos (KDD).

La mineria de datos consiste en el andlisis automatico o semi-automatico de
grandes cantidades de datos para extraer patrones desconocidos, a través del agru-
pamiento de datos (clustering) o registros inusuales (deteccién de valores anormales
o atipicos), los cuales se utilizan en aprendizaje automético y anélisis predictivo (ver

Figura 2.2).
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Analizar
el presente

Qué sucedio? ¢ Qué podria

suceder?

Qué esta
sucediendo?

JPor qué
sucedio?

JPor qué esta
sucediendo?

Conocimiento
del pasado

Figura 2.2: Ejemplo de un proceso con mineria de datos.

En mineria de datos los métodos para extraccion de patrones se dividen en las

siguientes categorias (Aggarwal, 2015; Zhang et al., 2016):

Supervisado: algoritmos de clasificacién.
No supervisado: algoritmos de agrupamiento y deteccién de valores atipicos (outliers).

Hibridos: combinacién de los métodos anteriores, para mayor exactitud en la de-

teccién de patrones o valores extranos.

En el enfoque no supervisado los datos no estan etiquetados, es decir, no se sabe
a qué categoria pertenecen o qué valor tienen de antemano; debido a esto, se utilizan
algoritmos basados en métodos inferenciales para descubrir patrones, dependencia y
correlacién entre los datos (Pierson y Porway, 2017). Los algoritmos de clustering o
agrupamiento representan una solucién para encontrar patrones en los conjuntos de
datos de este tipo—por ejemplo, datos con el atributo de temporalidad. Este método
examina el conjunto de datos para encontrar grupos o elementos que son similares

(Aggarwal y Reddy, 2014).
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2.2 AGRUPAMIENTO

El agrupamiento es una técnica de mineria de datos en donde los objetos si-
milares son colocados en el mismo grupo y los objetos disimilares son colocados en
grupos distintos. Lo anterior se hace sin un conocimiento previo de las caracteristicas
de dichos grupos. Existen dos grandes vertientes de la tarea de agrupamiento: agru-
pamiento de datos (data clustering) y agrupamiento de grafos (graph clustering)—
también conocido como deteccion de comunidades, el cual consiste en diferenciar un
conjunto de nodos en un grafo respecto a un nimero determiado de grupos o subgru-
pos (Zhou et al., 2017). El agrupamiento de datos, que es en el que nos enfocamos en
este trabajo, los objetos se representan mediante vectores de caracteristicas y tam-
bién pueden verse como puntos dentro de un espacio multidimensional. Por tanto,
estaremos refiriéndonos constantemente a los objetos como “puntos”. De igual mane-
ra, cuando hablemos de agrupamiento, estaremos refiriéndonos a “agrupamiento”de

datos.

En la actualidad, las investigaciones sobre agrupamiento se enfocan en las

siguientes areas (Aghabozorgi et al., 2015):

Medidas de similitud: Encontrar nuevas y mejores maneras de determinar qué
tan parecidos o qué tan diferentes son un par de objetos. El reto dentro de
esta area es que datos como series temporales y Big Data son de dimensiones

masivas y contienen ruido (datos sin relevancia) y valores atipicos.

Reduccién de dimensiones: Transforman los datos crudos (raw data) con una
cantidad n de caracteristicas a datos con una cantidad m de caracteristicas,
donde m < n, y m puede ser simplemente un subconjunto, o bien, es una

transformacion de n.
Algoritmos: Los algoritmos de agrupamiento se clasifican de la siguiente manera:

= De particion: Cada objeto va en un solo grupo.
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» Jerdrquicos: Grupos dentro de grupos.

= De malla: Se crea una malla que subdivide el espacio y los objetos que

quedan juntos en cada celda conforman un grupo.

» Basados en modelos: Se infiere un modelo estadistico a partir del conjunto

de datos.

» Basados en densidad: Se considera que los objetos conforman regiones de

alta densidad separadas por regiones de baja densidad.

Prototipo: Los objetos se agrupan alrededor de varios centros. Entre estos métodos

se encuentran:

s Medoide: Cada centro es un objeto del conjunto de datos.

s Promedio: Cada centro no necesariamente es un objeto del conjunto de

datos, sino generalmente se toma como el vector promedio del grupo.

= Biusqueda local: Puede combinar los métodos anteriores. En general, se op-
timiza una funcién objetivo para encontrar los vectores de caracteristicas

correspondientes a los centros de los grupos.

2.2.1 EVALUACION DE LOS ALGORITMOS DE AGRUPAMIENTO

Existen diferentes métricas para evaluar la calidad de un agrupamiento. En este
caso, describiremos dos: el valor F (F-score) y el Indice Rand Ajustado, pues son las
utilizadas en el presente trabajo. Ambas métricas pertenecen al tipo de evaluacién
externa. Esto quiere decir que el agrupamiento llamémosle G se compara contra un
grupo de clases de referencia C, las cuales expresan los grupos “correctos” que se
deberian haber encontrado a partir del conjunto de datos. A eso se le conoce como
“verdad fundamental” o ground truth en inglés. A partir de estas clases de referencia,

podemos armar una serie de mediciones.
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2.2.1.1 VALOR F

Para comprender cémo se conforma el valor F' (también conocido como F}),
primero es necesario comprender los conceptos de precision y exhaustividad. En
cuanto a la precision, evalia la correctitud del agrupamiento. La precision para un

grupo G; € G esta dada por
|G; Ny
p=
|Gil

donde C; € C. En otras palabras, la precisién evalia qué tantos elementos del gru-

(2.1)

po realmente pertenecen a ese grupo. La precision del agrupamiento simplemente

consiste en promediar las precisiones de los grupos:

> b
P = . (2.2)
|G|
La exhaustividad evalia la completez del agrupamiento. Para un grupo G; € G esta

dada por
|G; N C
G|

donde C; € C. En otras palabras, la exhaustividad evalia qué tan completo esta el

E; = (2.3)

grupo (cudntos elementos falté incluir). La exhaustividad del agrupamiento, andlo-

gamente, consiste en promediar las exhaustividades de los grupos:

> Ei
Eg = ) (2.4)
G|
El valor F es la media armoénica entre la precision y la exhaustividad. Por tanto,

evalua ambas completitud y correctitud, y se calcula como

Pe - Eq

Fy—2.-0 2¢
¢ Pg—l—EG

(2.5)

2.2.1.2 INDICE RAND AJUSTADO

El Indice Rand Ajustado se basa en el Indice Rand, el cual calcula cuatro

cantidades:



CAPITULO 2. MARCO TEORICO 18

a: los pares de elementos que quedaron en el mismo grupo tanto en G como

en C

b: los pares de elementos que quedaron en grupos distintos tanto en G como

en C

= c: los pares de elementos que aparecen en el mismo grupo en G pero en distinto

grupo en C

d: los pares de elementos que aparecen en distintos grupos en G pero en el

mismo grupo en C

Con estas cantidades, el Indice Rand se calcula como
a+b
a+b+c+d

En ese sentido, este indice calcula la proporcién de coincidencias entre ambas par-

Rlg = (2.6)

ticiones (agrupamiento vs. clases de referencia). Si consideramos que esta serie de

grupos se forman sobre un conjunto de n elementos, la Ec. 2.6 es equivalente a (Z)

A diferencia del Indice Rand convencional, el Indice Rand Ajustado (ARI), estd

corregido para lidiar con el azar. Para ello, hace uso de una tabla de contingencia

Ci Cy ... Cul|X
Gi|nii ni2 ... Nim | 1
Ga | m21 naa ... Nam | Go
Gr | nkn N2 oo N, gk
>la e oo en | n

donde n;; es la suma de los elementos en comun que tienen los grupos G; y Cj, g;
es la suma del renglén G; y ¢; es la suma de la columna C;. De esta manera, el ARI

para un agrupamiento G se calcula como

ARI. — indice—indice esperado
G indice maximo—indice maximo esperado

S -Tesele o e
@)+, - [2@ s @)]/6)
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2.2.2 ALGORITMOS BASADOS EN DENSIDAD

Los algoritmos de agrupamiento basados en densidad suponen que los grupos
consisten en regiones de alta densidad separadas por regiones de baja densidad.
Algunas ventajas que tienen los algoritmos basados en densidad es que pueden en-
contrar grupos con formas arbitrarias (contrario a los grupos esféricos que encuentra
k-medias) y son robustos a los valores atipicos. Los dos algoritmos que se van a
describir en esta seccién son DBSCAN y DPC. Por una parte, es necesario conocer
DBSCAN puesto que algunas variantes de DPC se basan en conceptos de este al-
goritmo. Por otra parte, la variante que estamos generando en este trabajo es del

algoritmo DPC.

2.2.2.1 DBSCAN

Uno de los algoritmos clasicos de agrupamiento basado en densidad es el al-
goritmo DBSCAN. Este algoritmo realiza agrupamiento a través de etiquetar los
puntos en tres categorias: nicleo, borde o ruido. Los puntos de nicleo se encuentran
a una distancia eps (“dentro del radio”) de una cantidad minpts de puntos vecinos,
donde tanto eps como minpts son parametros de entrada. Los puntos de borde tie-
nen una cantidad menor de vecinos, pero se encuentran dentro del radio de un punto
de nucleo. Finalmente, los puntos de ruido no son ni de ntcleo ni son de borde.
Un grupo se conforma de puntos de niicleo conectados, donde el estar “conectado”
implica que esos puntos forman un camino de puntos directamente alcanzables. Un
punto directamente alcanzable es un punto de nicleo dentro del radio de otro punto
de ntcleo. La Figura 2.3 muestra un ejemplo de agrupamiento de puntos basado en
densidad, en donde los puntos A (color verde) representan los puntos nicleo de un

grupo. Los puntos B y C se consideran alcanzables y N se considera ruido.
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Cluster 2

Cluster 1 X

Figura 2.3: Ejemplo de agrupamiento con DBSCAN.

2.2.2.2  AGRUPAMIENTO BASADO EN PICOS DE DENSIDAD (DPC)

El algoritmo DPC (resumido en el Algoritmo 1) se basa en dos suposiciones:
(1) que los centros de los grupos tienen vecinos con una densidad local menor y (2)
que los centros estan lejos uno del otro. Un paso previo a la determinacion de los
centros consiste en calcular la densidad local rho (p) y la distancia delta (§) minima
con respecto a los puntos de alta densidad. La densidad local para un punto 7 se
calcula con respecto a una distancia de corte d., de tal forma que solo se cuentan los

vecinos cuya distancia d;; es menor a esta distancia de corte:
Pi = ZX(dij —d.), (2.8)
J

donde x(z) =1siz <0y x(x) =0 de otra manera. Aqui, d. se puede considerar
como una variable aleatoria en el conjunto de datos que representa el radio minimo
que debe existir entre los puntos que pertenecen al grupo. En ese sentido, p; es la

cantidad de puntos que tienen una distancia menor a d. al punto x;. Otra opcién
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para calcular p; es el kernel gaussiano, el cual utilizamos en este trabajo:

pi = >, em

1,d(i,j)<de (2.9)
()N
d, '

Con respecto a 0, es la distancia minima entre un punto ¢ y cualquier punto

de mayor densidad, y se calcula como

Jip;>pi

Para el punto de mayor densidad local, ¢; = méx;(d,;).

Algoritmo 1 Algoritmo de agrupamiento basado en picos de densidad (basado en

(Rodriguez y Laio, 2014))

Descripcién: Recibe un conjunto de datos X, la distancia de corte d. y el niimero
¢ de centros. Produce un agrupamiento disjunto G.
1: function DPC(X,d,, c)

2: for all punto z; € X do

3: d;; < Distancia del punto ¢ al punto j
4: Pi Z X(dl] — dc)
jeX
5: 52 < .ml'n (dZJ)
J:Pj>pi
6: Yi < 51 X P4
7 end for
8: Ordenar v de manera descendente.
9: Seleccionar los ¢ valores mas altos de v (centros de los grupos).
10: Asignar cada punto x; al centro de grupo de su vecino mas cercano de mayor

densidad para producir G.

11: end function

La seleccion de los centros de los grupos se realiza de manera visual utilizando
una grafica de decision, la cual representa los valores de p a lo largo del eje = y

los valores de ¢ a lo largo del eje y (ver Figura 2.4). En esta grafica, los centros
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vienen a ser puntos andémalos con valores altos de 0 y valores relativamente altos
de p (Rodriguez y Laio, 2014). Una manera alternativa de detectar los centros que
conformarén los grupos es mediante el puntaje gamma (), donde ~; = p; x J;. Este
puntaje, al ordenarse de manera descendente, permite seleccionar los puntos con los
valores mas altos—que presumiblemente son los centros. Note que, en este caso, ain

se requiere establecer manualmente un umbral (ntimero de centros ¢).

80 - °
60 1
° °%
©
4§40 S o ° .
a- o
20 . . .
ol 8

Puntaje p

Figura 2.4: Ejemplo de un grafico de decisién (seleccién visual). Cada circulo azul repre-
senta un punto del conjunto de datos, que se traza en base a su densidad local (p) y la
distancia a otros puntos de alta densidad (4). Los puntos con p y § inusualmente altos

(cuadrante superior derecho) normalmente se consideran centros de grupos.

Una vez que se seleccionaron los centros de los grupos, los puntos restantes
se asignan al mismo grupo al que fue asignado su vecino mas cercano de mayor

densidad. La asignacion se hace en un solo paso.

También pudiera ser que en lugar de recibir la distancia de corte como entrada,



CAPITULO 2. MARCO TEORICO 23

esta pudiese ser calculada mediante otro parametro de entrada denotado como %d.,

que es el porcentaje de vecinos que uno quiere que caigan dentro de la distancia de

corte:
d = sort(d)
n = size(d) (@2.11)
i = round(nx* (n—1)/2))* %d.
d. = J(Z)>

donde d es un vector que representa la matriz de proximidad. Rodriguez y Laio

(2014) recomiendan una “regla de dedo” de 1-2 % para el valor de %d..

Como vimos, el algoritmo basado en picos de densidad utiliza la densidad
de los puntos (rho) y la distancia entre ellos (delta) para identificar los puntos
ntcleo (centros) y los miembros del grupo. Este algoritmo no necesita de un proceso
iterativo para asignar los grupos. Sin embargo, el algoritmo original no puede agrupar
conjuntos de datos o estructuras miltiples o anidadas (Du et al., 2017). A su vez, si
el radio para estimar la distancia no se estima de manera adecuada entonces no toma
en cuenta la diferencia en la distancia entre grupos o grupos, dando como resultado

que los grupos de menor densidad se combinen con otros (Hou y Cui, 2017).

Entre las ventajas de estos algoritmos se encuentra que detecta el ruido y
valores atipicos y no es susceptible al orden en que se encuentren los datos en la base
de datos. Sin embargo, tiene algunas limitaciones entre las cuales se encuentra que
en ocasiones no puede extraer los grupos maés significativos (Campello et al., 2013).
Otra problemética en este tipo de algoritmos es la integracion en situaciones reales,
debido a que las estructuras de datos contienen ruido o mediciones inexactas podria
tener resultados con baja calidad. Para evitar esto es necesario modificar los métodos
tradicionales mediante el uso de un algoritmo hibrido que permita lidiar con el
volumen del conjunto datos, reducir la dimension del mismo y excluir caracteristicas

irrelevantes (Aggarwal, 2015).

A pesar de que este algoritmo contiene partes atractivas, como la asignacion

de grupos en un solo paso, contiene también areas de oportunidad. Si estas areas
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son abordadas efectivamente, el algoritmo podria tener mucho més potencial. Una
de sus deficiencias es en la misma asignacién de grupos, pues de haber algiun error
en ésta, el error tiene un efecto en cascada (Liu et al., 2018a). Otro problema es la
seleccion de los valores en los parametros para la distancia de corte y los centros.
Debido a que esta seleccion es manual, se presta para ser subjetiva e incierta. En
el caso de los centros, el utilizar ademas una herramienta visual como la gréafica de

decision corta el flujo natural del algoritmo y evita que se pueda automatizar.

2.3 ALGORITMOS GENETICOS

Los algoritmos genéticos son métodos adaptativos que se basan en los principios
de la teoria de evolucion de Darwin sobre la seleccion natural y se utilizan para
resolver problemas de busqueda y optimizacion. Comienzan con un conjunto de
valores generados al azar, llamados poblacion, los cuales son soluciones candidatas al
problema que se requiere optimizar. Cada solucién tiene un conjunto de propiedades
conocidos como cromosomas, los cuales son mutados y alterados mediante iteraciones
(generaciones). La funcién objetivo o funcién de evaluacién se utiliza para describir
la probabilidad de que un cromosoma sobreviva y se reproduzca para crear una nueva
generacion. Las generaciones son creadas utilizando las funciones de seleccién, cruce,

mutacion y reproduccion. Este método se representa en el Algoritmo 2.

2.4 RESUMEN

En este capitulo se vio que la mineria de datos consiste en extraer patrones
significativos sobre una cantidad masiva de datos, y el agrupamiento es una tarea que
pertenece a esta disciplina. La tarea de agrupamiento consiste en acomodar objetos
similares dentro de un mismo grupo y objetos disimilares en grupos distintos. En el

agrupamiento de datos, los objetos se ven como puntos en un espacio multidimen-
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Algoritmo 2 Algoritmo genético (basado en (Russell y Norvig, 2009))

1: H + Poblacion
2: for i=1 to iteraciones do
3: nuevaPoblacion <« ()

4: for all individuo € H do

5: ¥ <= SELECCIONALEATORIA (H, Funcion Aptitud)

6: Y < SELECCIONALEATORIA(H, FuncionAptitud)

7: hijo <— REPRODUCIR(z, y) > Cruce
8: if probabilidadMutacion then

9: hijo - mutacion
10: end if

11: nuevaPoblacion.add(hijo)
12: end for
13: H < nuevaPoblacion
14: end for

sional. Existen diferentes algoritmos de agrupamiento segin la manera de agrupar,
segun el tipo de objeto y segin el tipo de grupo. Dos métricas de evaluacion para los
algoritmos de agrupamiento son el valor F y el Indice Rand Ajustado (ARI), que se
basan respectivamente en correctitud y completez, y en proporcion de coincidencias

con respecto a un conjunto de grupos de referencia (ground truth).

Dentro de los algoritmos de agrupamiento de datos, existen los algoritmos ba-
sados en densidad. Estos algoritmos consideran que los grupos consisten en regiones
de alta densidad separadas por regiones de baja densidad. El algoritmo de agrupa-
miento basado en picos de densidad (DPC) especificamente supone que los centros
de los grupos tienen vecinos con una densidad local menor y que los centros estan

lejos uno del otro.

Los algoritmos genéticos son metaheuristicos que se basan en la evolucion de

las especies y la seleccion natural. Representan la solucién a un problema de opti-
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mizacion a través de un cromosoma compuesto por genes, donde cada gen refleja
una caracteristica de la soluciéon. Mediante una serie de operadores genéticos, como
cruce y mutacion, fusionan y modifican los cromosomas para mejorar las soluciones

obtenidas y tratar de acercarse al 6ptimo del espacio de busqueda.



CAPITULO 3

ESTADO DEL ARTE

El agrupamiento de datos es una técnica en donde objetos similares son co-
locados dentro de un mismo grupo, mientras que objetos disimilares son colocados
en grupos diferentes; todo esto, sin un conocimiento previo de las caracteristicas de
dichos grupos. Utilizado entre otras cosas para encontrar patrones y extraer valores
atipicos, el agrupamiento de datos incluye entre sus técnicas recientes el algoritmo

de picos de densidad, desarrollado por Rodriguez y Laio (2014).

El algoritmo antes mencionado permite realizar agrupamiento en conjuntos
de datos que presentan forma arbitraria (en lugar de encontrar grupos con forma
esférica, como lo harfa el algoritmo convencional por k-medias). Este método utiliza
la densidad de los datos y la distancia entre ellos para identificar los puntos centros
y los miembros del grupo. Se considera un algoritmo eficiente para agrupamiento de
datos, ya que permite encontrar el nimero de centros y los valores atipicos utilizando
pocos parametros de entrada. Ademads, este algoritmo no necesita de un proceso
iterativo. Sin embargo, el resultado del algoritmo se ve afectado por dos pardmetros:
la distancia de corte d. entre puntos para calcular la densidad y la seleccién del
conjunto de centros C para formar los grupos (ya sea que se proporcione el nimero

¢ de centros o los centros mismos).

Desde la publicacién del método de agrupamiento por picos de densidad, se

27
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han realizado diversas modificaciones, las cuales se centran en distintos tipos de
mejoras, a saber: (a) mejoras en cuanto a la seleccion de la distancia de corte (d.)
(Du et al., 2016), (Xie et al., 2018), (Mehmood et al., 2016), (b) mejoras en cuanto
a la seleccion de centros (Liang y Chen, 2016), (Mehmood et al., 2017), (c) mejoras
en cuanto a la asignacion de grupos (Lotfi et al., 2020), (Jiang et al., 2019) , (d)
mejoras en cuanto a escalabilidad (Sieranoja y Franti, 2019) y (e) mejoras en cuanto
al manejo de diferentes densidades en el conjunto de datos (Parmar et al., 2019).
En algunos casos, los trabajos atacan directamente el problema y en otros casos, los
trabajos encuentran maneras de saltear la deficiencia del algoritmo. A continuacién
se describen algunas de las mejoras mas sobresalientes haciendo hincapié en los

trabajos que abordan la seleccién de la distancia de corte y los centros.

3.1 MEJORAS EN LA SELECCION DE LA DISTANCIA DE

CORTE

Algunos autores trabajan el problema de la seleccién de la distancia d,. indirec-
tamente a través de técnicas alternativas para estimar la densidad. Du et al. (2016)
proponen un método basado en los vecinos més proximos utilizando una funcién
de nucleo gaussiano con el objetivo de una distincién maés precisa de los grupos.
También Xie et al. (2018) implementan un método en donde la densidad local y la
distancia de corte d. son estimados mediante un método conocido como “Natural
Neighbors”, eliminando la necesidad de proporcionar parametros de entrada. Sin
embargo, este método presenta alta complejidad computacional. A su vez, Du et al.
(2018) proponen otro método utilizando la relacién difusa entre los puntos vecinos,
en donde describen que la mayor ventaja es que su método es mas robusto ya que
la funcién para obtener la densidad local es mas sensible y puede ser utilizada en
diversos conjuntos de datos de formas arbitrarias. Mehmood et al. (2016) calculan la
densidad utilizando el método de difusién de calor; a su vez no depende del pardme-

tro de entrada para calcular la distancia de corte entre puntos d. y permite detectar
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los puntos que estén al borde de los grupos. Liu y Hou (2016) proponen una variante
utilizando un método gaussiano para estimar la densidad local de los puntos y des-
criben la influencia de los parametros para definir la distancia minima entre centros
y puntos, asi como la importancia de seleccionar la cantidad de centros de manera

automatica.

Liu et al. (2018b) proponen una modificacién introduciendo una nueva defi-
nicion para las variables de densidad local y distancia de un punto al punto con
alta densidad mas cercano; su método permite definir de manera mas precisa en qué
grupo se encuentran los puntos, contando cuantos vecinos comparten entre ellos.
Liu et al. (2019a) proponen una modificacién a la funcién de densidad, utilizando
la cantidad de vecinos cercanos que tienen los puntos, para con esto a su vez elimi-
nar el parametro de entrada d.. A su vez, Liu et al. (2017a) presentan una variante
aplicada a estructuras que presentan diferentes tipos de datos, en donde para datos
con valor numérico se utiliza la distancia euclidiana para calcular la distancia entre
puntos y para datos del tipo nominal se propone utilizar métodos de comparacién y

entropia.

Yang et al. (2017) proponen un método en el cual implementan una versién del
algoritmo la cual no necesita de pardmetros de entrada. Aunque con estos métodos
se optimiza la seleccién de centros, en su mayoria presentan una alta complejidad
computacional y también continian utilizando el gréfico de decisién para localizar
los centros, por lo cual no atienden una de las principales limitaciones del algoritmo
original. Con esto, el segundo aspecto en el cual los investigadores se enfocan es
en detectar de forma automatica la cantidad de centros para formar los grupos sin

necesidad de utilizar el grafico de selecciéon visual con interaccién humana.
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3.2 MEJORAS EN LA SELECCION DE CENTROS

Con respecto a la deteccién de centros, ha sido abordada mediante diferentes
métodos. Por ejemplo, en algunos trabajos, se han adoptado conceptos de DBSCAN.
Una contribucién importante en esta linea ha sido la de Liang y Chen (2016), donde
se ataca el problema de fraude en la grafica de decision. Este problema consiste en
que se identifican centros falsos, los cuales son puntos con valores altos en la gréfica
de decisién, pero que generan un agrupamiento de baja calidad. Para solucionar
este problema, los autores proponen un método recursivo de “divide y venceras”
que divide los grupos cuando los centros candidatos no son directamente alcanzables
(density reachable). Mientras que esta estrategia ha captado la atencién para detectar
automaticamente los centros en DPC, también es importante mencionar que hereda

los parametros utilizados por DBSCAN.

Otros trabajos (la mayoria) utilizan un umbral, ya sea estricto o suave, para
determinar los centros de los grupos. Por ejemplo, Sun et al. (2019b) consideran que
los centros son puntos que estan por encima de la desviacién estandar ponderada del
puntaje delta y por encima de la media del puntaje rho. De manera similar, Bie et al.
(2016) seleccionan de manera adaptativa los centros al considerar que se encuentran
dentro de 20 de los puntajes delta y dentro de i de los puntajes rho; ademés, fusionan
los grupos basandose en condiciones de borde como post-procesamiento. Yaohui et
al. (2017) también fusionan grupos y seleccionan los centros de manera inicial como
todos los puntos cuyo delta es mayor a d.. Asimismo, Yang et al. (2017) desarrollan
un método robusto mediante dos pasos para la seleccion de los centros. Para esto,
primero crean sub-grupos los cuales fusionan y dividen de manera iterativa; a su
vez, estiman d. mediante la desviacion estandar de cada atributo. Sin embargo, este
método presenta alta complejidad computacional. Mehmood et al. (2017) proponen
un método para estimar los centros mediante la funcién que se encuentra en la
Ecuacion 3.1:

6 >h & pi>>p(p), (3.1)
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en donde p es la densidad, & es el radio del punto y u(p) representa la media aritméti-
ca o promedio de p. Mehmood et al. (2017) proponen que un punto sera considerado
como centro si cumple la condicién establecida en la Ecuacion 3.1. Una vez que se
identifican los centros para formar cada grupo, el resto de los puntos son asignados
mediante el método del vecino mas proximo o bien mediante aquellos puntos que

presenten mayor densidad.

Otro ejemplo de deteccién de centros basada en umbrales estd dada por el
trabajo de Ding et al. (2017), ya que estos autores definen un umbral « para el cual
los puntos con valor « por encima de « se consideran centros; o = 4 x t, donde %
es la media del puntaje v del conjunto de datos y ¢ es un parametro. Wang y Zhu
(2019) consideran que ; = d;, asumiendo que el conjunto de datos no tiene ruido o
valores atipicos. De manera similar, Huang et al. (2016) consideran que los centros
se encuentran por encima del 75 percentil de rho y, adicionalmente, que su delta es
mas alta que la suma del 75 percentil y 1.5 veces mas alta que el rango inter-cuartil.
Mas recientemente, el trabajo de Sun et al. (2019a) ordena los puntos de acuerdo a
los valores gamma y selecciona los L puntos que no son wvecinos compartidos uno del
otro (este método atin requiere el niimero de centros de manera anticipada). Notemos

también que varios de estos métodos, entre sus desventajas, incluyen pardametros.

Otros enfoques, como los métodos estadisticos y el aprendizaje automatico, de
igual manera han sido utilizados para apoyar la deteccién de centros, como en el caso
de Chen y He (2016), donde la densidad consiste de una cierta intensidad de campo y
los centros se detectan mediante regresion lineal; utilizando este modelo, los centros
de identifican cuando caen fuera de un intervalo de confianza (valores atipicos). Una
idea similar es propuesta por Liu et al. (2019b), pues utilizan regresién logistica y
varios umbrales son aplicados para detectar los centros de los grupos; estos centros
son divididos en diferentes categorias (de acuerdo a los puntajes rho y delta) y
explorados para mas adelante descartar los puntos que no son centros a través de

los umbrales antes mencionados.
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Otros autores consideran saltearse el problema de detecciéon de centros. Por
ejemplo, Jiang et al. (2018) intenta mejorar el algoritmo DPC al reemplazar la
deteccién de centros con el célculo de similitud estructural (del algoritmo SCAN
Xu et al. (2007)) y la generacién de fragmentos de densidad, los cuales son puntos
que estan a una distancia relativamente cercana. Los fragmentos con alta similitud
estructural son fusionados. Por otro lado, el trabajo de Jiang et al. (2019) utiliza la
Ley de Gravitacién para tratar de mejorar la grafica de decision y asi lograr que los
centros sean identificados mas facilmente; sin embargo, la deteccién ain tiene que

hacerse de manera manual.

La seleccion de centros también ha sido tratada como un problema de opti-
mizacién. Por ejemplo, en el trabajo de Xu et al. (2020), el nimero de grupos se
determina a través de optimizar una métrica similar al Coeficiente de Silueta; sin
embargo, en este caso la asignacion de grupos deja de ser en un solo paso y se vuelve
iterativa, perdiendo asi un beneficio que se tenia con el DPC original. También esta
el uso de metaheuristicas, como en el caso de Sun et al. (2019), donde se usa la
Bisqueda Gravitacional para encontrar el conjunto éptimo de centros (al igual que
se ha hecho en otras ocasiones para otros algoritmos de agrupamiento); sin embargo,
aqui la funcién de aptitud estd més enfocada a centroides que a densidad (formas
arbitrarias). Mds aun, en este caso el nimero de centros todavia tiene que ser pro-
porcionado como entrada. Un trabajo similar es el de Zhao et al. (2020), donde se

optimizan otros parametros relacionados a DPC mediante el algoritmo de Libélulas.

3.3 OTRAS MEJORAS

En el aspecto de pre-procesamiento de las bases de datos para reducir la com-
plejidad computacional, Xu et al. (2018a) y Xu et al. (2018b) proponen métodos
en el cual remueven los puntos de densidad dispersa mediante estrategias de pre-
seleccion. De igual forma, se han propuesto estrategias de post-procesamiento como

la de Xu et al. (2019), que fusiona miltiples grupos utilizando méquinas de soporte
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vectorial; la idea es que los grupos mantengan el balance entre cohesion y separacion.

En cuanto a la mejora en la asignacién de grupos, Lotfi et al. (2020) proponen
primero asignar los k vecinos mas cercanos del centro del grupo y después asignan
los puntos restantes a otros puntos de alta densidad llamados “lomos” (backbones).
De manera similar, Jiang et al. (2019) toman en cuenta los k vecinos méas cercanos
en el proceso de asignacion a los grupos para evitar errores. Mehmood et al. (2016)
también ha propuesto una variante del algoritmo original basado en picos de densidad
utilizando logica difusa para asignar los puntos a un centro o grupo; sin embargo, la
seleccion de los centros sigue siendo un proceso manual, es decir, son seleccionados

por una persona.

En cuanto a otras mejoras, en el aspecto de escalabilidad, Sieranoja y Fréanti
(2019) proponen un algoritmo aproximado de vecinos més cercanos para acelerar el
agrupamiento por picos de densidad, cuya complejidad computacional es cuadratica.
Por otra parte, Parmar et al. (2019) abordan el problema de distintas densidades en
el conjunto de datos a través del cédlculo de errores residuales en la densidad local;

con ello, plantean mejorar la grafica de decision.

3.4 APLICACIONES DE AGRUPAMIENTO BASADO EN

PICOS DE DENSIDAD

Finalmente, en cuanto a las aplicaciones del algoritmo DPC y sus respectivas
modificaciones, Mehmood et al. (2018) lo utilizan en la identificacién de tejido sano
y tejido cancerigeno, asi como también en la clasificacién de los tipos de leucemia
obteniendo resultados precisos en la clasificacion de los conjuntos de datos. Tam-
bién ha sido utilizado en otras aplicaciones, tales como generaciéon automatizada de
resimenes (Guo et al., 2015), dindmica molecular (Liu et al., 2017b) y andlisis de
expresion de genes (Mehmood et al., 2017). Otras aplicaciones més recientes inclu-

yen manejo de clases desbalanceadas Tao et al. (2020), programacion (Liang y Chen,
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2016), deteccién de intrusos Yang et al. (2019) y segmentacién de imdgenes (Cheng
et al., 2019; Tu et al., 2019). El método también presenta extensiones como la de

Meng et al. (2020), denominada belief-peaks clustering.

3.5 RESUMEN

Desde que fue desarrollado, el algoritmo basado en picos de densidad ha sido
estudiado y modificado por diversos autores y esto es debido a que entre las ventajas
del algoritmo basado en busqueda de picos de densidad se encuentra que detecta el
ruido y valores atipicos, no es susceptible al orden en que se encuentren los datos en
la base de datos, puede encontrar grupos con forma arbitraria y hace la asignacion de
grupos en una sola iteracion. Sin embargo, tiene algunas limitaciones entre, las cuales
se encuentra que algunos métodos solo pueden agrupar los datos basandose en un
umbral tnico (distancia euclidiana) por lo que en ocasiones no se puede caracterizar
conjuntos de datos o bien no puede extraer los grupos maés significativos (Campello
et al., 2013). Otra problemdtica en este tipo de algoritmos es la integracién en
situaciones reales, debido a que las estructuras de datos contienen ruido o mediciones

inexactas podria representar algoritmos con baja calidad (Aggarwal y Reddy, 2014).

Por esta razén, se han propuesto diferentes mejoras al algoritmo DPC. Entre
estas mejoras destacan aquellas que abordan la seleccién de la distancia de corte,
aquellas que abordan la seleccion de centros, aquellas que abordan la asignacién de
grupos, mejoras en cuanto a escalabilidad y mejoras en cuanto al manejo de diferentes
densidades en el conjunto de datos. Este capitulo se enfoco en las primeras dos, por

estar relacionadas con el algoritmo propuesto.

Las mejoras en cuanto a la seleccién de la distancia de corte pueden ser direc-
tas al buscar seleccionar este valor de manera autéonoma, o indirectas al reemplazar
este valor por nuevas maneras de calcular la densidad. Las mejoras en cuanto a la

seleccién de centros también pueden ser directas o indirectas; generalmente, buscan
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un umbral para separar los puntos que son centros de los que no lo son. En otras
ocasiones, los centros son buscados mediante algoritmos de optimizacién. General-
mente se encuentran propuestas que automatizan ya sea uno u otro parametro, mas

no los dos al mismo tiempo.



CAPITULO 4

METODOLOGIA

Como vimos en capitulos anteriores, DPC tiene la desventaja de ser un al-
goritmo en el que se seleccionan manualmente los valores para los parametros de
distancia de corte d. y conjunto de centros C. Nuestro objetivo es generar una va-
riante adaptativa de este algoritmo que aproxime estos valores, de tal manera que
ya no sea necesario colocar valores exactos manualmente ni se tenga que inspec-
cionar la grafica de decisién visualmente, ciudando que al mismo tiempo la calidad
del agrupamiento sea igual—o mejor—que la del algoritmo original. Para generar
una variante DPC adaptativa, nuestra propuesta consiste en utilizar un algoritmo
genético para encontrar el valor de d. y una heuristica para encontrar el conjunto
de centros C. Primero veremos una versién del algoritmo genético que encuentra
tanto d. como C. Luego veremos una heuristica para complementar este algoritmo

genético. Finalmente, veremos la integracion de estos dos métodos.

4.1 GA-DPC: SELECCION DE DISTANCIA DE CORTE

Y CENTROS MEDIANTE UN ALGORITMO GENETICO

Nuestra primera versioén para resolver el problema planteado es un algoritmo

genético que recibe una cota superior y una cota inferior tanto para el valor de

36
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%d,. como para el nimero de centros. De esta manera, se permite el poder tener
una mayor incertidumbre, pues se manejan rangos en lugar de valores exactos como
entrada y el algoritmo evolutivo es el que obtiene los valores exactos. Por tanto, el
método propuesto ostenta una mayor robustez que el original. La idea del algoritmo
propuesto es minimizar ambos la distancia de cada centro de grupo C; al centro
con mayor puntaje gamma Cy y, al mismo tiempo, minimizar el nimero de centros
de grupo. Esto permite manejar simultaneamente el calculo de d. y la deteccién

automética del conjunto de centros de grupos (C).

En el algoritmo genético, cada cromosoma H de la poblacién consiste en un
valor para %d. y un valor para el numero de centros ¢, de tal manera que H =
(%d., c). Con estos valores, se calcula un valor para d. y este valor sirve para obtener
un conjunto C de centros candidatos, los cuales son evaluados por la funcién de
aptitud mostrada en el Algoritmo 3. Esta funcién trata de encontrar un conjunto
compacto de centros a través de la minimizacion de la distancia al centro con mayor

puntaje gamma.

Para explicar el razonamiento detras de la funcién de aptitud disenada, recor-
demos del Capitulo 2 que los centros de los grupos se caracterizan por una densidad
local alta (p;) y una distancia relativamente grande con respecto a otros puntos de
alta densidad local (9;). Esto usualmente se ve como una regién de puntos anémalos
en la grafica de decisién. Para descubrir esta regién, la funcién de aptitud utilizada
por el algoritmo genético propuesto toma un conjunto dado C de centros candidatos
(previamente obtenido mediante un d. candidato) y mide la distancia euclidiana d;
entre cada centro candidato y el centro candidato con el puntaje gamma mas alto Cy.
Estas distancias son promediadas y normalizadas utilizando una distancia méaxima
dmax, que viene siendo la distancia euclidiana entre Cy y el origen de la grafica de
decisién (Figura 4.1). Al mismo tiempo, la cantidad de centros candidatos se norma-
liza por el maximo proporcionado ¢yay (50, en nuestro caso). Estas dos cantidades
(distancia normalizada y nimero normalizado de centros) tiene cada una un gra-

do de importancia en la funcién (por simplicidad, se ponderan con igual peso). El
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Algoritmo 3 Funcién de aptitud

Descripciéon: Recibe el valor %d,, el niimero ¢ de centros, y la cota superior del
nimero de centros cmax. Devuelve la aptitud y para los valores calculados de d. y
c.
function OBTENER-APTITUD( %d,, ¢)
C < OBTENER-CENTROS( %dc, ¢) > Centros candidatos
de < 0
pmax <= P(Co), dmax < 6(Co)
dmax < 1/ (pmax)? + (Omax)?

for i < 1,c do

d; = \/(Pmax - P(Q))Q + (6max - 5(Cz))2

dg <+ dg + d;

end for

~d,

d <+ —

C _
c
y <+ 0.5 % + 0.5 *
max Cmax

return y

end function

resultado y se minimiza mediante el algoritmo genético.
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Figura 4.1: Distancia maxima (dmax) y distancia desde un centro candidato al centro
candidato con la puntuacién gamma més alta (d;). Ambas son utilizadas para la funcién

de aptitud propuesta.

La variante utilizada para el algoritmo genético corresponde al Evonorm (Torres-
Trevifio, 2006), la cual es un algoritmo evolutivo de estimacién de distribucién. En
el Evonorm, el cruce y mutacion se sustituyen por un procedimiento de variacién

basado en la media y desviacion estandar de la poblacién.

Una vez que se han encontrado d. y C utilizando el algoritmo genético, se
realiza el agrupamiento segun el algoritmo de picos de densidad (DPC). Al método

propuesto se le llama GA-DPC.
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4.2 GB-DPC: SELECCION DE CENTROS MEDIANTE

UN ALGORITMO BASADO EN BRECHAS

Lo que hace el algoritmo GB-DPC es detectar un subconjunto propio de puntos
como centros de grupo, en lugar de permitir que el usuario manualmente seleccione
estos puntos utilizando la grafica de decisién. Para lograr lo anterior, consideramos
dos clases de puntos: centros y miembros. Si ordenamos todos los puntos de acuerdo
a su valor gamma de manera descendente, nuestro objetivo seria encontrar el punto
Pu que actia como umbral, de tal manera que todos los puntos con valores gamma
inferiores al valor de p, sean considerados miembros e, inversamente, todos los puntos
con gamma igual o mayor a y(p,) sean considerados centros (por tanto, p, también

serfa considerado como centro).

Para designar p,, primero recordemos que Rodriguez y Laio (2014) describen
los centros de los grupos como puntos anémalos en la grafica de decision, los cuales
tienen altos puntajes de rho y delta. Esto implica que, en la grafica de decision, los
centros estan separados de los otros miembros de los grupos y que debemos poder
apreciar una “brecha” entre los primeros y los segundos. Por ejemplo, consideremos
la Figura 4.2, la cual presenta tres grupos bien definidos (note que habra tres centros
en esta situacion). Si fijamos d. = 10, se genera la gréfica de decisién en la parte
superior de la Figura 4.2b; en esta grafica de decisién, los centros estan basicamente
aislados del resto de los puntos. Para mostrar la anterior situacion desde una mejor
perspectiva, podemos graficar los puntajes gamma de manera descendente; a esto le
llamamos grdfica de decision de una dimension (la Figura 4.4 explica en qué consiste
esta grafica). Al leer esta gréfica 1D de la parte inferior de la Figura 4.2b de izquierda

a derecha, podemos ver que hay tres regiones:

1. Regién de miembros de los grupos

2. Brecha



CAPITULO 4. METODOLOGIA 41

3. Region de centros de los grupos

En la region de miembros de los grupos, podemos apreciar una distancia relativa-
mente pequena entre cada par de puntos, y por esta razon los puntos aparecen todos
juntos como una sola masa. Entre la regiéon de miembros y el iltimo centro, pode-
mos encontrar la antes mencionada “brecha”, que informalmente describimos como
una distancia relativamente grande entre puntos. Por ultimo, tenemos la regién de
centros, donde ademads, notamos la presencia de otras brechas. Esta situacion la

podemos apreciar mas claramente en la Figura 4.3.
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Figura 4.2: Ejemplo de grupos y graficas de decisién
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0 1000 2000 3000 4000 5000
Puntaje y

Figura 4.3: Gréfica de decisién 1D, en donde (a) representa la regién de los puntos que no
son centros (miembros), (b) representa la brecha (gap) entre los miembros y los centros,

(c) representa la regién de los centros.

Puntaje v

T T T

10 20 30 40 50 60
Figura 4.4: Ejemplo de una gréafica de decisién 1D. En esta gréfica, los puntajes gamma
estan a lo largo del eje horizontal. En este caso, tenemos los puntos py, pp ¥ pe con p, = 4
Voo =5 pp =50y =10;y p. = 6y d. = 10, lo cual equivale a v, = 4 x 5 = 20,
Y% =5 x 10 = 50, y 7. = 6 x 10 = 60. Dichos puntos son graficados de acuerdo a estos

valores gamma.

Para definir formalmente una brecha, consideremos los puntos p; y p;+1, de
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tal manera que estos puntos son consecutivos cuando ordenamos por gamma de
manera descendente y ademas 7; > 7;.1. En este caso, definimos la distancia entre
puntos como la diferencia absoluta entre valores gamma de puntos consecutivos, de

tal manera que

d; = abs(vi — Yi41) (4.1)

y definimos la distancia promedio entre puntos como
- d
d=> —, (4.2)
a€P ’P’
donde P es una lista de centros candidatos. Entonces, de manera formal, una brecha
es una distancia entre puntos que es mayor o igual que la distancia promedio entre

puntos.

Podemos ilustrar el funcionamiento clave de nuestro algoritmo mediante un
ejemplo (el cual se muestra de manera resumida en la Figura 4.5 y el Cuadro 4.1). Su-
pongamos que P = (po, p1, p2, p3, pa) ¥ que y(po) = 11,7(p1) = 8,7(p2) = 6,7(p3) =
2y v(ps) = 1. Note que pg tendria el valor gamma mas alto y p4 el mas bajo. En este
caso, la distancia entre puntos dy se calcularia como dy = y(po) —v(p1) = 11 -8 = 3,
y de manera similar d; = 2,dy = 4y d3 = 1. La distancia promedio entre puntos

d=(3+2+4+1)/4=25.

Definamos también una tupla B, = (b ...b,,) que contiene todas las brechas
encontradas en el conjunto P de puntos, donde b; = (p;, pi+1,d;); note que usual-
mente ¢ # 7, ya que no siempre hay una brecha entre un par de puntos, y note
también que B, estd ordenado de tal suerte que, si b; precede a b; y p, € b; y
py € bj, entonces v, > 7,. En este caso, by, = (Pus Put1,du) ¥ Dus1 seria el punto
con el valor gamma mas pequeno dentro de las brechas; en consecuencia, p, seria el
punto con el segundo valor gamma maés pequeno dentro de las brechas. En nuestro
ejemplo anterior, nuestro punto umbral es py (ver Figura 4.5), ya que B, = (bo, b1)
con brechas by = (po, p1,do) y b1 = (p2, ps, d2). Debido a que la tltima brecha de B,
es by, p, = p2, que viene siendo el punto con el segundo valor gamma mas pequeno

dentro de B, (el més pequeinio corresponde a p3). Por lo tanto, todos los candidatos



CAPITULO 4. METODOLOGIA 44

a centros con gamma mayor o igual a ps se toman como centros, asi como ps mismo.
Esto da como resultado C = {po,p1,p2}. Con respecto a P, lo definimos como el
conjunto de centros candidatos, donde tomamos como centros candidatos todos los
puntos cuyos valores rho y delta estan ambos por encima del promedio. Asumimos
que los puntos que mas probablemente seran centros caeran dentro de esta region en
particular (rho y delta encima del promedio). Este algoritmo, que recibe el nombre

de GB-DPC, se ilustra en el Algoritmo 4.

Algoritmo 4 Deteccién de centros basada en brechas

Descripcién: Candidatos: puntos con p y § mayor que el promedio.
1: function DETECTAR-CENTROS(Candidatos)
2: P «+ sort(Candidatos) > Ordenar por puntajes v de manera descendente
3: d + distancia promedio entre puntos candidatos consecutivos

4: for i =0 to |P| do

5: d; < abs(p; — pit1)
6: if d; > d then

7: umbral = ¢

8: end if

9: end for

10: for i =0 to i =umbral +1 do

11: C = CU P.pop(0)
12: end for
13: return C

14: end function

El algoritmo de deteccion de centros considera que habrd un minimo de dos
centros en el conjunto de datos. Sin embargo, esta suposicién podria no darse en dos
casos especiales: (1) solo un punto cumple con las condiciones para entrar en el con-
junto de candidatos y (2) solo un punto es seleccionado como centro. Consideramos
que estos casos especiales podrian surgir cuando hay pequenos grupos presentes o

cuando se encuentran diferentes densidades dentro de los datos (el cual ya se men-
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Cuadro 4.1: Ejemplo de deteccién de centros mediante brechas. Las distancias marcadas

con (*) son mayores a la distancia promedio entre puntos.

(a) Valores gamma || (b) Distancias (c) Brechas
Y(po) =11 do = 7(po) —¥(p1) || bo = (Po, 1)
v(p1) =8 do =11 -8 b1 = (p2,p3)
V(p2) = 6 do = 3"
7(ps) =2 dy =7(p1) =7(P2) | pu=p2
Y(pa) =1 dy =2 C = {po, p1,p2}
dy = 7(p2) = ¥(ps)
dy = 4*

ds = v(p3) — 7(pa)
ds =1
d=25

cion6 en el Capitulo 2 que es un problema del algoritmo DPC). Para manejar el
primer caso especial, los primeros dos puntos del conjunto de candidatos (que son
los que tienen mayor puntaje gamma) son seleccionados directamente como centros.
En el segundo caso, el Algoritmo 4 se repite sobre el conjunto de candidatos (no
sobre todo el conjunto de datos), pero ahora sin tomar en cuenta el primer centro
seleccionado; este primer centro se agrega a los centros encontrados en la segunda

repeticién del algoritmo.

Otra consideracion es que este enfoque es sensible al valor de d. (el cual sigue
siendo proporcionado manualmente). Esto hace que sea importante seleccionar un
valor adecuado para este parametro. El valor escogido para d. afecta ambos la selec-
cion de los centros candidatos y la seleccion final de centros. En cuanto a la seleccién
de candidatos, la cual se basa en puntajes rho y delta promedio, recordemos que
cada puntaje rho estd en funcién de d. (Eq. 2.8) y, asimismo, cada puntaje delta
también se ve afectado por el puntaje rho. Por lo tanto, cambios en el d. tendran

un efecto tanto en el puntaje rho como en el delta, los cuales son tomados en cuenta
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Figura 4.5: Ejemplo de deteccién de centros mediante brechas. La linea punteada mues-
tra el punto umbral p, de acuerdo al algoritmo propuesto. Los puntos sombreados son

considerados centros.

para decidir qué puntos son candidatos para ser centros. Cambios en el d. también
implican cambios en las distancias entre los puntajes gamma (y, por lo tanto, en las
brechas) para la deteccién final de los centros. Por ejemplo, tomemos el conjunto
Aggregation. Si consideramos un d. = 5, entonces se seleccionan 97 candidatos y se
detectan 14 centros; para d. = 100, se seleccionan 144 candidatos y se detectan 8
centros. Por lo tanto, el ajuste de d. es importante. De ahi que complementemos este

algoritmo con el algoritmo evolutivo para seleccionar el valor de este parametro.

4.3 AD-DPC: SELECCION DE DISTANCIA DE CORTE

Y CENTROS MEDIANTE UN ALGORITMO ADAPTATIVO

El algoritmo propuesto combina los algoritmos descritos en las Secciones 4.1 y
4.2. El algoritmo comienza recibiendo el rango de valores (cota inferior y cota supe-
rior) para %d.. A partir de este rango, el algoritmo evolutivo genera una poblacién
H de valores %d.. Para cada valor, se calcula el valor d. utilizando la Ecuacién
2.11, y el resultado es utilizado para obtener los centros C utilizando el algoritmo

basado en brechas (Algoritmo 4). Una vez que se tienen tanto d. como C se procede
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a evaluar ambas variables utilizando la funcién de aptitud descrita en el Algoritmo
3 y se evoluciona utilizando los operadores genéticos. Este procedimiento se repite
por una cantidad determinada de iteraciones. Una vez que se ha terminado de eje-
cutar el algoritmo evolutivo, se toma el individuo con la mayor aptitud de todas las
poblaciones creadas. Los respectivos valores de d. y C de este individuo son utili-
zados para completar el agrupamiento segin el algoritmo DPC (Algoritmo 1). Este
procedimiento se muestra en el Algoritmo 5. De esta manera, tanto la distancia de
corte d. como el conjunto C de centros de grupos se escogen de forma adaptativa

para realizar el agrupamiento.

Algoritmo 5 AD-DPC: Algoritmo adaptativo para agrupamiento basado en picos
de densidad

Descripcioén: Recibe un conjunto de datos X, la cota inferior %de,y,;, v la cota supeior

%demax para el porcentaje de vecinos dentro de la distancia de corte, la probabilidad
de mutacién p,,, la probabilidad de cruce p., el tamano de poblacién n, y la cantidad
de iteraciones T

1: H < GENERAR-POBLACION( %depyin, %demax, n)

2: fori=1toT do

3: for all H € H do

4: d. + OBTENER-DC( %d.(H)) > Ee. 2.11
5: Candidatos <— OBTENER-CANDIDATOS(d,)

6: C < DETECTAR-CENTROS(Candidatos) > Alg. 4
T: y <« 0.5 % > Ver Alg. 3 para célculo de d v dmax

dmax

8: end for

9: H' «+ CrRUcCE(H, p.)

10: H" <~ MUTACION(H, p,,)

11: end for

12: ‘H <« individuo con mayor y de todas las iteraciones > H contiene un par (d.,C)

13: Asignar cada punto x; € X a un centro ¢; € C para producir G.
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4.4 RESUMEN

En este capitulo se presentaron los algoritmos GA-DPC, GB-DPC y AD-DPC.
El algoritmo GA-DPC consiste en un algoritmo genético que selecciona automatica-
mente valores para los pardmetros de distancia de corte (d.) y conjunto de centros
(C) a partir de un rango de entrada para los pardmetros %d. y nimero ¢ de centros.
El algoritmo GB-DPC consiste en una heuristica que selecciona automaticamente el
conjunto de centros (C) dependiendo de las distancias entre puntos (“brechas”). El

algoritmo AD-DPC combina ambos algoritmos.

El algoritmo GA-DPC, tras recibir manualmente cotas inferiores y superiores
para el porcentaje de vecinos dentro de la distancia de corte (%d.) y el numero
de centros (c), calcula valores respectivos para d. y C y los evalia a través de una
funcion de aptitud que minimiza la distancia de los centros candidatos al punto
con mayor valor gamma. De esta manera, se encuentra una solucién evolucionada
para estos parametros. Una vez encontrados estos valores, la asignacién de grupos

se realiza conforme al algoritmo DPC.

El algoritmo GB-DPC recibe como entrada manual un valor de d., y con base
en ello selecciona los puntos con rho y delta por encima del promedio como can-
didatos a centros. Estos puntos son ordenados descendentemente de acuerdo a su
valor gamma y se calcula la distancia (valor absoluto) entre puntos consecutivos,
asi como la distancia promedio entre pares de puntos. Aquellas distancias superiores
a la distancia promedio se consideran brechas. El primer punto perteneciente a la
ultima brecha se toma como umbral para C. Una vez que este conjunto se determina,

la asignacion de grupos se realiza conforme al algoritmo DPC.

El algoritmo AD-DPC bésicamente sigue el esquema de GA-DPC, pero en
lugar de calcular C a partir del rango proporcionado para ¢, lo hace mediante el
algoritmo GB-DPC. GB-DPC toma el valor d,. calculado por GA-DPC a partir del

rango proporcionado para %d.. De esta manera, se logra eliminar el pardmetro
(& )
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relacionado con los centros de los grupos y solo queda como parametro el rango
establecido para el porcentaje de vecinos dentro de la distancia de corte. Con esto
se elimina también la necesidad de inspeccionar visualmente la grafica de decision y
se le brinda mayor flexibilidad al algoritmo a través del uso de rangos en lugar de

valores exactos.



CAPITULO 5

EXPERIMENTOS Y RESULTADOS

Para probar la hipétesis planteada en el Capitulo 1, se llevaron a cabo una
serie de experimentos. Estos experimentos consistieron en mostrar que se obtuvieron
aproximaciones cercanas de d. y C a través de la calidad de los agrupamientos en
varios conjuntos de datos y a través de los errores en el cdlculo de la cantidad de
centros. Asimismo, se compardé la calidad del algoritmo propuesto contra la versién

original de DPC.

La Seccion 5.1 muestra la configuracion general de los experimentos, donde se
incluyen las caracteristicas del equipo de cémputo utilizado, los conjuntos de datos
considerados para hacer las pruebas y los valores de d. usados para el algoritmo ori-
ginal de DPC. La Secciéon 5.2 muestra los resultados preliminares que se obtuvieron
mediante los algoritmos GA-DPC y GB-DPC, que corresponden respectivamente al
algoritmo genético y a la heuristica basada en brechas. La Seccién 5.3, por otra par-
te, presenta los resultados obtenidos con el algoritmo AD-DPC, que es el algoritmo
adaptativo propuesto para automatizar DPC y que combina los algoritmos GA-DPC
y GB-DPC. La Seccién 5.4 discute de manera general los resultados obtenidos, y la
Seccién 5.5 presenta la comprobacion de la hipotesis hecha en la Introduccién de

esta tesis (Capitulo 1). Finalmente, la Seccién 5.6 resume el capitulo.

50
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5.1 CONFIGURACION GENERAL

El algoritmo desarrollado en este trabajo fue implementado en Visual Studio
Code utilizando el lenguaje de programaciéon Python versién 3.8. Se utilizé una
MacBook Pro con un procesador Intel Core i5 y 8GB de memoria RAM. Parte de
los experimentos preliminares fueron realizados en una HP Pavilion con procesador

AMD.

Se trabajé con conjuntos de datos tipo benchmark. Se utilizaron tres tipos
de conjuntos de datos: (1) sintéticos, (2) reales y (3) series temporales. En cuanto
a los datos sintéticos, son de tipo visual (2D) y se puede reconocer facilmente si
fueron agrupados de manera correcta; estos datos pertenecen a los Shape sets del
repositorio http://cs.joensuu.fi/sipu/datasets/. En cuanto a los conjuntos de
datos reales, estos representan contextos variados y fueron obtenidos del repositorio
UCI (https://archive.ics.uci.edu/ml/datasets.php). En cuanto a las series
de tiempo, fueron consideradas debido a que son datos con diferentes caracteristi-
cas; estos conjuntos fueron extraidos de http://timeseriesclassification.com/
dataset.php. El Cuadro 5.1 muestra la informacién bésica de todos estos conjuntos

de datos utilizados en la investigacién.


http://cs.joensuu.fi/sipu/datasets/
https://archive.ics.uci.edu/ml/datasets.php
http://timeseriesclassification.com/dataset.php
http://timeseriesclassification.com/dataset.php
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Cuadro 5.1: Conjuntos de datos utilizados en esta investigacién

Conjunto de datos Atributos Total de datos Centros reales

Aggregation 2 788 7

2 D31 2 3100 31

e Flame 2 240 2

i Jain 2 373 2
n

R15 2 600 15

Spiral 2 312 3

Banknote Authentication 5 1372 2

Breast Cancer 32 699 2

g Ecoli 8 336 8

2 Glass Identification 10 214 2

% Ionosphere 34 351 2

M Iris 4 150 3

Page Blocks Classification 10 5473 2

Wine 13 178 3

CBF 128 900 3

% Chlorine Concentration 166 3840 3

sg Fish 463 175 7

E Italy Power Demand 24 1029 2

8 Plane 144 105 7

t%' Two Lead ECG 82 1139 2

Two Patterns Train 128 1000 4

Para evaluar la calidad del algoritmo implementado en esta investigacion y
comparar su eficiencia contra otros algoritmos, se utilizé el valor F (ver Ec. 2.5 en
la pagina 17) y el Indice Rand Ajustado (ver Ec. 2.7 en la pégina 18). Estas dos
métricas ya son bien establecidas y, ademads, son complementarias. Para el cédlculo

del ARI, se utilizé la libreria sklearn de Python.

Para el algoritmo original de DPC se utilizé la distancia calculada en la matriz

de proximidad y se escogié la distancia de corte d. manualmente con base en los
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mejores resultados obtenidos en los experimentos. La distancia de corte para cada
conjunto de datos se muestra en en Cuadro 5.2. En cuanto a los centros, también
se escogieron manualmente con base en la grafica de decision obtenida en cada caso

para la version original del algoritmo.

Cuadro 5.2: Valores para la distancia de corte d. utilizada en cada conjunto de datos

Sintéticos d. Reales d,. Series temporales d,
Aggregation 120 Banknote  22.42 CBF 6.6806
D31 2.975 Breast 0.26 Chlorine Concentration 2.0483
Flame 26.56 Ecoli  0.075 Fish 2.0419
Jain 0.016 Glass 0.6 Italy Power Demand 0.6167
R15 1.25 Tonosphere 0.75 Plane 1.3786
Spiral  0.012 Iris  0.496 Two Lead ECG 1.2227
Page 1.464 Two Patterns Train 0.0081
Wine 140.22

5.2 RESULTADOS PRELIMINARES

La Seccién 5.2.1, muestra los experimentos realizados con el algoritmo genético
GA-DPC, propuesto para encontrar de manera adaptativa la distancia de corte d. y
el conjunto C de los centros de los grupos. La Seccién 5.2.2, por otro lado, muestra
los experimentos realizados con el algoritmo heuristico basado en brechas GB-DPC,
propuesto para encontrar automaticamente el conjunto C de los centros de los gru-
pos. En todas las secciones se muestran resultados con respecto a lineas de base y

algoritmos del estado del arte.
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5.2.1 GA-DPC: SELECCION DE DISTANCIA DE CORTE Y

CENTROS

Los siguientes experimentos muestran los resultados obtenidos con el algoritmo
GA-DPC para la seleccién de la distancia de corte d. y el conjunto de centros C.
Como veremos, el algoritmo obtiene una calidad aceptable y también obtiene de
manera exacta los centros en la mayor parte de los conjuntos de datos. Sin embargo,

cuando comete errores en este aspecto son mas notorios que con la variante GB-DPC.

5.2.1.1 CONFIGURACION

Para evaluar este método, utilizamos solamente los conjuntos de datos sintéti-
cos y los conjuntos de datos de UCI. El algoritmo genético se fijé con 100 generaciones
(iteraciones) de 25 individuos cada una, una probabilidad de mutacién (p,,) entre
0.01-0.1 y 0.8 para la probabilidad de cruza (p.). El rango para %d,. se establecié en
1.5% — 5% y las cotas para el nimero de centros se fijaron en 2 — 50. Los resultados

que obtuvieron el valor méas pequeno para la funcién de aptitud fueron seleccionados.

En cuanto a los algoritmos que se utilizaron para comparar, usamos las técnicas
de k-medias, DBSCAN, MBSCAN (Qin et al., 2019; Ting et al., 2016) y Mean shift
(Cheng, 1995). Para k-medias, tomamos el mejor agrupamiento basindonos en el
coeficiente de silueta utilizando entre 2-50 centroides. Para DBSCAN, utilizamos
los valores recomendados de minpts = 3 and eps = 0.5. Para MBSCAN, utilizamos
el codigo del trabajo de Qin et al. (2019), el cual puede ser descargado de https:
//github.com/cswords/anne-dbscan-demo. En este caso, fijamos minpts = 3, eps
se escogio de manera dindmica utilizando valores 0.1,0.2,...0.9 y ¥ se fijé en un valor
sugerido. Los mejores resultados fueron seleccionados. Para Mean shift, utilizamos el
ancho de banda estimado por el paquete sklearn de Python. Como ya se mencioné

previamente, las dos métricas que se usaron para evaluar fueron el valor F y el Indice

Rand Ajustado (ARI).


https://github.com/cswords/anne-dbscan-demo
https://github.com/cswords/anne-dbscan-demo
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Figura 5.1: Grupos para el conjunto Aggregation. La subfigura (a) muestra la grafica de
decisién que se obtiene con el d. arrojado por el algoritmo GA-DPC (esta gréfica ya no se

usa, pero se coloca con propésitos ilustrativos).

5.2.1.2 RESULTADOS Y DISCUSION

La Figura 5.1 presenta los resultados obtenidos con el conjunto Aggregation,
el cual es uno de los conjuntos visuales y por tanto puede graficarse en un plano
2D. La Figura 5.1b muestra los siete grupos obtenidos por el algoritmo genético
propuesto con una distancia de corte calculada d. = 7.28. Como podemos ver, en
este caso, existe una correspondencia casi perfecta entre el agrupamiento esperado y
el agrupamiento obtenido. También se obtuvo una correspondencia casi perfecta para
el conjunto R15 (presentado en la Figura 5.2), la cual tiene un nimero considerable

de grupos.

Figura 5.2: Grupos para el conjunto R15

El Cuadro 5.3 muestra los resultados de los agrupamientos utilizando el valor

F y el Cuadro 5.4 muestra los resultados utilizando el ARI. Como podemos apreciar
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en estos resultados, el algoritmo genético propuesto es globalmente superior a los
métodos competidores y sobrepasa la calidad de éstos en la mayoria de los conjun-
tos. En algunos de éstos (por lo general en los visuales), como en el Spiral, Jain y
Flame, los agrupamientos obtuvieron un puntaje perfecto, lo cual implica una co-
rrespondencia exacta con respecto a los grupos esperados. En algunos conjuntos de
UCI, como Iris y Glass, los puntajes también fueron altos. Sin embargo, quedé un
area de oportunidad en conjuntos como D31, donde el niimero de centros es muy
alto y el agrupamiento obtenido no tiene una buena calidad. Pensamos que esto es
consecuencia de tratar de minimizar el nimero de centros, asi como de tener un
rango fijo como entrada. Por tanto, también consideramos que esto podria resolverse

en parte mediante el uso del algoritmo basado en brechas.

Cuadro 5.3: Resultados para el valor F (GA-DPC). Los mejores resultados estan marcados

en negritas.

Conjunto de datos k-medias DBSCAN Mean shift Mean shift GA-DPC

Aggregation 0.920 0.515 0.666 0.664 0.989

2 D31 0.918 0.060 0.305 0.122 0.386

:é Flame 0.606 0.779 0.982 0.779 1.000
E Jain 0.442 0.851 1.000 0.601 1.000
” R15 0.997 0.155 0.997 0.125 0.976
Spiral 0.139 0.281 1.000 0.507 1.000

Banknote 0.593 0.021 0.640 0.714 0.415

Breast 0.954 0.060 0.808 0.148 0.619

5 Ecoli 0.797 0.664 0.475 0.716 0.400
a Glass 0.493 0.261 0.825 0.151 0.926
% Tonosphere 0.498 0.105 0.558 0.034 0.416
é Iris 0.826 0.428 0.669 0.831 0.877
Page 0.513 0.106 0.190 0.042 0.946

Wine 0.784 0.570 0.921 0.637 0.286

Promedio 0.669 0.330 0.717 0.418 0.765

También se midio el error en el calculo del nimero de centros, es decir, por
cudnto se fall6 en la estimacién de la cantidad de centros (grupos)—ya fuera que se

obtuvieran centros de mas o centros de menos. Estos resultados pueden apreciarse
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Cuadro 5.4: Resultados para ARI (GA-DPC). Los mejores resultados estdn marcados en

negritas.

Conjunto de datos k-medias DBSCAN MBSCAN Mean shift GA-DPC

Aggregation 0.762 0.000 0.809 0.372 0.998

. D31 0.895 0.0001 0.399 0.060 0.391
% Flame 0.430 0.000 0.934 0.000 1.000
g Jain 0.211 0.000 1.000 0.016 0.537
” R15 0.993 0.001 0.993 0.000 0.993
Spiral 0.107 -0.0001 1.000 0.000 1.000

Banknote 0.049 0.042 0.281 0.000 0.224

Breast 0.839 -0.067 0.031 0.721 0.575

g Ecoli 0.667 0.038 0.440 0.425 0.302
2 Glass 0.640 0.333 0.521 0.648 0.537
% Ionosphere 0.249 -0.038 0.131 0.176 -0.032
= Iris 0.540 0.523 0.488 0.558 0.759
Page 0.030 0.116 0.002 0.007  -0.0003

Wine 0.369 0.000 0.284 0.397 0.372

Promedio 0.484 0.068 0.522 0.241 0.547

en el Cuadro 5.5. En este caso, el algoritmo GA-DPC pudo calcular correctamente
el nimero de centros para la mayoria de los conjuntos de datos, lo cual resulté en
un menor error medio absoluto (MAE) y en una menor desviacién media con signo
(MSD), donde el MAE se calculé como Znﬂ% y el MSD como M, siendo
y; el nimero de centros obtenidos y siendo y; el nimero real de centros. En cuanto
a los otros algoritmos, estos tendieron a sobreestimar el nimero de centros, es decir,

produjeron mas grupos que los que realmente existen en el conjunto de datos. La

distribucion de estos errores se puede apreciar en la Figura 5.3.

5.2.2 GB-DPC: DETECCION DE CENTROS

Los siguientes experimentos muestran los resultados obtenidos con el algoritmo

GB-DPC para la seleccién del conjunto de centros C. Como veremos mas adelante,
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Cuadro 5.5: Errores en el célculo de los centros (GA-DPC). Se indica el porcentaje de
conjuntos de datos cuyo numero de centros (grupos) fue correctamente calculado, sobre-

estimado o subestimado.

k-medias DBSCAN MBSCAN Mean shift GA-DPC

Conjuntos correctos 29% 43% 36 % 57 % 79 %
Conjuntos sobreestimados 43 % 57% 43% 36 % 14%
Conjuntos subestimados 29 % 0% 14% 7% 7%
Error medio absoluto (MAE) 4.143 16.357 4.86 14.286 1.643
Desviacién media con signo (MSD) 2.714 12.929 2.14 6.143 -1.357

con este algoritmo también la calidad de agrupamiento es aceptable y se obtienen
la mayoria de los centros de manera exacta, aunque con menos precision que con
GA-DPC. Por otro lado, aunque este algoritmo tiene un mejor promedio general que
GA-DPC en la calidad del agrupamiento, sigue dependiendo de la entrada manual

del parametro d..

5.2.2.1 CONFIGURACION

Para estos experimentos, también utilizamos los conjuntos de datos sintéticos
y los conjuntos de datos de UCI. De igual manera, utilizamos el valor F y el ARI
como métricas de evaluacién. Nuestros resultados también los comparamos contra
k-medias, DBSCAN, MBSCAN y Mean shift. Para k-medias, escogimos el niimero
de centroides aleatoriamente de entre 2 y 31, considerando los datos del Cuadro
5.1. Para DBSCAN, utilizamos minpts = 3 y eps se escogié de manera dinamica
utilizando el minimo, primer cuartil, mediana, media, tercer cuartil y maximo de las
distancias para cada conjunto de datos; los mejores resultados fueron escogidos para
cada conjunto de datos. Para MBSCAN y Mean shift, la configuracion fue igual que

en la Seccién 5.2.1.

También implementamos dos lineas de base inspiradas en métodos del estado

del arte para la deteccién automatica de centros. La primera de estas lineas esta
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Figura 5.3: Errores en el calculo de los centros. Cada error en la distribuciéon se
calculé como centros obtenidos —centros reales. K=k-medias, DB=DBSCAN,

MB=MBSCAN, MS=Mean shift, GA=GA-DPC.

inspirada en el método de Ding et al. (2017), el cual considera que si un punto
estd por encima de un umbral o, es un centro; &« = 4 x ¢, donde ¥ es el puntaje
gamma promedio del conjunto de datos y ¢ es un pardametro. Utilizamos diferentes
valores para t (0.1, 0.25, 0.5, 0.75, y 0.9) y escogimos los mejores resultados para
cada conjunto de datos. La segunda linea de base esta inspirada en el método de
Huang et al. (2016), el cual utiliza cuartiles y percentiles en los puntajes rho y delta
para determinar centros; en nuestro caso, si el punto estaba por encima del primer
cuartil de los puntajes gamma, se escogia como centro. Nos referimos a estas lineas

de base como DPC-a y DPC-Q, respectivamente.

Asimismo, en estos experimentos también incluimos una comparaciéon contra
el DPC original. Para el algoritmo original de DPC, utilizamos los valores de d.
reportados en el Cuadro 5.2. Para tratar de ser imparciales con la seleccién de centros,

le pedimos a dos anotadores sin conocimiento previo de los conjuntos de datos que
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especificaran los centros utilizando las gréaficas de decision 2D generadas con estos
valores de d,.. Para ello, utilizamos la descripcién de los centros de los grupos definida
en el trabajo de Rodriguez y Laio (2014) y dimos la siguiente instruccién: Marca los
puntos con delta alto y rho relativamente alto. Adicionalmente, se le pidi6 a los

anotadores que seleccionaran al menos dos centros.

5.2.2.2 RESULTADOS Y DISCUSION

Los resultados de los agrupamientos evaluados con el valor F y ARI se muestran
respectivamente en los Cuadros 5.7 y 5.6. En cuanto al valor F, el algoritmo GB-
DPC fue competitivo con respecto a los otros algoritmos; en cuanto al ARI, por lo
general fue mejor. De igual manera, en los promedios globales de ambas métricas
fue superior a los demas métodos. Si vemos algunos agrupamientos en particular
(ver, por ejemplo, la Figura 5.4), el algoritmo no solamente calculé correctamente la
cantidad de centros, sino que estos centros eran los correctos, pues el agrupamiento
generado concord6 exactamente (o casi exactamente) con las clases de referencia.
Este fue el caso tanto para grupos esféricos como para grupos con formas irregulares
y arbitrarias. Asimismo, esto se dio tanto en conjuntos de datos con pocos grupos
(por ejemplo, Flame o Spiral, con dos y tres grupos respectivamente cada uno) y
conjuntos de datos con una cantidad considerable de grupos (por ejemplo, R15 y
D31 con 15 y 31 grupos, respectivamente). En ese sentido, el algoritmo GB-DPC
fue capaz de extraer correctamente el nimero de centros para conjuntos variados de
datos, asi como agrupamientos de calidad. Con esto, podriamos sustentar que dicho

algoritmo obtiene una buena aproximacion de C.

Sin embargo, también es cierto que algunos resultados obtuvieron un valor F
o un ARI bajos (o por debajo de los métodos competidores). En algunas ocasiones,

a pesar de que el nimero de grupos (centros) se obtuvo correctamente, la calidad
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Cuadro 5.6: Resultados de agrupamiento utilizando valor F (GB-DPC). Los mejores pun-
tajes se marcan en negritas. k-med.=k-medias, DBSC.=DBSCAN, MBSC.=MBSCAN, M.
sh.=Mean shift.

Conjunto DPC DPC-Q DPC-a k-med. DBSC. MBSC. M. sh. GB-DPC

Aggregation  0.702 0.065 0.073 0.854 0.931 0.666 0.664 0.891

2 D31 0.267 0.073 0.138 0.9 0.605 0.305 0.122 0.967
% Flame 0.986 0.061 0.037 0.829 0.371 0.982 0.779 0.986
E Jain 1.0 0.041 0.031 0.443 0.304 1.0 0.601 0.707
” R15 0.943 0.175 0.366 0.784 0.858 0.997 0.125 0.986
Spiral  0.834 0.056 0.037 0.2 1.0 1.0 0.507 1.0

Banknote 0.317 0.011 0.007 0.277 0.035 0.64 0.714 0.315

Breast  0.789 0.021 0.015 0.306 0.473 0.808 0.148 0.475

g Ecoli  0.689 0.12 0.108 0.58 0.441 0475  0.716 0.677
2 Glass  0.781 0.054 0.033 0.645 0.374 0.825 0.151 0.781
'%w; Ionosphere 0.644 0.022 0.027 0.551 0.332 0.558 0.034 0.625
é Iris  0.672 0.134 0.185 0.9 0.833 0.669 0.831 0.833
Page 0.373 0.005 0.011 0.345 0.032 0.19 0.042 0.513

Wine 0.773 0.094 0.137 0.61 0.306 0.921 0.637 0.719

Promedio  0.697 0.067 0.086 0.587 0.492 0.717 0.434 0.749

fue baja debido a que los grupos no eran los correctos (ya fuera por la presencia
de falsos positivos o falsos negativos). Por ejemplo, el conjunto Breast obtuvo el
ARI més bajo (-0.049) y estuvo por debajo de todos los métodos competidores,
aunque se detecté correctamente el nimero de centros (2). De manera similar, en el
conjunto Banknote, se detectaron 7 centros aunque existian solo 2; esto mismo pasd
con el conjunto Feoli (F; = 0.677, 4 vs. 8 centros reales), el cual obtuvo buenos
resultados comparativos, pero obtuvo errores en el nimero de centros y pudo haber
obtenido mejores resultados en general. Creemos que estos errores se deben a varias
razones. Para algunos casos, un solo punto sobresale de todo el resto en la gréfica
de decision y, por lo tanto, dificulta la deteccién de otros puntos andémalos (estos
puntos casi no parecen anémalos); ver, por ejemplo en la Figura 5.5 las gréficas
de decisién generadas para el conjunto Breast (note que estas graficas son para
propésitos ilustrativos y no porque el algoritmo las use). La forma de estas gréficas
tal vez indica la presencia de grupos pequenos, ya que este conjunto de datos en

particular es un conjunto desbalanceado que se utiliza para clasificacion. Otra razén
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Cuadro 5.7: Resultados de agrupamiento utilizando ARI (GB-DPC). Los mejores punta-
jes se marcan en negritas. k-med.=k-medias, DBSC.=DBSCAN, MBSC.=MBSCAN, M.

sh.=Mean shift.

Conjunto DPC DPC-Q DPC-a k-med. DBS. MBS. M. sh. GB-DPC
Aggregation  0.881 0.045 0.056 0.819 0.808  0.808 0.372 0.891

2 D31 0.087 0.083 0.172 0.819  0.603  0.398 0.06 0.934
:% Flame 0.95 0.08 0.036 0.442  0.735 0.934 0.000 0.95
E Jain 1.0 0.037 0.032 0.17  0.882 1 0.016 0.976
” R15 0.856 0.196 0.452 0.885 0.884 0.992 0.000 0.971
Spiral ~ 0.559 0.5 0.291 0.149 1.0 1.0 0.000 1.0

Banknote 0.23 0.013 0.006 0.126 0.05  0.281 0.000 0.484

Breast  0.425 0.038 0.032 0.293 0.711 0.031  0.721 -0.049

8 Ecoli  0.468 0.076 0.064 0.478  0.428 0.44 0.425 0.494
2 Glass  0.471 0.02 0.019 0.46 0.607 0.52  0.648 0.471
% Ionosphere  0.191 0.062 0.027 0.305 0.373 0.131 0.176 0.258
é) Iris  0.499 0.16 0.196  0.758 0.568  0.488 0.558 0.568
Page 0.102 0.008 0.036 0.088  0.087  0.002 0.007 0.027

Wine 0.327 0.106 0.187 0.303 0.288 0.284 0.397 0.359

Promedio  0.503 0.102 0.115 0.435 0.573  0.522 0.241 0.595

pudiera ser que existen diferentes densidades dentro del conjunto de datos, pues

la deteccién de centros también fue dificil para los anotadores para el algoritmo

original (uno de ellos no podia detectar mas de un centro). Una tercera razén para

estos errores es que el valor de d, (pardmetro manual para GB-DPC) no fue buscado

de manera exhaustiva, y el algoritmo es sensible a este parametro.

Con respecto a los algoritmos competidores, aunque MBSCAN obtuvo mejores

valores F' en una cantidad mayor de conjuntos de datos (7 vs. 4), en algunos de estos,

las diferencias fueron muy pequenas: 0.997 vs. 0.986, por ejemplo, en el conjunto R15.

Por otra parte, GB-DPC ocupa solo un pardmetro (d.), mientras que MBSCAN

ocupa varios parametros (minpts, eps, y otros parametros internos como ). Sin

embargo, seria importante admitir que MBSCAN es un algoritmo robusto.

También se midi6 el error en cuanto al numero de centros detectados. Estos
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(a) Spiral (b) R15 (c) D31

Figura 5.4: Ejemplos de agrupamientos con detecciéon automatica de centros (GB-

DPC). Los circulos en verde muestran los centros detectados (“picos de densidad”).

resultados se muestran en el Cuadro 5.8. Como podemos ver, la mayor parte del
tiempo, los algoritmos competidores tendieron de nuevo a sobreestimar el niimero
de centros (grupos) y, por tanto, fragmentar de mas el conjunto de datos; esto resulta
en agrupamientos de mas baja calidad. Mientras que el algoritmo GB-DPC sobrees-
timé en algunos casos, generalmente tendié a calcular correctamente el nimero de
centros, lo cual puede apreciarse en un MAE y MSD mas pequenos. Estos errores se
calcularon igual que en la Seccion 5.2.1. Mientras que en el cuadro se presentan por-
centajes, en la Figura 5.6 se presentan las diferencias en bruto; debido a que para este
experimento contamos con dos anotadores para el algoritmo original, consideramos

que las diferencias se apreciarian mejor en forma de porcentaje en el cuadro.

Cuadro 5.8: Errores en el cdlculo de los centros (GB-DPC). Se indica el porcentaje de
conjuntos de datos cuyo nimero de centros (grupos) fue correctamente calculado, sobrees-
timado o subestimado. En las lineas de base no hubo subestimacion debido a que en todos
los conjuntos de datos hubo sobreestimacion y no debido a que se hubieran calculado

correctamente las cantidades de centros.

DPC DPC-Q DPC-a k-med. DBSC. MBSC. M. sh. GB-DPC

Correctos  40% 0% 0% 14% 7% 36 % 57% 64 %
Sobreestimados 20 % 100 % 100 % 64 % 1% 43% 36 % 22%
Subestimados 40 % 0%* 0%* 22% 22% 14% ™% 14%
MAE 4.93 253.78 180.79 4.28 12.57 4.86 14.29 0.85

MSD -4.21 253.78 180.79 3.43 11.85 2.14 6.14 0.14
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Figura 5.5: Gréficas de decisién para los resultados més bajos. En (a), la linea vertical
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primer cuadrante muestra los candidatos a centros.
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Figura 5.6: Errores en el calculo de los centros. Cada error en la distribuciéon se calculd
como centros obtenidos — centros reales. La Figura (a) muestra los resultados para
las lineas de base (DPC-Q y DPC-alpha) mientras que la Figura (b) muestra los resulta-
dos para GB-DPC y otros métodos competidores (D=DPC, K=k-medias, DB=DBSCAN,
MB=MBSCAN, GB=GB-DPC).
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El tinico método que subestimé el niimero de centros la mayor parte del tiempo
fue el DPC original. Esto sucedié usualmente en los conjuntos de datos con una
cantidad considerable de grupos, como D31 (31 grupos). En consecuencia, pensamos
que esta es otra razon para automatizar la deteccién de centros en el DPC. De esta
manera, esta parte del algoritmo se vuelve menos subjetiva y menos dependiente
de la experiencia o habilidad para interpretar bien la grafica de decisién. Asimismo,
el algoritmo de vuelve menos intestable. Con respecto a MBSCAN, este algoritmo
algunas veces sobreestimaba o subestimaba por una cantidad considerable de centros
(por ejemplo, en el conjunto Banknote, se detectaron 23 centros, cuando solo existen

2); los conjuntos de datos que méas presentaron estos errores fueron los conjuntos

UCL

5.3 REsuLTADOS AD-DPC

Esta seccién presenta los resultados del algoritmo adaptativo en general y tam-
bién haciendo especial énfasis en comparacién contra la versién original de DPC. Se
presentan tanto mediciones de calidad (valor F) como errores en el célculo de los
centros. En la comparacién contra el algoritmo original, se hace uso de las series

temporales para tener una perspectiva mas amplia.

El Cuadro 5.9 presenta los resultados comparativos del algoritmo AD-DPC
contra (a) las lineas de base, (b) las variantes GA-DPC y GB-DPC y (c) los al-
goritmos del estado del arte antes mencionados (k-medias, DBSCAN, MBSCAN y
Mean shift). Lo que podemos apreciar en general es que, a pesar de que el algorit-
mo es competitivo, existe una ligera depreciacién en la calidad. Consideramos que
esto se debe a que AD-DPC integra tanto la seleccién automaética de d,. (que falta a
GB-DPC) y la seleccién automatica de C (que en GA-DPC aun recibe un rango de

entrada). Por otra parte, aunque GA-DPC obtuvo los mejores puntajes en la ma-
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yoria de los conjuntos de datos, GB-DPC obtuvo el mejor promedio general dentro

de los algoritmos considerados.

Cuadro 5.9: Resultados de agrupamiento utilizando valor F (AD-DPC). Los mejores
puntajes se marcan en negritas. k-med.=k-medias, DB.=DBSCAN, MB.=MBSCAN, M.
sh.=Mean shift.

Conjunto  k-med. DB. MB. M. sh. DPC-a DPC-Q GA-DPC GB-DPC AD-DPC

Aggregation 0.920 0.515  0.666 0.664 0.073 0.065 0.989 0.896 0.811
2 D31 0.918 0.060 0.305 0.122 0.138 0.073 0.386 0.967 0.864
:% Flame 0.606 0.779  0.982 0.779 0.037 0.061 1.000 0.986 0.552
E Jain 0.442 0.851 1.000 0.601 0.031 0.041 1.000 0.707 0.875
” R15 0.997 0.155 0.997 0.125 0.366 0.175 0.976 0.986 0.918
Spiral 0.139 0.281 1.000 0.507 0.037 0.056 1.000 1.000 0.947
Banknote 0.593 0.021 0.640 0.714  0.0069 0.011 0.415 0.315 0.45
Breast 0.954 0.060 0.808 0.148 0.015 0.021 0.619 0.475 0.573
/6-\ Ecoli 0.797 0.664 0.475 0.716 0.108 0.12 0.4 0.677 0.638
a Glass 0.493 0.261  0.825 0.151 0.033 0.054 0.926 0.781 0.761
% Ionosphere 0.498 0.105 0.558 0.034 0.027 0.022 0.416 0.625 0.49
é Iris 0.826 0.428  0.669 0.831 0.185 0.134 0.877 0.833 0.833
Page 0.513 0.106  0.190 0.042  0.0113 0.005 0.946 0.513 0.514
Wine 0.784 0.570 0.921 0.637 0.137 0.094 0.286 0.719 0.733
Promedio 0.677 0.347  0.717 0.434 0.086 0.067 0.731 0.749 0.711

Debido a que existe esta diferencia negativa entre el algoritmo AD-DPC y las
otras variantes (GA-DPC y GB-DPC), se realiz6 una prueba de t-student pareada de
dos colas para ver si esta diferencia era estadisticamente significativa. El resultado
que se obtuvo es que no existe diferencia significativa. Por tanto, aunque existe una
pequena degradacién en la calidad, el método automatizado es capaz de aproximar
los valores de los parametros d. y C semejante a como se haria de manera manual

después de varias iteraciones.

El Cuadro 5.10 concentra los errores en el cdlculo de los centros (grupos) de
todos los algoritmos considerados. En este caso, podemos apreciar un fenémeno simi-
lar al anterior. En general, podemos ver que AD-DPC tiene errores mucho menores
que el resto de los algoritmos, pero es un poco inferior a comparacion de GA-DPC

y GB-DPC. Atribuimos esto, una vez mas, al grado de automatizacién que tiene
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AD-DPC, el cual es mayor al de ambas variantes. En ese sentido, AD-DPC es mas

flexible.

Cuadro 5.10: Errores en el calculo de centros (AD-DPC). Se indica el porcentaje de
conjuntos de datos cuyo nimero de centros (grupos) fue correctamente calculado, sobrees-

timado o subestimado. k-med.=k-medias, DB.=DBSCAN, MB.=MBSCAN, M. sh.=Mean
shift.

k-med. DBSC. MBSC. M. sh. DPC-a DPC-Q GA-DPC GB-DPC AD-DPC

Correctos 29 % 7% 36 % 57% 0% 0% 79 % 64 % 64 %
Sobreestimados 43% 1% 43 % 36 % 100 % 100 % 14% 22% 14 %
Subestimados 29% 22% 14 % 7% 0%* 0%* 7% 14 % 21%
MAE 4.14 12.57 4.86 14.29 180.79 253.78 1.64 0.85 1.00
MSD 2.71 11.85 2.14 6.14 180.79 253.78 -1.36 0.14 -0.29

Para los errores en la cantidad de centros, también se realizé6 una prueba de
t-student pareada de dos colas entre los resultados de AD-DPC contra GA-DPC y
contra GB-DPC. Al igual que con la prueba anterior, se obtuvieron diferencias no
significativas. Consideramos que lo que esto implica es que, aunque GA-DPC obtiene
muy buenos resultados en el cdlculo de centros, al utilizar el mecanismo de GB-DPC
en AD-DPC, se tratan de evitar errores en conjuntos de datos donde el nimero de
centros no es intuitivo como para plasmarlo manualmente en un rango. Por ejemplo,
en el conjunto D31 (31 centros), GA-DPC solo detecta 10 centros; no obstante, AD-
DPC logra detectar 33 centros, lo cual esta bastante cerca de la cantidad verdadera.
Es por ello que, a pesar de que GA-DPC obtiene una cantidad mayor de conjuntos
en donde la cantidad de centros se calcula de manera exacta, GB-DPC tiene un
menor margen de error en conjuntos con una gran cantidad de centros. Sin embargo,
debido a que los conjuntos de datos utilizados tienen en general pocos centros, no

alcanza a apreciarse este beneficio en AD-DPC.

Los Cuadros 5.11 y 5.12 presentan, respectivamente, el valor F y el ARI para
el algoritmo original DPC y el algoritmo adaptativo AD-DPC. Como podemos ver
en estos resultados, la calidad del algoritmo adaptativo no solamente se conservo,

sino que incluso fue superior a la del algoritmo original en los conjuntos sintéticos y
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en las series temporales; asimismo, la calidad en general fue superior en el algoritmo
adaptativo. En cuanto a los conjuntos de datos reales (donde se obtuvo una calidad
similar a la del algoritmo original), creemos que el algoritmo AD-DPC pudo presen-
tar el problema de fraude en la grafica de decision al haber puntos anémalos que
en realidad no eran los centros y el problema de densidades diferentes dentro de los
conjuntos de datos. En cuanto a las series temporales, como veremos mas adelante,
la dificultad para detectar los centros manualmente en la grafica de decisién causéd
agrupamientos con calidad pobre en estos conjuntos de datos. Mientras tanto, la
automatizacion del algoritmo AD-DPC permitié generar agrupamientos con mejor
calidad. Creemos que en los resultados preliminares quiza se obtuvieron mejores re-
sultados con GA-DPC y GB-DPC porque no se probaron estos métodos con las series
temporales (esto lo dejamos para trabajo futuro). Otra razén por la que pensamos
que las otras variantes pudieron salir mejor (y el algoritmo original ligeramente por
debajo) es por la variabilidad en los algoritmos evolutivos. Sin embargo, como ya

vimos, las diferencias con las otras variantes no fueron significativas.
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Cuadro 5.11: Valor F para DPC vs. AD-DPC

Sintéticos

Reales (UCI)

Series Temporales

Conjunto de datos

DPC AD-DPC

Aggregation 0.702 0.811
Flame 0.986 0.864
Jain 1.000 0.552
Spiral 0.834 0.875
D31 0.267 0.918
R15 0.943 0.947
Banknote 0.317 0.450
Breast 0.789 0.573
Ecoli 0.689 0.638
Glass 0.781 0.761
Ionosphere 0.644 0.490
Iris 0.672 0.833
Page 0.373 0.514
Wine 0.733 0.773
CBF 0.020 0.450
Chlorine Concentration  0.003 0.406
Fish 0.554 0.530
Italy Power Demand 0.010 0.689
Plane 0.003 0.826
Two Lead ECG 0.007 0.369
Two Patterns Train 0.015 0.031
Promedio 0.492 0.639
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Cuadro 5.12: ARI para DPC vs. AD-DPC

Conjunto de datos DPC AD-DPC

Aggregation 0.881 0.998
2 D31 0.087 0.391
% Flame 0.950 1.000
£ Jain 1.000 0.537
” R15 0.856 0.993
Spiral 0.559 1.000
Banknote 0.230 0.224
Breast 0.425 0.575
5 Ecoli 0.468 0.302
2 Glass 0.471 0.537
% Ionosphere 0.191 -0.032
A Tnis 0.499 0.759
Page 0.102 -0.0003
Wine 0.327 0.372
CBF 0.072 0.190
% Chlorine Concentration  0.006 0.007
i Fish 0.254 0.254
é Italy Power Demand 0.037 0.371
E Plane 0.810 0.810
c% Two Lead ECG 0.009 0.014
Two Patterns Train 0.008 0.041
Promedio 0.393 0.445

En cuanto al error en el cdlculo de los centros (resumido en el Cuadro 5.9),
vemos mas claramente en el Cuadro 5.14 que en las series temporales se obtuvo una
cantidad de centros muy por encima de la cantidad real para el algoritmo original

de DPC. Como se mencionaba, esto pudo ocasionar la baja calidad en los agrupa-
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mientos, y nos lleva a reforzar el punto de que—en ocasiones—se necesita pericia y
experiencia para poder establecer el conjunto C a través de la gréafica de decision.
Por otro lado, este resultado también pudo deberse a una seleccion deficiente de d..,
aun cuando se hubieran realizado varias iteraciones (“intentos”) para obtener un
valor apropiado. En las Figuras 5.7 y 5.8 se muestra la grafica de decisién para los
conjuntos de datos CBF y Two Patterns Train respectivamente, en donde se puede
ver que en ocasiones no es posible descartar de forma simple los puntos centros del
resto. Esto, a su vez, refuerza la necesidad de un método adaptativo que sea flexi-
ble y se apoye en otras heuristicas para decidir si el agrupamiento resultante tiene

cohesion y separacion.
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Figura 5.7: Gréfico de seleccién visual para el conjunto de datos CFB. Obtenido de

www.timeseriesclassification.com.
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Figura 5.8: Grafico de seleccién visual para el conjunto de datos Two Patterns Train.

Obtenido de www.timeseriesclassification.com.

Cuadro 5.13: Errores en el calculo de los centros (DPC vs. AD-DPC)

DPC AD-DPC

Correctamente calculados 43 % 57 %
Sobreestimados 43 % 29 %
Subestimados 14 % 14 %
Error medio absoluto (MAE) 162.095 9.095
Desviaciéon media con signo (MSD) 161.523 8.333

También se realizaron pruebas t pareadas de dos colas para ver si las dife-
rencias entre el algoritmo original y el algoritmo adaptativo eran estadisticamente
significativas. En este caso, las diferencias entre los valores F si fueron significativas
(p = 0.05), pero las diferencias en los valores ARI y el nimero de centros detectados
no fueron significativas (con ventaja para el algoritmo adaptativo). Por una parte, al
igual que con los casos anteriores, harian falta mas conjuntos de datos para probar

(aunque la mayoria de los trabajos a lo sumo utiliza alrededor de 25). Por otro lado,
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Figura 5.9: Errores en el célculo de los centros (AD-DPC). Cada error en la distri-

bucion se calculé como centros obtenidos — centros reales.

vemos que los resultados entre ambos algoritmos son similares, excepto por las series
temporales, donde el algoritmo original obtuvo resultados més pobres en el valor F
y en la cantidad de centros. Con esto, podemos ver que el algoritmo adaptativo AD-
DPC no deteriora su calidad al automatizar la seleccion de pardametros y, ademas,

es mejor en los casos que no son tan intuitivos para ser resueltos de manera manual.

5.4 DiscusiON

En general, pudiera considerarse que existen casos en los que la “regla de
dedo” de 1-2% en el valor %d. de Rodriguez y Laio (2014), combinada con la
deteccion manual de centros en la grafica de decisién puede generar un agrupamiento
de calidad, como vimos en algunos de los conjuntos de datos. Sin embargo, también
podemos ver que existen casos en que los parametros se encuentran fuera de estos

valores intuitivos, o en que es dificil dilucidar los centros de los grupos a partir de la



CAPITULO 5. EXPERIMENTOS Y RESULTADOS 74

grafica de decisién. Es por eso que surge la necesidad de una version automatizada
del algoritmo como la que estamos proponiendo. De igual forma, hemos visto que esta
version adaptativa también puede cubrir los casos intuitivos, como los conjuntos de
datos sintéticos. En vista de esto, y como no se sabe cuando los datos presentaran
valores poco intuitivos en sus parametros, consideramos que el uso del algoritmo
adaptativo puede ser conveniente. Otra opcion es utilizarlo como un recomendador

de valores para los parametros.

En cuanto a los algoritmos del estado del arte, pudimos ver que son muy com-
petitivos. Por ejemplo, la combinacion de k-medias con el Coeficiente de Silueta dio
buenos resultados. Sin embargo, como se menciond anteriormente, la gran area de
oportunidad que tiene este algoritmo es que tiende a encontrar grupos con forma
esférica. Desafortunadamente, no siempre se puede suponer que los datos tendran
este tipo de forma y grupos con formas arbitrarias pueden dejar de ser descubiertos
debido a esta suposicion. Por tanto, convendria mas utilizar un algoritmo basado en
densidad si lo que se quiere es encontrar grupos con formas arbitrarias. Ahora bien,
en cuanto a DBSCAN y MBSCAN, que también demostraron ser muy efectivos,
tienen la misma area de oportunidad que se ataca en este trabajo: la utilizacion de
parametros de entrada. MBSCAN, que obtuvo algunos de los mejores resultados,
tiene alrededor de cuatro parametros a fijar. En ese sentido, los resultados pueden
variar dependiendo de los valores que se utilicen. Consideramos que ésta es toda un
area por explorar, pues convendria encontrar un algoritmo que minimice la canti-
dad de parametros y obtenga buenos resultados con un rendimiento computacional

aceptable.

En el Capitulo 3 vimos que la seleccién de parametros puede tratarse como
un problema de optimizacion, para lo cual existen muchos métodos disponibles. Sin
embargo, al tratar el problema de esta manera, es practicamente imposible evitar
introducir un mayor nimero de pardmetros al algoritmo. En ese sentido, se alivia
un problema a un cierto costo. En nuestro caso, no eliminamos todos los pardme-

tros, sino que intentamos hacer el algoritmo mas flexible a través de introducir los
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rangos en el algoritmo genético, con el fin de que se pueda manejar una mayor
incertidumbre. Sin embargo, un trabajo futuro seria modificar el algoritmo o bus-
car un metaheuristico que tenga menos parametros para minimizar la cantidad de

parametros y asi reducir posible inestabilidad y variabilidad en el algoritmo.

5.5 COMPROBACION DE HIPOTESIS

La hipdtesis planteada en el Capitulo 1 fue la siguiente: Es posible generar una
variante adaptativa del algoritmo DPC' que sea capaz de aproximar automdaticamente
los valores de los pardmetros involucrados, es decir, el conjunto C de centros de los
grupos y la distancia de corte d., de tal manera que la calidad del algoritmo adaptativo

sea igual o mejor que la del algoritmo original.

La variante adaptativa generada corresponde al algoritmo AD-DPC. La manera
en que esta variante aproxima los parametros d. y C es mediante un algoritmo
evolutivo de estimaciéon de distribucion, el cual utiliza una funciéon de aptitud que
minimiza la distancia de los centros obtenidos al centro con el puntaje gamma mas
alto. Este algoritmo también incorpora una heuristica basada en brechas para la

seleccién de los centros de los grupos.

Como vimos en los resultados, el algoritmo AD-DPC obtuvo en un valor F
de 0.7 en promedio de calidad de agrupamiento para conjuntos sintéticos y reales,
y fue capaz de obtener exactamente la cantidad de centros en la mayoria de estos
conjuntos, con errores MAE y MSD cercanos a 0. Este algoritmo también supera
ampliamente dos lineas de base y es competitivo contra algoritmos reconocidos en
el estado del arte, como k-medias, DBSCAN, MBSCAN y Mean shift. Lo anterior
provee evidencia de que los parametros d. y C se estan aproximando con valores

cercanos a los reales.

Con respecto al algoritmo original, también vimos en los resultados que la

calidad de AD-DPC fue ligeramente mejor que la del algoritmo original de DPC,



CAPITULO 5. EXPERIMENTOS Y RESULTADOS 76

y para los valores F las diferencias inclusive fueron significativas. Por lo tanto, no

hubo un deterioro en la calidad del algoritmo al implementar la automatizacion.

Debido a las evidencias anteriormente presentadas, se acepta la hipotesis.

5.6 RESUMEN

Como se muestra en los experimentos, el algoritmo propuesto en esta investiga-
cion es capaz de realizar agrupamiento de datos basado en una variante adaptativa
de picos de densidad que aproxima los parametros de distancia de corte y centros

de grupos.

La variante adaptativa, llamada AD-DPC, combina dos variantes parciales,
llamadas a su vez GA-DPC y GB-DPC. GA-DPC consiste en un algoritmo genético
que minimiza la distancia al centro con el puntaje gamma mas alto, pero sigue
tomando como entrada rangos para %d,. (pardametro relacionado a d..) y C. GB-DPC,
por otra parte, automatiza la seleccion de centros a través de una heuristica basada
en distancias entre puntos (brechas), pero sigue dependiendo de la introduccién

manual de d..

Los resultados mostraron que AD-DPC obtuvo resultados de calidad tanto para
conjuntos de datos sintéticos, como para conjuntos de datos reales (UCI) y series
temporales. De igual manera, fue capaz de obtener la cantidad real de centros en la
mayoria de los conjuntos de datos y obtuvo un error cercano a 0. En promedio, tuvo
resultados competitivos con las variantes parciales, el algoritmo original y algoritmos
reconocidos del estado del arte, y logré superar ampliamente dos lineas de base.
Las pruebas estadisticas mostraron, ademés, que no hubo deterioro en la calidad
e, incluso, hubo ventaja en la medida F. Los casos sobresalientes para el algoritmo

fueron aquellos donde la intuicién sobre los valores de los pardmetros no era certera.
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Cuadro 5.14: Centros detectados (DPC vs. AD-DPC)

Conjunto de datos

Centros reales

DPC AD-DPC

Aggregation 7 10 10
D31 31 31 33
Flame 2 2 2
Jain 2 3 2
R15 15 15 13
Spiral 3 3 3
Banknote 2 7 2
Breast 2 2 2
Ecoli 8 4 2
Glass 2 2 2
Tonosphere 2 3 2
Iris 3 2 2
Page 2 2 2
Wine 3 3 3
CBF 3 282 4
Chlorine Concentration 3 1742 3
Fish 7 6 7
[taly Power Demand 2 368 3
Plane 7 7 7
Two Lead ECG 2 565 4
Two Patterns Train 4 445 179




CAPITULO 6

CONCLUSIONES Y TRABAJO FUTURO

6.1 RESUMEN

Se presentd una variante adaptativa para el agrupamiento basado en picos de
densidad (algoritmo DPC). Esta variante aproxima de manera automatica los va-
lores de los parametros de distancia de corte (d.) y conjunto de centros de grupos
(C). Este algoritmo, llamado AD-DPC, consiste en un algoritmo genético que evalia
pares de distancias de corte y centros a través de una funcién de aptitud que busca
minimizar la distancia de los centros obtenidos hacia el centro con mayor puntaje
gamma. Mientras que cada distancia de corte se obtiene a partir de un rango de
entrada para el pardmetro %d,, el conjunto de centros se obtiene a partir de la dis-
tancia de corte calculada utilizando una heuristica basada en brechas. El algoritmo
AD-DPC fue probado con varios tipos de conjuntos de datos, a saber: sintéticos
(visuales), reales (UCI) y series temporales. Se comparé contra dos lineas de base,
superandolas ampliamente a ambas. También se comparé contra cuatro algoritmos
del estado del arte (k-medias, DBSCAN, MBSCAN y Mean shift), obteniendo resul-
tados competitivos. De igual forma, se compard contra la version original que escoge
los parametros de forma manual, mostrando que la calidad no solamente no se degra-
da, sino que también se obtienen mejores resultados (estadisticamente significativos)

para el valor F.

78
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6.2 COMENTARIOS FINALES

Como pudimos ver en el capitulo anterior, los resultados obtenidos muestran
que el algoritmo adaptativo es capaz de obtener agrupamientos de calidad tanto en
conjuntos pequenos como en conjuntos grandes, y es capaz de descubrir tanto grupos
esféricos como irregulares. Por tanto, es un algoritmo versatil. Aun asi, sabemos que
el algoritmo DPC en particular es sensible a los valores de rho, delta y gamma
para separar los centros de los grupos. Por lo tanto, existen dos consideraciones
importantes: (a) que estos valores se manejen de tal manera que la separacién quede
clara y (b) que los puntos anémalos realmente sean centros. De esto dependera la

calidad del agrupamiento.

Mediante el algoritmo DPC, se logré eliminar la necesidad de fijar un valor
exacto como entrada para d.. También se logré eliminar la necesidad de utilizar
inspeccion visual mediante la grafica de decision para obtener C. Atn asi, el método

propuesto atin puede seguir mejorandose y optimizandose.

6.3 RESPUESTA A LAS PREGUNTAS DE INVESTIGACION

En el Capitulo 1, se plantearon dos preguntas de investigacién. A continuacion se

responden.

{Como se puede calcular de manera automatica la distancia de corte d. en
el algoritmo DPC? Para encontrar la distancia de corte, se propuso el algoritmo
GA-DPC (integrado en el algoritmo AD-DPC). Como ya se explicé en el resumen,
este algoritmo consiste en un algoritmo genético con una funcién de aptitud especifica

basada en las propiedades de DPC.
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{Coémo se puede encontrar de manera automatica el conjunto C de centros
en el algoritmo DPC? Se propusieron dos formas para encontrar el conjunto C
de centros de grupos: el algoritmo GA-DPC y el algoritmo GB-DPC, ambos inte-
grados en el algoritmo AD-DPC. Ambos algoritmos también se han detallado en el
resumen de este capitulo, pues uno consiste en un algoritmo genético y el otro en una
heuristica basada en distancias entre puntos (“brechas”). El método que finalmente

se usa en el algoritmo AD-DPC es el de la heuristica basada en brechas.

6.4 (CONTRIBUCIONES

En resumen, nuestras aportaciones fueron las siguientes:

1. Se propuso un algoritmo adaptativo que selecciona de manera automatica los
valores de los parametros involucrados en el algoritmo de agrupamiento basado
en picos de densidad. Esta variante recibe por nombre AD-DPC. Lo que se
buscé con esta variante fue (1) evitar que el usuario del algoritmo tuviera que
introducir valores exactos para los parametros (dar una mayor flexibilidad a
través de rangos) y (2) evitar que el usuario tuviera que hacer inspeccién visual

mediante la grafica de decision del algoritmo original.

2. La variante AD-DPC surgi6é de dos variantes parciales: GA-DPC y GB-DPC.
Mientras que la primera se basa en un algoritmo genético para seleccionar
ambos la distancia de corte y los centros, la segunda se basa en una heuristica

que utiliza distancias (brechas) para seleccionar los centros de los grupos.

3. GA-DPC utiliza una funcién de aptitud que fue especificamente diseniada, y que
consiste en buscar un conjunto compacto de centros al minimizar la distancia

al punto con mayor valor gamma.

4. Se creo6 el concepto de grdfica de decision 1D, que tiene como propdsito apa-

lancar el concepto de brecha, utilizado por el algoritmo GB-DPC.
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5. Para todos los algoritmos propuestos, se dio evidencia de su calidad a través
de diferentes métricas de evaluacién. Para AD-DPC se proporcioné evidencia
de su calidad utilizando series temporales. Hasta donde se tiene conocimiento,

es el primer trabajo en incluir este tipo de conjuntos de datos en su evaluacion.

6.5 POSIBLES APLICACIONES

Una posible aplicacién del algoritmo desarrollado seria descubrir diferentes ti-
pos de perfiles en los pacientes que han padecido COVID-19 (ya sea que hayan
fallecido o no), donde cada grupo encontrado podria representar un perfil diferente.
En cuanto a datos disponibles, el Gobierno de México tiene una base de datos abierta
con casos de esta enfermedad y datos como comorbilidades, la cual se puede des-
cargar en https://www.gob.mx/salud/documentos/datos-abiertos-152127. En
cuanto a trabajo previo, en el area de agrupamiento existen trabajos similares para
marketing, en la cual se han obtenido perfiles de clientes en una tienda (Wu y Lin,
2005; Zakrzewska y Murlewski, 2005). Por lo tanto, podriamos basarnos en estos
trabajos. Consideramos que el algoritmo DPC podria ser de utilidad como comple-
mentario a otros algoritmos, tales como k-medias y agrupamiento jerarquico, pues

seria conveniente extraer varios tipos de grupos para comprender mejor el problema.

Otra posible aplicacion podria ser el agrupamiento de series de tiempo para
el prondstico de precios en criptomonedas como Bitcoin. Creemos que el algoritmo
DPC podria ser de particular interés para este contexto debido a que las series de
tiempo son datos con maéas ruido y valores atipicos, lo cual puede ser detectado por

algoritmos basados en densidad.

En ambos casos, la automatizacién de DPC podria hacer posible que el algo-
ritmo sea incluido en un método mas extenso. Sin embargo, seria deseable que se

minimizara la cantidad de pardmetros y se optimizara el rendimiento computacional.


https://www.gob.mx/salud/documentos/datos-abiertos-152127
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6.6 TRABAJO FUTURO

UN ALGORITMO MULTI-STEP BASADO EN DENSIDAD PARA SERIES TEMPORALES.
Aunque se probd nuestra variante con series temporales, este tipo de dato por si
mismo es sui generis y podria generarse un algoritmo de agrupamiento especializado
para series temporales. Por ejemplo, podria considerarse incluir algoritmos de pre-
procesamiento como dynamic time warping para series que no son del mismo tamano

o wavelets.

MINIMIZAR LA CANTIDAD DE PARAMETROS. Otra linea importante a trabajar
en un futuro es la reduccién de parametros. Si bien se trabajé en eliminar o hacer
mas flexibles los pardmetros d. y C, esto tuvo el costo de agregar los hiperparame-
tros del algoritmo genético. En ese sentido, se buscaria trabajar con una heuristica
o metaheuristica que mantenga la calidad pero conlleve una cantidad menor de

parametros.

REDUCIR LA COMPLEJIDAD COMPUTACIONAL. Si bien, como se discute en el tra-
bajo de Flores y Garza (2020), aunque la seleccién de centros por medio de brechas
no representa una carga computacional mayor a la del algoritmo DPC, el utilizar
un algoritmo genético si genera un poco mas de sobrecarga computacional por la
cantidad de generaciones e iteraciones utilizadas. De hecho, en el prototipo generado
aun se pueden realizar optimizaciones al cédigo. Esto queda también como trabajo

futuro.

VARIANTES LOCALES DE DPC. El algoritmo DPC cae en la categoria de algorit-
mos globales debido a que utiliza todo el conjunto de datos para realizar el agru-
pamiento (si recordamos, se itera sobre todos los puntos para obtener rho y delta).
Este tipo de algoritmos suelen ser costosos cuando se tienen datos masivos, como

en el caso de Big Data. Para atacar este tipo de situaciones, se han planteado en el
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estado del arte algoritmos locales, los cuales agrupan utilizando solo una parte del
conjunto a la vez. Por lo tanto, otra direccion futura seria generar una version de

picos de densidad que sea local.
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