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.  INTRODUCCION

Los rios urbanos son ecosistemas cruciales para el bienestar de las personas
que viven en las ciudades. Estos cuerpos de agua proporcionan una serie de
servicios y beneficios esenciales, incluyendo agua potable, alimentos, energia,
recreacion y transporte. Ademas, tienen un valor cultural y estético, y pueden
actuar como corredores verdes/azules que mejoran la calidad del aire y reducen
la temperatura de las areas urbanas (Herrera et al., 2016). Dada la importancia
de los rios urbanos y de la calidad del agua para garantizar la salud y el bienestar
de las comunidades que viven cerca de ellos, es trascendental mantener estos
ecosistemas. La calidad de los rios urbanos puede verse afectada por la
contaminacion causada debido a las actividades humanas como la descarga de
aguas industriales, aguas residuales sin tratar, residuos solidos urbanos,
agricultura intensiva entre otros. La contaminacion del agua de los rios puede
tener graves consecuencias para la salud publica y el medio ambiente, como la
propagacion de enfermedades y la muerte de especies animales y vegetales,
entre otros (Wan & Wang., 2021).

Con base en lo anterior, muchas de las problematicas en los rios urbanos son
consecuencia de su cercania con las actividades antropogénicas que suceden
diariamente en cualquier ciudad. Para evaluar la contaminacion de los rios
urbanos usualmente se usan mediciones in-situ que en general suelen ser muy
precisas, pero requieren de mucho tiempo para la obtencién de datos, ademas
suelen ser muy costosas y proporcionan informacién de puntos especificos que
carecen de detalles espacio temporales y de cobertura (Duan et al., 2012; Duan
et al., 2013; Shelare et al., 2021). Debido a estas limitaciones, las mediciones
tradicionales carecen de representatividad general de los rios urbanos y mas
cuando estos son muy extensos. Por su parte, las estrategias de monitoreo de
calidad ambiental usando tecnologia satelital y herramientas geoespaciales son
mas eficaces para la obtencion de datos de forma extensiva y constante, con lo
cual se podrian evaluar y actualizar indicadores de calidad del agua de los rios
(Chen et al., 2021) como el indicador 6.3.2 de los ODS (UN, 2020).

DIOIA: KEVIN RODRIGUEZ GONZALEZ



Debido al alto volumen de datos que pueden obtenerse con las herramientas
satelitales, se hace conveniente la aplicacion de tecnologias espaciales e
inteligencia artificial para procesar y analizar la calidad ambiental de ecosistemas
naturales como lo son los rios urbanos. Los modelos de ML aplicados a cuerpos
de agua, son un subconjunto de la IA que permite dar seguimiento a las
problematicas de calidad del agua, a través del aprendizaje automatizado de
datos, por medio de ejemplos y experiencias predefinidas reconociéndose como
una tecnologia potencial que jugara un papel clave para la prevencion del impacto

a los ecosistemas riparios (IWA, 2019; Butler et al., 2016).

Es por lo anterior, que el presente estudio busca aportar soluciones para
mejorar la gestion ambiental de los rios urbanos, a través del desarrollo de un
modelo basado en ML para estimar y categorizar la calidad de agua de los rios
urbanos. Este estudio es clave para abordar los desafios que contempla la
gestion ambiental en los cuerpos receptores de agua y a su vez en el

cumplimiento de los ODS.

1.1 Antecedentes

1.1.1 Rios urbanos

Los rios constituyen un sistema de circulacion lineal, y jerarquizado que se
encarga de trasladar sedimentos y fluidos vitales a través de las cuencas y sus
desembocaduras, realizando complejas reacciones dinamicas, mecanicas,
energéticas, quimicas y bioquimicas con el propdsito de dar sustento en todo su
recorrido a la vida en sus diferentes formas (Machado et al., 2018). De igual
manera el rio se conoce como una corriente natural de agua de flujo continuo y
constante, dotado de caudal y velocidad siendo parte complementaria del ciclo

del agua en el planeta.

Aunado a lo anterior, los rios urbanos de igual manera representan un margen
importante en el desarrollo de las ciudades, puesto que son ecosistemas

dinamicos en donde la flora y la fauna juegan un papel importante en la calidad
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del medio ambiente. Estos cuerpos de agua deberian ser considerados habitats
preferenciales para la recreacién de la sociedad, proteccion de la naturaleza y la
biodiversidad, control climatico y, sobre todo seguridad a la poblacién frente a las
amenazas naturales tales como inundaciones y otros efectos del cambio
climatico (Suzianti et al., 2023). A continuacion, en la Figura 1 se evidencia la

representacion grafica de un rio urbano.

Figura 1. Rio urbano

Fuente: Pixabay

Se conoce que las ciudades se empezaron a desarrollar cerca de los rios
debido a las principales necesidades del ser humano en este recurso y como un
medio de transporte, de esta forma al momento que se expande la poblacion
aumentan las problematicas en los rios urbanos y de aqui la importancia del
cuidado de cada uno de ellos. Gastezzi y colaboradores (2016) afirman que los
rios urbanos ofrecen muchos beneficios ecoldgicos dentro de una sociedad,

desarrollo econdmico de las ciudades, disminucion de ciertas problematicas
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como control de escorrentias y en especial, como mitigadores naturales de los
efectos del cambio climatico mitigando el efecto devastador de inundaciones,
reducciéon de altas temperaturas o incluso como sumideros de carbono. Estos
cuerpos receptores de agua deberian ser considerados habitats preferenciales
para la recreacion de la sociedad, proteccion de la naturaleza y la biodiversidad,
sin embargo, las condiciones ambientales actuales de los rios urbanos en general
no son las mejores, debido a que se encuentran altamente contaminados por la
mala gestion local y la falta de conciencia en la sociedad (Xia et al., 2020). La
recuperacion de rios urbanos como un espacio publico, es un trabajo arduo que
implica compromiso y voluntad para lograr rios saludables y resilientes, lo que a
su vez podria generar oportunidades para el desarrollo sostenible de muchas

ciudades.
1.1.2 Problematicas ambientales en rios urbanos

Histéricamente en América Latina y el Caribe se presenta muy poca
importancia a la proteccion de los rios urbanos y los esfuerzos por detener este
deterioro no son suficientes. No obstante, muchos paises cuentan con la
legislacion necesaria para el manejo de la contaminacion del agua, aunque existe
una enorme dispersion de responsabilidades para su aplicacion y
consecuentemente no se cumple. Por otra parte, El rapido crecimiento de las
ciudades ha tenido un impacto significativo sobre los rios que atraviesan estos
entornos urbanos. En muchos casos, este desarrollo no controlado ha llevado a
una degradacion hidroldgica y ecoldgica de los cursos de agua. El proceso de
urbanizacién, si no va acompafado de una adecuada gestion ambiental, altera

las condiciones naturales y el valor intrinseco de los cuerpos receptores de agua.

Este efecto se ve intensificado por otros importantes factores de impacto,
como la contaminacion y las alteraciones en los caudales (Quesada et al., 2021).
La combinacién de estos diferentes procesos de deterioro genera una
problematica integral en torno a los rios urbanos, afectando tanto sus

caracteristicas fisicas como su calidad ambiental. La Tabla 1 a continuacion
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resume las principales problematicas y tipos de contaminacion que suelen afectar

a estos ecosistemas fluviales insertos en los entornos urbanos de la region.

Tabla 1. Problematicas ambientales en rios urbanos

N° Tema
1 Vertimientos directos de aguas domeésticas e industriales
2 Uso masivo de fertilizantes y agroquimicos en actividades
agricolas
3 Crecimiento demografico y expansion urbana no planificada
4 Mala gestion de residuos solidos
5 Mayor presién humana
6 Disminucion de la flora y fauna de zonas aledanas al rio

Fuente: Gastezzi, (2016)

La Tabla 1 permite identificar las diversas problematicas ambientales que afectan
a la mayoria de los rios urbanos. Estas problematicas se relacionan
principalmente con la contaminacién de las aguas de los rios, asi como con los
impactos sobre la flora, la fauna de estos ecosistemas fluviales, salubridad y
todas las afectaciones secundarias y sociales que cause la contaminacion de los
rios urbanos. De aqui radica la importancia de preservar y proteger estos valiosos

rios que atraviesan las areas urbanas.

Aunado a lo anterior, para disminuir las problematicas mencionadas se debe
tener una buena gestion integral de los rios urbanos, para asi obtener
herramientas que ayuden a la toma de decisiones y de esta forma disminuir la
contaminacion en estas zonas. Uno de los principales retos de los organismos
gestores del agua para dar seguimiento al monitoreo y control de la
contaminacion de rios urbanos es que, no se han podido establecer herramientas
de monitoreo continuo para las fuentes de dichos contaminantes (Zingaro et al.,
2019).
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1.1.3 Gestion integral de los rios urbanos

La gestidn integral de rios urbanos es un proceso flexible, participativo e
iterativo que integra los componentes relacionados con el ciclo de aguas urbanas
(suministro de agua, gestion de aguas pluviales, y gestién de residuos) con el
desarrollo urbano de la ciudad y la gestién de la cuenca fluvial con la finalidad de
maximizar los beneficios econémicos, sociales y medioambientales de manera
equitativa, de tal forma que este conjunto de actividades demuestre como se

debe salvaguardar la calidad de los rios urbanos (De Cabo & Marconi., 2021).

El tema de la gestidn de cuencas, por otro lado, esta siendo cada vez mas
aceptado en la region, pero a pesar de los avances logrados aun no hay un
consenso generalizado sobre definiciones que precisan los objetivos de dicha
gestion. La falta de claridad conceptual en la materia atenta contra el intercambio
de ideas y experiencias crea cruces de funciones entre instituciones y dificulta la
formulacion de politicas y leyes claras sobre el tema (Martinez & Villalejo., 2018).
Sin embargo, se han tenido en cuenta como base algunas tematicas principales

para la gestion del recurso hidrico:

* Proteger el recurso hidrico (rio).

* Prevencion de acciones que aumenten la contaminacion de la zona.
* Monitoreo de la calidad de agua en diferentes puntos del rio.

* EI mejoramiento de su calidad hidro ecoldgica y, por consiguiente, del “estado

de salud” del ecosistema hidrico.

De esta manera el agua debe dejar de ser vista como un recurso, de manera que
se le reconozcan valores funcionales de sustento para los ecosistemas, mejorar
la calidad ambiental y como perspectiva para el desarrollo urbano. A
continuacion, en la Figura 2 se observa un ejemplo de clasificacion de gestién en

cuencas hidrograficas.
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Figura 2. Clasificacion de gestion en cuencas hidrograficas

Fuente: CEPAL

La Figura 2 muestra un esquema general para la gestibn de cuencas en
sectores urbanos o rurales, cabe resaltar que como este pueden existir diferentes
alternativas para hacer una excelente clasificacién y gestion de los recursos
hidricos y que este esquema es muy general para todo lo que abarca una

excelente gestion integral de los recursos hidricos.

Ultimamente, ademas de la importancia de conocer todas las aplicaciones
para la gestion integral de rios urbanos, se encuentra en constante investigacion
aquellas tecnologias que mejoren y faciliten dicha gestion. De acuerdo con esto,
se hace interesante conocer e investigar las tecnologias que puedan
proporcionar una informacion continua y detallada de todos los procesos de
calidad y monitoreo aplicados en la gestion integral de los rios urbanos (Sun et
al., 2022).

1.1.4 Sensores remotos

Los primeros satélites de observacion empezaron a operar a principios de los
70s. Desde entonces el sistema cientifico-técnico ha puesto a disposiciéon de la

sociedad herramientas y modelos conceptuales que traducen los datos
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registrados por los sensores en conocimiento util para la toma de decisiones en
multiples areas incluyendo las ciencias ambientales (Bauer., 2020). Los sensores
remotos son sistemas empleados para recolectar informacién rapida y viable de
un objeto, area o fendmeno a distancia. Dicha informacion puede ser interpretada

mediante el uso de SIG con la finalidad de tener una mejor comprension de datos.

Los sensores remotos instalados en drones han ganado gran popularidad en
los ultimos anos por su versatilidad y eficacia. Segun Herrera et al. (2018) estos
dispositivos se encargan de registrar la energia electromagnética emitida o
reflejada por la superficie de un objeto en distintas longitudes de ondas (segun la
capacidad del sensor). Los registros obtenidos por estos sensores incluyen estas
longitudes desde las mas cortas (gamma y radiograficas) hasta las mas largas
(microondas y de radiodifusion). La informacién va mas alla del alcance del ojo
humano, y es obtenida mediante la interaccion de los principales elementos:

sensor, objeto de estudio, atmosfera y flujo energético (Veneros et al., 2020).

Numerosos estudios han demostrado la utilidad de los sensores remotos en el
ambito ambiental. Por ejemplo, Bonansea (2019) implementé un modelo basado
en sensores remotos para evaluar la calidad del agua en un embalse localizado
en la provincia de Cérdoba, Argentina. Asimismo, Bricefio et al. (2018) por su
parte, utilizaron el sensor OLI de Landsat 8 para estudiar la distribucion espacial
y la dinamica de los parametros de calidad de agua del lago Vichuquén, Chile,
durante el afio 2016. De la misma manera Shi et al. (2019) utilizé datos satelitales
de Landsat y Sentinel para clasificar el uso y la cobertura de suelo y agua en el
centro urbano de Guangzhou- China. Gracias a estos sensores lograron clasificar
zonas comerciales, de educacion, vegetacion, residenciales y cuerpos de agua
en la zona urbana (rios), obteniendo regresiones aproximadas entre el 57-80%

para cada una de sus clases.

La tecnologia satelital, aunque es invaluable para la accesibilidad de
informacion, requiere un riguroso preprocesamiento debido a los desafios
recurrentes en la resolucién de imagenes causados por condiciones ambientales,

como la nubosidad (Osco et al., 2021). En muchos casos, esto conduce a la
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omision de ciertas imagenes. Estas situaciones podrian mitigarse mediante el
empleo de sensores remotos, como el RADAR, que permiten obtener resultados
independientemente de las condiciones climaticas, o mediante la captura de

imagenes de mayor resolucion espacial.
1.1.5 Vehiculos aéreos no tripulados (VANT)

Abarcando la historia de los VANT (drones), estos se empezaron a
implementar desde el siglo XIX con fines agricolas utilizando globos para tomar
fotografias y camaras aéreas montadas en el pecho de las palomas en 1903
segun Jawalekar et al., (2020). Se cree que los drones se originaron a partir de
los torpedos aéreos generados en la primera guerra mundial. Actualmente los
avances tecnologicos permiten que mediante sensores avanzados y tecnologias
VANT se puedan obtener ortofotografias y modelos digitales de un espacio
delimitado con una alta resolucién, que se utilizan para los estudios geoldgicos,
ambientales, sociales y el desarrollo de trabajos cientificos. Los VANT se han
consolidado como una tecnologia clave para la captura de imagenes
multiespectrales de alta resolucion. Su principal ventaja radica en la capacidad
de adaptar la planificacion del vuelo a las condiciones especificas del area de
estudio. Esto permite optimizar variables operativas como el horario de los
sobrevuelos, la identificacion de obstaculos, la altura, el solapamiento fotografico,
la gestion de la energia y la delimitacion del terreno (Fernandez y Gutiérrez.,
2016).

Pino et al. (2019) afirma que la clasificacién de los drones se da a partir de
diferentes aspectos como el uso militar y civil (generalmente). Debido al tipo de
control que utilizan ya sea autonomo, monitorizado, supervisado, pre-
programado y controlado remotamente, asi como también por la forma que
presentan: multirrotores, hibridos y ala fija. Todos se encuentran en constantes
mejoras tecnoldgicas con la finalidad de superar sus desventajas. Los VANT
suelen contar con sistemas de geolocalizacion por satélite como el Sistema de
Posicionamiento Global (GPS por sus siglas en inglés), que permite conocer su

posicion y controlar su estabilidad.
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Dentro de las funcionalidades de los VANT, el plan de vuelo es la ruta o
trayectoria que, de forma automatica, debe seguir un drone, para la obtencién de
la informacién del objeto de estudio. Los drones en su mayoria, dependiendo de
la investigacion que realicen, pueden ser operados a través de un control remoto
(manual) o de forma automatica por medio de un plan de vuelo pre-establecido
por softwares. Un buen resultado de una investigacion con VANT depende de la
buena planificacion en la misién de vuelo. Esto implica la seleccidon adecuada del
sensor, las condiciones temporales para realizar el sobrevuelo, la gestidon de la
energia, y la definicion de parametros fotogramétricos, tales como la altura, el
tiempo de vuelo, la escala, el numero de fotogramas y la delimitacién y seguridad
de las zonas de despegue y aterrizaje (Duffy et al., 2018). A continuacion, la
Figura 3 ilustra la estructura fisica de estos equipos, asi como un ejemplo de las

imagenes capturadas.
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Figura 3. (A) Estructura fisica del drone. (B) Imagen en planta obtenida con el drone. (C) Imagen del rio
obtenida por el drone

Fuente: Tumblr.

Por consiguiente, se han realizado diversas investigaciones implementando
estas tecnologias, uno de ellos fue Elijah et al. (2018) utilizaron VANT junto con
un sensor de agua que brinda informacion de parametros fisicoquimicos
enviando la informacion a una estacion base y esta al ser procesada llega a las
plataformas de celulares y computadoras (Parametros fisicoquimicos del agua en
tiempo real). Liu et al. (2020) por su parte, propusieron un método de monitoreo
de calidad de agua por medio de drones realizando observaciones
multitemporales en rios urbanos y mostraron asi los cambios de calidad de agua
en el eje del tiempo utilizando teledeteccién multiespectral. Se han usado también
drones con sensores LIDAR los cuales han logrado generar modelos de
elevacion, perfiles topograficos, intensidad de nube de puntos ortomosaicos de
alta resolucibn con una precision centimétrica la cual genera una alta
confiabilidad del uso de sus datos en cualquier aplicacion geoespacial regional o
local (Vega et al., 2025: Rodriguez et al., 2026).

De esta manera se observa la importancia y necesidad de aplicacién de estas

tecnologias en los sistemas de manejo de informacion.
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1.1.6 Imagenes satelitales

Las imagenes satelitales han sido fundamentales en la exploracion y el estudio
del planeta desde la era espacial. Comenzando con los primeros satélites de
observacion de la Tierra en la década de los 60°s, la captacion de imagenes
desde el espacio ha evolucionado significativamente a lo largo de los afios. Los
primeros satélites, como Landsat 1 lanzado en 1972, ofrecian una resolucién
espacial relativamente baja, con pixeles de alrededor de 80 metros (NASA,
2024). Sin embargo, a medida que la tecnologia avanzo, se desarrollaron nuevos
sensores y plataformas satelitales que mejoraron drasticamente la calidad y la

utilidad de las imagenes.

Uno de los aspectos clave en la evolucion de las imagenes satelitales ha sido el
aumento de la resolucion, la disminucion de la nubosidad y el aumento de las
bandas espectrales. Actualmente, satélites de observacion de la Tierra, como los
de la mision Sentinel de la ESA vy los satélites Landsat operados por la NASA y
el USGS, pueden capturar imagenes con resoluciones de hasta 10 y 30 metros
por pixel respectivamente. Esta mejora en la resolucién ha permitido un analisis
mas detallado y preciso de las caracteristicas terrestres, facilitando aplicaciones
como el monitoreo de cambios en la cobertura y uso del suelo, la evaluacion de
impactos ambientales, la planificacion y gestion urbana, el seguimiento de
actividades agricolas y la deteccion de cambios en cuerpos de agua, como rios
y lagos (Carroll, 2022).
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Figura 4. Imagen Sentinel-2

Fuente: ESA, rio Yangtse de Chongqging, China

Algunas de las misiones de imagenes satelitales mas importantes y utilizadas
en la actualidad para monitorear y proteger los bosques tropicales (Vizzari, 2022)
son la constelacion de satélites Sentinel-2 de la ESA, los satélites Landsat (7 y
8) y la iniciativa noruega NICFI, que utiliza imagenes de alta resolucion de Planet
Labs. Estas misiones han sido fundamentales para avanzar en nuestra
comprensiéon y gestion del medio ambiente, incluidos los estudios sobre rios
urbanos y otros recursos hidricos. Es importante sehalar que, aunque existen

otras misiones con una resolucién superior que pueden proporcionar un analisis
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mas detallado, su costo elevado dificulta su aplicacion en las areas que mas

requieren este tipo de apoyo.

1.1.7 Imagenes multiespectrales

Una imagen multiespectral es aquella que captura datos espaciales registrando
la reflectancia o emitancia en rangos especificos de longitud de onda a lo largo
del espectro electromagnético, abarcando generalmente desde el espectro
visible (aproximadamente 400 nandmetros) hasta el infrarrojo de onda corta
(alrededor de 2500 nandémetros), e incluso extendiéndose al infrarrojo térmico.
Para lograr esto, los sensores utilizan filtros épticos o detectores especializados
que separan la radiacion entrante en distintas bandas espectrales. Comunmente,
estas adquisiciones incluyen las bandas del espectro visible (Azul, Verde y Rojo),
asi como regiones imperceptibles para la visibn humana, tales como el Infrarrojo
Cercano (NIR) y el Infrarrojo de Onda Corta (SWIR). El registro simultaneo en
estas multiples bandas permite extraer informacion biofisica y radiométrica
detallada de las cubiertas terrestres, superando las limitaciones de los receptores
biolégicos RGB del ojo humano (Li & Liu., 2019).
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Figura 5. Imagen multiespectral

Fuente: Flickr

En este contexto, la integracion de camaras multiespectrales proporciona
imagenes de alta resolucion espacial con informacién digital georreferenciada y
de disponibilidad inmediata. Esta tecnologia permite el uso de diversas cargas
utiles, abarcando desde camaras oOpticas RGB y térmicas, hasta sensores
multiespectrales y en algunas ocasiones hiperespectrales que amplian
significativamente la capacidad de adquisicion de datos ambientales (Fernandez
et al., 2016).

Respecto a sus aplicaciones practicas, diversos autores han demostrado su
eficacia en ecosistemas acuaticos. Por ejemplo, De Giglio et al. (2020) utilizaron
VANT equipados con sensores multiespectrales abarcando las regiones

ultravioleta e infrarroja para identificar residuos plasticos en entornos fluviales.
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Esta metodologia permitié desarrollar mapas tematicos que clasifican la cantidad,
tipologia y el estado de degradacion de dichos contaminantes. De manera
complementaria, Choo et al. (2018) implementaron técnicas de percepcion
remota mediante VANT para evaluar la calidad del agua en el rio Nakdong,
utilizando la concentracion de clorofila-a como bioindicador a través del analisis

de ortomosaicos y el calculo del NDVI.

Estos antecedentes reafirman la importancia de emplear imagenes
multiespectrales adquiridas por VANT para la gestion, el monitoreo y la
conservacion de cuerpos receptores de agua (tales como rios urbanos, lagos y
embalses) y del ecosistema en general. Para contextualizar los principios fisicos
detras de estas capturas, la siguiente figura ilustra la distribucién del espectro
electromagnético y sus correspondientes longitudes de onda. A continuacion, en
la Figura 6 se observa en la siguiente Figura la representacion de un espectro

electromagnético y sus longitudes de onda.
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Figura 6. Espectro electromagnético
Fuente: HormonesBalance
La Figura 6 evidencia las distintas regiones del espectro electromagnético,
ubicando la estrecha porcidbn correspondiente al espectro visible. La
caracteristica fundamental de las camaras multiespectrales radica en su
capacidad para registrar la reflectancia electromagnética en bandas que

trascienden las limitaciones del ojo humano. Esta amplitud de deteccion permite
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el desarrollo de multiples aplicaciones de analisis espacial, tales como la
evaluacion de la calidad del agua en rios urbanos y el monitoreo continuo del

deterioro ambiental en su entorno.
1.1.8 Google Earth Engine

En los ultimos afos se ha conocido una inmensa informacion satelital obtenida
a escala global, recopilada por diferentes agencias o sensores a nivel mundial,
conformando un vasto repertorio como lo son MODIS, Sentinel y Landsat como

las de mayor importancia actualmente (Yang et al., 2016).

Actualmente, el principal desafio para la comunidad cientifica no radica en la
disponibilidad de datos satelitales, sino en la capacidad computacional y técnica
para procesar y analizar de manera eficiente estos grandes volumenes de
informacion (Wang et al., 2015; Yang et al., 2017). Histéricamente, otra limitante
significativa ha sido la gestion local de estos recursos; la descarga de escenas
satelitales constituia un proceso ineficiente que demandaba tiempos
prolongados. Sumado a esto, los equipos de cdmputo convencionales
frecuentemente carecian de la capacidad de almacenamiento y memoria
necesaria, lo que convertia el manejo de datos geoespaciales a gran escala en

una tarea compleja y computacionalmente restrictiva (Perilla & Frangois., 2020).

Para superar estas limitantes computacionales, a finales de 2010 surgié GEE,
una plataforma disefiada para facilitar analisis complejos con grandes volumenes
de datos, expandiendo asi las fronteras de la ciencia en teledeteccion. Esta
herramienta permite el procesamiento de informacion geoespacial directamente
en la nube, eliminando la dependencia de los recursos de almacenamiento y
procesamiento locales del usuario. Asimismo, el catalogo de GEE se actualiza
continuamente mediante su integracion directa con diversos programas
satelitales, poniendo a disposicidbn adquisiciones en tiempo real. En
consecuencia, GEE representa una solucion tecnoldégica innovadora para el
manejo de datos geoespaciales masivos (Big Data), lo cual agiliza la obtencion
de resultados y facilita la formulacion de estrategias oportunas frente a

problematicas ambientales globales (Gorelick et al., 2017).
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La arquitectura de esta plataforma se contempla por medio de tres
componentes principales. El primero corresponde a la infraestructura de
servidores de Google, la cual otorga a los usuarios acceso a un procesamiento
paralelo distribuido a través de miles de unidades centrales de procesamiento
(CPUs). Esta capacidad computacional incrementa exponencialmente la
velocidad de analisis frente a los equipos de computo individuales; en
consecuencia, flujos de trabajo geoespacial que de manera convencional
requeririan meses o afnos para completarse, ahora se ejecutan en cuestion de

dias, horas o incluso minutos (Moore, 2017).

El segundo elemento es el acervo de datos (Datasets). GEE contiene un gran
conjunto de datos, incluyendo datos sin procesar, datos preprocesados, modelos
de elevacion y extensiones de productos a nivel global, nacional y regional (Zhao
Q., eta, 2021). Uno de los mas usados es el conjunto de datos Landsat utilizados
principalmente para hacer analisis multitemporales y actualmente tienen 7
satélites multiespectrales los cuales son: Landsat 1-3 (1972-1983), Landsat-4
(1982-1993), Landsat-5 (1984-2012), Landsat-7 (1999—presente) y Landsat-8
(2013-presente) Landsat-9 (2019- presente). GEE también incluye dentro de su
Datasets los satélites Sentinel desarrollados por la ESA. La coleccion Sentinel
incluye RADAR de apertura sintética Sentinel-1 (SAR) (2014—presente), Sentinel-
2 multiespectral (2015-presente), Sentinel-3 Ocean and Land Color (2016-
presente) y conjuntos de datos de monitoreo troposférico en Sentinel-5P (2018-
presente). Otro de los conjuntos de datos importantes en GEE son las imagenes
de MODIS. MODIS presenta un gran potencial en la cartografia NRT de la
superficie terrestre a nivel nacional y global, adquiriendo imagenes en 36
espectros cuyas resoluciones espaciales van desde los 250 metros hasta 1
kilbmetro. Las series temporales de MODIS estan disponibles en el catalogo de
datos de GEE desde el afio 2000 hasta la actualidad, lo que facilita el analisis

temporal en todo el mundo (Amani et al., 2020).

El tercer elemento es la API, la cual consiste en una serie de comandos y

funciones preestablecidas, escritos en lenguaje JAVA, que permite una
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programacion sencilla al desarrollar algoritmos para las investigaciones. Sin
embargo, dichas funciones no pueden modificarse ni tampoco se puede acceder
a su cddigo, lo cual impide al usuario realizar modificaciones para lograr analisis
alternativos a los preestablecidos (Chien et al., 2018). A continuacién, se observa

una imagen general de la vista de GEE y algunas de sus funciones.
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Figura 7. Descripcion general GEE

Fuente: Amani, 2020

GEE ha sido utilizado para evaluar y monitorear la calidad del agua, en
especial los parametros de sélidos suspendidos totales, demostrando que
pueden procesarse grandes extensiones de imagenes Sentinel-2, y extraerse
valores espectrales para desarrollar modelos empiricos de la calidad del agua y
visualizar los resultados usando mapas de distribucion, tal es caso de la
investigacién realizada por Pangihutan et al., (2022) en el rio Belawan, donde se
aplicé el uso de GEE en épocas lluviosas y secas concluyendo su factibilidad

para el mapeo de los patrones de distribucion de los SST.

Por otro lado, Kwong y colaboradores (2022) utilizaron la misma técnica en el
mar en Hong Kong logrando preprocesar todas las imagenes Sentinel-2, y

concluyeron que la integracion de imagenes satelitales, mediciones in situ y GEE
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ofrecen nuevas oportunidades para proporcionar predicciones rentables y
oportunas de los parametros de calidad de agua. Asimismo, Nguyen, et al. (2022)
desarrollaron un modelo para evaluar la calidad del agua de mar utilizando GEE
en la bahia Rach gia en Vietnam. Por su parte Wang y colaboradores (2020)
investigaron un método para la extraccién de agua (rios, lagos) utilizando
imagenes Landsat en GEE. Este estudio desarrollé un entrenamiento offline y
una prediccidn online (OTOP, por sus siglas en inglés) para su modelo.
Determinando asi, la importancia de GEE para la extraccion de la clase de agua
en rios y lagos. Concluyendo que GEE es una plataforma efectiva y conveniente
para el estudio de calidad de agua sin costo alguno y que no se requieren equipos
costosos para almacenar y procesar el conjunto de imagenes utilizado.
Demostrando de esta forma la importancia de GEE en los estudios de monitoreo
de calidad del agua los cuales pueden ser apoyados por modelos que ayuden en

la gestion de los rios urbanos en todo el mundo.
1.1.9 Inteligencia artificial y Machine Learning

La IA se conoce como la capacidad de una maquina para usar algoritmos,
aprender de los datos y utilizar lo aprendido en |la toma de decisiones tal y como
lo haria un ser humano, es decir la habilidad de una maquina para simular el
comportamiento y actividades propias de la inteligencia humana (Gunning D et
al., 2017; Hamet P & Tremblay J., 2017). Por ejemplo, la 1A puede aprender de
ejemplos y experiencias, reconocer objetos, tomar decisiones, resolver
problemas, entre otras multiples funciones. En la actualidad se encuentra en los
servicios de correo electrénico, automatizacion de procesos industriales,

procesamiento de lenguaje natural, etc.

Ahora bien, ML es una rama de la inteligencia artificial que permite que las
maquinas aprendan por si solas a partir del procesamiento de datos, identificando
ciertos patrones con los cuales se pueden hacer predicciones. Esta rama de la
inteligencia artificial usa como base la estadistica y se divide en diferentes
campos Yy puede ser utilizado en areas de la medicina, tecnologias, marketing e

ingenieria (Zhu et al., 2022; Jalife., 2022). Ademas, dentro de la ingenieria estas
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tecnologias encuentran aplicaciones particularmente en el monitoreo de la
calidad de agua en rios urbanos (Fu et al., 2022). Esto implica la posibilidad de
desarrollar un modelo predictivo para la calidad del agua en dichos cuerpos
receptores de agua, mediante la integracion de tecnologias satelitales,

plataformas como GEE y técnicas de aprendizaje automatico, como lo es ML.

Aunado a lo anterior, se han hecho investigaciones en las areas mencionadas,
como Peterson y colaboradores (2020) que desarrollaron un modelo de
aprendizaje automatizado DL para la estimacion de algas verdeazuladas, Chl,
OD vy turbidez. Este modelo se aplicd para datos entre 2013-2018 y a la vez
compararon su algoritmo con otros estudios de ML con la finalidad de analizar su
regresion. Dentro de sus resultados obtuvieron, para los parametros
fisicoquimicos mencionados anteriormente, regresiones entre 0.84-0.91 y a su
vez elaboraron un EDA para encontrar anomalias generando asi un eficiente

valor agregado a la ciencia del agua mediante el uso de ML.

De igual manera, investigadores como Chen (2021) implementaron modelos
de Machine Learning en el rio Nanfei para predecir la calidad de agua en rios
urbanos de China. En su estudio utilizaron imagenes de VANT y datos
caracterizados in situ para sus datos de entrenamiento y validacion. Ademas,
tuvieron en cuenta los siguientes parametros: Clorofila, fésforo total, nitrogeno

total y turbiedad obteniendo predicciones entre 60-85%.
1.2 Justificacion

En México, los rios enfrentan una vulnerabilidad significativa debido al
agresivo desarrollo de las ciudades, las cuales generalmente carecen de
regulaciones y supervision adecuadas. Ademas, los gobiernos no cuentan con la
estructura necesaria para llevar a cabo una inspeccion y vigilancia de los cauces.
Como resultado, las principales fuentes contaminantes en los rios urbanos estan
relacionadas con la presencia de asentamientos regulares e ilegales y sus
vertimientos al cauce, asi como la acumulacién de residuos soélidos y el hecho de
no contar con Plan de Gestidn Integral que considere a los rios urbanos agrava

esta problematica.
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En este contexto, la calidad del agua de los rios se ha convertido en un desafio
importante para los gobiernos locales y regionales, asi como para los organismos
encargados de la gestion del agua. La evaluacion periodica de la calidad del agua
de los ambientes I6ticos (rios) es esencial para garantizar la salud publica y el

cuidado del medio ambiente.

Debido a las multiples problematicas generadas por la expansién urbana en
las zonas aledanas a los rios (también conocidas como zonas riparias o planicies
de inundacioén), el uso de las herramientas geoespaciales (imagenes satelitales)
junto con la aplicacién de imagenes obtenidas con VANT y el uso de modelos de
ML han demostrado ser una metodologia util y efectiva en la prediccion de la

calidad del agua de estos ecosistemas.

El presente estudio tiene como objetivo desarrollar un modelo de
prediccion basado en Machine Learning para estimar la calidad del agua de
los rios urbanos utilizando herramientas geoespaciales y tecnologia de
VANT. Los resultados de esta tesis tendran implicaciones importantes para la
gestion del agua en las areas urbanas, ya que ademas dan cumplimiento al
indicador 6.3.2. de los ODS, y se respalda a los organismos encargados de la
gestion del agua con informacién para la toma decisiones mejor informadas y
eficaces sobre la calidad del agua de los rios urbanos del Area Metropolitana de

Monterrey, por lo tanto, se espera mejore la calidad de vida de la poblacion.

2 Hipétesis

El uso de las herramientas geoespaciales, tecnologia VANT vy la inteligencia
artificial permitieron desarrollar un modelo de prediccidon que logré estimar y
evaluar la calidad del agua de los rios urbanos.

DIOIA: KEVIN RODRIGUEZ GONZALEZ



3 Objetivo General

e Desarrollar un modelo GeoAl para el monitoreo de la calidad del agua de
rios urbanos en el Noreste de México utilizando técnicas de Machine

Learning y herramientas geoespaciales.

3.1 Objetivos Especificos

e Identificar y ubicar espacialmente las principales problematicas
socioambientales que influyen directa o indirectamente en la gestion de

los rios urbanos, asi como sus principales fuentes de contaminacion.

e Desarrollar diversas clasificaciones de uso de suelo por medio de
algoritmos de Machine Learning (Random Forest, K-Means Clustering,
Support Vector Machine y CART) que permitieron identificar los cambios

en las temporadas de estiaje y lluvia para el periodo 2016-2019.

e I|dentificar la continuidad del rio Pesqueria por medio técnicas de
geoprocesamiento con la finalidad de obtener la mascara de agua para las

temporadas estudiadas.

e Identificar la calidad de agua del rio Pesqueria con la ayuda de indices
espectrales y datos in situ para obtener un modelo predictivo basado en

Machine Learning.

4 METODOLOGIA

El enfoque metodolégico descriptivo y el tipo de investigacion estan
soportados en el caracter técnico e interdisciplinar del trabajo y en el uso de
herramientas geoespaciales para el monitoreo de calidad de agua en los rios
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urbanos (Pesqueria). En este apartado se explicara a detalle la metodologia con

la que se desarroll6 esta investigacion.
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Figura 8. Metodologia general.
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4.1 Area de estudio

El area de estudio general corresponde a la cuenca del rio Pesqueria la cual
abarca alrededor de 75 km lineales del rio contemplando los municipios de
Garcia, Monterrey, Escobedo, Apodaca, San Nicolas y Pesqueria. También, se
realizé una experimentacion dentro de un area especifica de 17 km lineales de
poniente a oriente atravesando los Municipios de General Escobedo y Apodaca.
En la siguiente Figura se observa el area de estudio de la investigacion y el area

seleccionada.
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Figura 9. Area de estudio y sitio de experimentacién
Fuente: Elaboracién propia
En la zona mayormente urbanizada del rio Pesqueria se observo un patrén
diverso de uso del suelo debido a los cambios que se han presentado en los
ultimos afos. La clasificacion del uso de suelo es fundamental para comprender

mejor las dinamicas que afectan a este importante cauce fluvial, en este contexto
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el uso de los sensores remotos se vuelve una herramienta muy valiosa para
abordar este tipo de estudios a gran escala acoplados con subconjuntos de la

inteligencia artificial.
4.1.1 Clima e hidrologia

En zonas semiaridas, sistemas fluviales como el rio Pesqueria fundamentan
su caudal casi exclusivamente en los eventos de precipitacion, debido a su
ubicacion sobre sustratos rocosos o acuiferos de baja profundidad. Esta
configuracion geohidrologica propicia episodios frecuentes de estiaje (Mora et al.,
2017). Asimismo, las propiedades fisicoquimicas del agua estan determinadas
principalmente por la naturaleza de las lluvias y la dinamica de los suelos
superficiales (Montgomery & Buffington, 1997; Rinaldi et al., 2016). Por otro lado,
la urbanizacion de la cuenca del Pesqueria ha introducido multiples descargas
artificiales que alteran su régimen de flujo, lo cual reduce significativamente la
resiliencia del cuerpo de agua y su capacidad de autodepuracion frente a los

contaminantes.
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Figura 10. Datos climaticos en Nuevo Ledn y en la cuenca Pesqueria

Fuente: Elaboracién propia con datos Geograficos de la carta de climas

La cuenca de estudio se caracteriza por un clima predominantemente
semiarido calido, con isotermas anuales que oscilan entre los 18 y 22 °C, una
elevacién media de 542 m s.n.m. y un relieve de pendiente suave (0.4 %) (Castro-
Lopez., et al., 2019). Geograficamente, se inscribe en la Region Hidrolégica 24
Bravo-Conchos y forma parte de la cuenca del rio San Juan; este sistema hidrico
atraviesa los estados de Coahuila, Nuevo Ledn y Tamaulipas, drenando una
superficie total de 30,562 km? hasta su desembocadura en la presa El Azucar, en

Camargo, Tamaulipas (Ferrifio & Burgos, 2015).

La precipitacion presenta una marcada estacionalidad, con un promedio anual
cercano a los 600 mm concentrados de mayo a octubre. No obstante, el area es

altamente vulnerable a fendmenos hidrometeoroldégicos  extremos.
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Histéricamente, en estaciones cercanas a General Escobedo se han
documentado precipitaciones maximas en 24 horas de 253 mm (1988) y 280 mm
(2010), destacando el impacto del huracan Gilberto (1988), el cual ocasiond
desbordamientos criticos en el rio Pesqueria y otros afluentes del Area

Metropolitana de Monterrey.

Esta variabilidad pluvial incide directamente tanto en la susceptibilidad a
inundaciones como en la calidad del recurso hidrico. Si bien los picos de
escorrentia superficial propician la dilucién de contaminantes, simultaneamente
provocan el arrastre de solidos suspendidos y descargas urbanas hacia el cauce,
alterando drasticamente el equilibrio ecologico del sistema (Yang et al., 2021).
Asi, el comportamiento hidroclimatico de la cuenca esta dictado por la dicotomia
entre sequias prolongadas y lluvias torrenciales, o que hace imperativa la

implementacion de evaluaciones holisticas para su gestion.
4.1.2 Relieve y Geologia

La Figura 11 ilustra las provincias fisiograficas de México establecidas por la
CONABIO a escala 1:1,000, 000. Esta regionalizacion proporciona una
perspectiva macroscopica del relieve nacional, delimitando unidades espaciales
provincias y subprovincias de relativa homogeneidad geomorfologica. Dichas
unidades fueron definidas a partir de la integracién sistematica de variables

topograficas, geoldgicas, hidrologicas y edafolégicas.
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Figura 11. Fisiografia de México y la cuenca del rio Pesqueria segun clasificacion de INEGI

Fuente: Elaboracion propia con datos obtenidos por INEGI

Sierra Madre Oriental

Esta provincia fisiografica domina la porcion occidental del estado de Nuevo
Ledn y alberga la secuencia estratigrafica mas antigua de la entidad. Su
basamento incluye esquistos precambricos y formaciones triasicas constituidas
por areniscas y alternancias de lutitas-areniscas. Durante el Jurasico Superior, la
litologia se caracteriz6 por afloramientos masivos calcareos, evaporiticos (yesos)
y asociaciones de ambos, acompafnados de secuencias terrigenas. Por su parte,
el Cretacico se distingue por una extensa cobertura de calizas, lutitas y facies
mixtas. Posteriormente, en el Terciario, la intrusion de cuerpos igneos de
composicién acida e intermedia afectd y modificd localmente las rocas
sedimentarias mesozoicas. A este periodo también corresponden los
conglomerados depositados en los piedemontes serranos, a los que se

superponen los depdsitos aluviales del Cuaternario.

GAANDES LLANURAS DF MORTERMERICA
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Desde el punto de vista tectdnico, la Sierra Madre Oriental presenta una alta
complejidad estructural. Su relieve esta gobernado por un vasto sistema de
pliegues (anticlinales y sinclinales) dislocados por fallas normales de gran
magnitud y numerosas cabalgaduras (fallas inversas), las cuales han alterado

drasticamente la disposicion estratigrafica original (salinas. 2018).

Llanura Costera del Golfo Norte

Esta provincia fisiografica se despliega a lo largo del margen oriental del
estado de Nuevo Ledn, configurando una franja de relieve predominantemente
llano. Topograficamente, se distingue por sus bajas cotas altimétricas y un
modelado suavemente ondulado, dominado por potentes secuencias
sedimentarias recientes. Su basamento litolégico esta constituido de forma
primordial por depdsitos clasticos cenozoicos (Terciario y Cuaternario) tales
como lutitas, areniscas, limos y gravas, originados a partir de dinamicas
fluviomarinas pretéritas. Al ser materiales con un bajo grado de consolidacion,
suelen subyacer a horizontes edaficos modernos que presentan una alta

susceptibilidad a la erosion.

Durante el Cuaternario, los procesos exdgenos esculpieron extensas planicies
aluviales, sistemas de terrazas y abanicos fluviales, propiciando la acumulacion
de suelos de alta fertilidad. Esta vocacion edafica y topografica confiere a la
provincia un caracter estratégico para el desarrollo agroindustrial, la expansion

urbana y el despliegue de infraestructura.

Desde la perspectiva estructural, la llanura muestra una notable estabilidad
tectonica, con escasa deformacion en contraste con el relieve escarpado del
occidente. No obstante, se han identificado sistemas de fallamiento menor y
procesos de subsidencia localizada; estos ultimos estan asociados tanto a la
compactacion natural de sedimentos finos como a forzantes antropicos,

destacando la extraccion intensiva de agua subterranea y la fracturacion
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hidraulica (fracking). Hidrolégicamente, la provincia funciona como el principal
colector del drenaje regional al captar la escorrentia superficial de la Sierra Madre
Oriental. Esto constituye asi una zona de transicién orografica fundamental,

dentro de la cual se asienta la cuenca del rio Pesqueria.

Tabla 2. Superficie a nivel estado- geologia (%)

Era Periodo Roca o suelo Total de
superficie
Clave Nombre Clave  Nombre Clave Nombre (%)
S Sedimentaria 2.52
Q Cuaternario
Su Suelo 31.63
C Cenozoico i
l . 'tgne.a 0.22
T Terciario Intrusiva
S Sedimentaria 22.95
K Cretécico S Sedimentaria 39.96
M Mesozoico
J Jurasico S Sedimentaria 1.87
Otro 0.85
Fuente: INEGI

4.1.3 Crecimiento poblacional

De acuerdo con la Figura 13, desde la década de 1930 México ha registrado
un incremento demogréfico, el cual se ha desarrollado de manera paralela a un
acelerado proceso de expansioén urbana a nivel nacional. Esta dinamica ha
propiciado que la poblacion se consolide en zonas metropolitanas, conformadas
por nucleos urbanos principales y sus respectivos municipios periféricos
conurbados. En este contexto, el AMM se muestra como una de las
aglomeraciones mas extensas y dinamicas a nivel nacional, superada territorial y
demograficamente unicamente por la Zona Metropolitana del Valle de México. En
la Figura 13 se observa el crecimiento demografico desde 1910 hasta 2020 de

México, Nuevo Ledn y la cuenca de Pesqueria conjuntamente.
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Crecimiento poblacional de México, Nuevo Leodn y la Cuenca Pesqueria
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Figura 13. Crecimiento poblacional de México, Nuevo Leén y la cuenca Pesqueria

Fuente: INEGI

4.2 Estructura general del rio Pesqueria

4.2.1 Levantamiento topografico y geomorfolégico mediante tecnologia

LiDAR

Para determinar la estructura geomorfoldgica y extraer los perfiles topograficos
de detalle del cauce del rio Pesqueria, se realizdé un levantamiento topografico y
fotogramétrico de alta resolucion. La adquisicion de datos se llevd a cabo
utilizando un drone DJI Matrice 350 RTK, equipado con el sensor LiDAR
Zenmuse L2. Este escaner laser aéreo, que opera con una longitud de onda de
905 nm, posee la capacidad de registrar hasta cinco retornos por pulso, logrando
una precision posicional de 2 cm (RMS 10) en rangos de hasta 150 m. El sistema
integra de manera simultanea una camara RGB con un sensor CMOS 4/3 de 20
megapixeles, lo cual permitid proporcionar contexto visual y colorizacion

fotorrealista a la nube de puntos tridimensional.

Los vuelos fueron planificados a una altitud operativa entre 90 a 100 m sobre

el nivel del terreno (AGL, por sus siglas en ingles), manteniendo traslapes

(millones de habitantes)
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frontales y laterales de entre el 75 % y el 80 %. Esta configuracién de vuelo
garantizo la captura de nubes de puntos de alta densidad (Rodriguez et al., 2026),
almacenadas en formato LAS 1.4. El procesamiento de gabinete consistio en la
segmentacion de la nube de puntos y la aplicaciéon de filtros para la remocion de
la cubierta vegetal y elementos antrdpicos. Esto permitié aislar los retornos
correspondientes al terreno desnudo para generar Modelos Digitales de
Elevacion de alta precision, los cuales se contemplaron como insumo principal
para el trazado de los perfiles topograficos transversales y longitudinales del
cauce. Asi como también se obtuvieron ortomosaicos y modelos 3D de algunas

secciones del rio Pesqueria y sus zonas aledafnas.
4.2.2 Analisis multitemporal de problematicas socioambientales

De forma complementaria a la caracterizacion geométrica, se realizé un
diagndstico visual de las presiones antropicas sobre el sistema fluvial. Para ello,
se generaron ortomosaicos de alta resolucidon a partir de las imagenes
capturadas por el sensor RGB del VANT. Estos productos fotogramétricos
recientes se contrastaron espacialmente con un registro histérico de imagenes
de satélite extraidas de la plataforma GEE. La superposicion y el analisis
comparativo de estas fuentes opticas permitieron identificar y cartografiar la
evolucion de las principales problematicas socioambientales a lo largo del cauce,
tales como asentamientos irregulares, zonas de disposicion clandestina de
residuos, deforestacion de la vegetacion riberena y alteraciones directas en la

llanura de inundacion.
4.2.3 Analisis ambiental
Analisis multitemporal de covariables ambientales

Para evaluar la dinamica hidroclimatica y la respuesta ecosistémica de la
cuenca durante el periodo 2000-2025, se procesé una serie de covariables
satelitales utilizando la plataforma GEE. Se extrajeron cuatro parametros
fundamentales: precipitacion mensual-CHIRPS, LST, NDVI y temperatura del
aire a 2 metros de altura (T2M).

DIOIA: KEVIN RODRIGUEZ GONZALEZ



El flujo de procesamiento espacial consisti6 en calcular la media espacial
mensual para cada variable dentro del area de estudio. Para cuantificar la
heterogeneidad territorial de estos parametros, se extrajeron los percentiles 10 y
90 (P10-P90), delimitando asi el rango de dispersion espacial intra-mensual. En
el ambito temporal, se aplicd un suavizado estadistico mediante una media movil
de 12 meses; esto permitid filtrar el ruido estacional y aislar las tendencias
interanuales subyacentes. Finalmente, la evolucidn de estas métricas se
intersectd temporalmente con forzantes climaticos clave, contrastando la
respuesta de la temperatura y la vegetacion frente a episodios de déficit hidrico
(Sequia 2011-2013, fendbmeno de la Triple La Niha y la crisis hidrica de
Monterrey) y eventos de precipitacion extrema asociados a ciclones tropicales
(Emily, Alex y Alberto), esto con la finalidad de contemplar un analisis historico

de las principales condiciones ambientales del area de estudio.

indices de Evaluacion Urbana

A demas de lo mencionado anteriormente, se desarrollé otro analisis espacial
conforme a las presiones ecolégicas y urbanas en la cuenca del rio Pesqueria
mediante un flujo de geoprocesamiento en la plataforma GEE a una resolucién
de 30 metros con imagenes Landsat. Esta metodologia se estructuré en dos
etapas secuenciales: la primera enfocada en la derivaciéon y normalizacién de
variables base, y la segunda centrada en el modelo para la identificacion de

zonas criticas explicadas a continuacion.

Etapa 1: Preprocesamiento y derivacion de subindices tematicos

En la primera fase, se procesaron colecciones de datos satelitales para extraer
variables crudas que logran capturar la dinamica fisica y espectral del territorio.
Estas variables incluyeron indicadores de intensidad urbana (superficie
construida mediante GHSL e indice NDBI), salud ecoldgica (indice NDVI) y estrés

térmico (anomalias de Temperatura Superficial-LST).
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Para estandarizar la escala de analisis, todas las variables fueron
normalizadas internamente respecto a los umbrales de la cuenca (percentiles 2
y 98). A partir de estos insumos, se construyeron cuatro subindices tematicos
fundamentales: URB, Vegetacion obteniendo VEG, Hidrolégico como HID y CLI,
los cuales sirvieron como soporte para la construccion de los indices sintéticos

de la siguiente fase.

Etapa 2: Modelado de los indices de Convergencia y Degradacion
Ambiental-Urbana

A partir de las variables y subindices de la Etapa 1, se disefid¢ un modelo
espacial basado en dos indices complementarios y metodolégicamente distintos:
el ICU y el IDAU.

o ICU: Conceptualizado para detectar los frentes de expansién activa, este
indice evalua donde coexisten multiples presiones territoriales. Posee una
formulaciéon geométrica, asumiendo que la falta de una sola dimensién
penaliza el valor global. Esto permite identificar entornos periféricos que
aun conservan complejidad ambiental, pero que estan sometidos a
procesos de transformacion. A continuacion, se presenta la ecuacion

contemplada.

ICU = (URBxVEGxHIDxCLI) /4

Ecuacion 1. ICU
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o IDAU: En contraste, el IDAU fue disenado para medir el dafio ecolégico

consumado. Su formulacién es aditiva, partiendo de la premisa de que las

presiones ambientales en el nucleo urbano se acumulan de manera lineal

sobre el sistema:

IDAU = (IntURBx0.35) + (ETx0.35) + (DVx 0.3)

Donde:

Ecuacion 2. IDAU

INtURB: Intensidad Urbana, ET: Estrés térmico,DV: Déficit de vegetacion

La intensidad urbana se calculé ponderando la superficie construida y

el NDBI (excluyendo zonas de transicion); el estrés térmico se derivo de

las anomalias de LST; y el déficit de vegetacion se establecié como el

inverso de los valores normalizados del NDVI.

4.3 Analisis de imagenes NICFI

El estudio, procesamiento y uso de imagenes satelitales en esta investigacion

utilizé como apoyo la plataforma GEE, la cual ha sido desarrollada para facilitar

el analisis a gran escala de datos geoespaciales. Para el manejo de GEE se

necesita un conocimiento en programacién Javascripyt o Phyton y las siguientes

consideraciones:

Manejo de Google Earth Engine.

APls.

Catalogo y capas de datos.
Satélites.

Capas.

Code editor
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4.3.1 Imagenes satelitales

En esta investigacion se usaron imagenes satelitales NICFI para la
clasificacion de uso y cobertura de suelo del area experimental. A diferencia de
las imagenes satelitales comerciales de muy alta resolucion (tabla 3) que pueden
tener costos elevados, las imagenes NICFI se encuentran por medio de una
licencia gratuita la cual se puede enlazar directamente a GEE para su uso
continuo y avanzado. En la Tabla 3 se observan las especificaciones técnicas de

este sensor.

Tabla 3. Especificaciones NICFI

N° Banda Nombre de la banda Resolucion espacial

(m)
1 Azul 4.7
2 Verde 4.7
3 Rojo 4.7
4 NIR 4.7

Fuente: Adaptado de: Google Earth Engine

Los datos de NICFI se han optimizado para reflejar la superficie estandar. Los
mapas base estan disefiados para aplicaciones cientificas generales y son
especialmente adecuados para algoritmos de clasificacién de cobertura terrestre
y otras aplicaciones de investigacion basadas en el tiempo (Pandey et al., 2023).
En esta investigacion se emple6 una serie temporal de datos satelitales
adquiridos para el periodo de 2016 al 2019, con el fin de realizar un analisis de
la dinamica espacio-temporal de la cobertura terrestre y el uso del suelo.

Por otra parte, estas temporalidades contemplaron imagenes captadas durante
diferentes épocas fenoldgicas, abarcando tanto periodos de estiaje como la
época de lluvias, esto permitié caracterizar las variaciones estacionales que
presentaron las diferentes clases de suelo y agua en el rio Pesqueria a lo largo
de la zona urbana. En general se tuvieron en cuenta 5 temporadas de las cuales

3 son de estiaje y 2 de lluvias tal y como se observa en la Tabla 4.
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Tabla 4. Periodos de estiaje y lluvia por temporada

Imagenes Temporada o Ano
satelitales época
Seca 2016-2017 -
(16_17)
Lluvias 2017-2017 -
(17_17)
Seca 2017-2018 -
NICFI (17 18)
Lluvias 2018-2018 -
(18_18)
Seca 2018-2019 -
(18_19)

Fuente: Elaboracién propia

Las temporadas se definieron sobre la base de datos histéricos de valores
mensuales totales de temperatura y lluvia (promedio de 2008 a 2017) realizada
por (Meléndez et al.,, 2020), que se obtuvieron de las estaciones del SIMA
ubicadas dentro del area de estudio. De acuerdo con esto se tuvo en cuenta la
estacion seca (noviembre, diciembre, enero, febrero, marzo y abril) y la estacion

de lluvias (mayo, junio, julio, agosto, septiembre y octubre).

4.4 Clasificacion de imagenes

Para la clasificacion de uso de suelo se tuvieron en cuenta 4 algoritmos de ML,

los cuales seran explicados a detalle a continuacion.

4.41 Support Vector Machine

Las Maquinas de Vectores de Soporte-SVM se presentan como uno de los
algoritmos estadisticos de aprendizaje automatico mas valiosos y recomendados
por la comunidad cientifica para la clasificacion de imagenes satelitales
(Sheykhmousa et al., 2020). Esto se debe a la capacidad de analizar
eficientemente las clasificaciones de uso y cobertura del suelo, con una notable

aptitud para procesar comportamientos tanto lineales como no lineales. El
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modelo SVM se fundamenta en un sofisticado principio de minimizacion del
riesgo estructural, lo que lo posiciona como un algoritmo particularmente efectivo
en la clasificacion de imagenes multiespectrales e incluso hiperespectrales
(Ouma et al., 2022).

Aunado a lo anterior, este proceso va precedido de una serie de ecuaciones
las cuales se muestran a continuacion. Para el entrenamiento se emplea la

siguiente ecuacion.

T ={(x1, y1), (X2, y2)....,(Xn, ¥n)}, X1 € R%ndyi € (—1, + 1) (1)
Ecuacién 3. Datos de entrenamiento etiquetados

Donde x1 representa el vector de caracteristicas que describe las propiedades
espectrales o espaciales de un elemento de datos, y1 corresponde a la etiqueta
de clase que identifica categdéricamente dicho elemento dentro del conjunto de
entrenamiento, y, xn, yn determinan el numero total de elementos presentes en el
conjunto de datos de entrenamiento utilizados para construir el modelo de
clasificacion para cada uno de los vectores. En la siguiente ecuacién se define el

hiperplano 6ptimo (Alkaradaghi et al., 2019).
wix+b =0

Ecuacion 4. Hiperplano 6ptimo

Donde: w es el vector de pesos (es normal o perpendicular al hiperplano y
define su orientacion angular), x es el vector de caracteristicas (los datos o
variables de entrada que el modelo esta analizando), w! indica la transpuesta del
vector de pesos para realizar el producto punto con x y b es el término de sesgo,
el cual determina qué tan desplazado esta el hiperplano respecto al origen

espacial

En el modelo de SVM, la fase de entrenamiento tiene como objetivo principal
determinar el vector de pesos w y el sesgo b para trazar el hiperplano éptimo de
separacioén, definido por la ecuacion 4. El algoritmo busca clasificar los datos

maximizando el margen geométrico entre las distintas clases, cuya distancia
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equivale a 2/|w|. Por consiguiente, los vectores de caracteristicas x que se ubican
exactamente sobre los limites de este margen, satisfaciendo la condicién
wix+b=1, se denominan vectores de soporte, dado que son los elementos criticos
que sostienen y definen la posicidn del hiperplano. Al resolver dicha optimizacion

(Ec. (5)), los margenes de separacion 6ptimos determinados por el SVM lineal:

n

inz iz +C )
min—||wW E;
w,b,e 2 t

i=1

Ecuacion 5. Tarea de optimizacion

Donde: C representa el parametro de penalizacion o costo (el cual regula el
equilibrio entre la maximizacion del margen y la tolerancia a errores de
clasificacion), g; denota las variables de holgura (que permiten clasificar datos
qgue no son linealmente separables al admitir cierto grado de error), w es el vector
de pesos (normal al hiperplano de separacion), y b corresponde al término de

sesgo escalar.
442 CART

Los Arboles de Clasificacion y Regresion-CART, es un algoritmo de ML
desarrollado por Breiman y colaboradores en 1984, representa uno de los
clasificadores binarios mas simples basados en una estructura de arboles de
decision jerarquicos. A diferencia de las redes neuronales, CART ofrece un
sistema de "caja blanca" donde las relaciones de entrada-salida pueden

interpretarse de manera transparente y accesible.

Este modelo explora la estructura de datos para visualizar reglas de decision
que predicen resultados categoricos (arbol de clasificacion) o continuos (arbol de
regresion). En cada nodo interno, la decision se evalua mediante ganancia de

informacion o entropia, comparando valores de atributos desde la raiz hasta las
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hojas. El proceso de ramificacién continia hasta alcanzar un nodo terminal que

representa el resultado de la clasificacion (Alsabti et al., 1998).

CART presenta ventajas significativas como simplicidad interpretativa, rapidez
de ejecucion y alta precision en clasificacién de imagenes. Sin embargo, enfrenta
limitaciones como el riesgo de sobreajuste y complejidad excesiva que puede
reducir su capacidad de generalizacidn. Estas restricciones han motivado que en
multiples dominios sea reemplazado por métodos de re-muestreo ("ensemble")

que mitigan su potencial inestabilidad mediante el promedio de resultados.

Su fundamento se basa en la siguiente ecuacion:

i=n a2
Yict i =30
Ecuacién 6. Jerarquia modelo CART

Donde: yi: Representa el valor real o verdadero del elemento i en el conjunto de
datos. yi: Representa el valor predicho o estimado por el modelo para el

elemento i.

La estructura del arbol permite una toma de decisiones jerarquica donde cada
nodo representa una decision basada en caracteristicas especificas,
ramificandose segun condiciones predefinidas hasta alcanzar una clasificacion

final en los nodos terminales.

4.4.3 Random Forest

Los Arboles aleatorios-RF es una de las técnicas mas aplicadas para la
clasificacion de LULC utilizando imagenes satelitales (Parmar et al., 2018). Este
algoritmo utiliza arboles como un enfoque en conjunto, donde los clasificadores
de los arboles emplean un sistema (h(x,0k)h(x, \Theta_k)h(x,0k), con k=1,...,nk
= 1, \dots, nk=1,...,n) , siendo x un vector de entrada y ©Ok\Theta_k®k vectores
idénticos distribuidos aleatoriamente (Breiman et al., 2001). La funcién principal

de los arboles es clasificar los datos segun su criterio individual (voto) para
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combinar los resultados y obtener un resultado final agregado. EI modelo
selecciona la clase resultante a través de un sistema de votacion mayoritaria,
donde cada arbol del conjunto emite su prediccidén y la clase mas votada se

establece como la decision final.

El proceso comienza con la seleccion aleatoria de muestras para cada arbol,
seguida por la construccion de arboles individuales utilizando criterios de division
como el indice Gini o la Entropia. La probabilidad RF para el entrenamiento se

expresa en la siguiente ecuacion.

> D G CDATD (FE T/

JE!
Ecuacion 7. probabilidad RF

Los arboles de decision convencionales suelen construirse y posteriormente
someterse a procesos de poda con el objetivo de reducir la complejidad del
modelo y mejorar su capacidad de generalizacion (Mingers, 1989). En contraste,
Random Forest construye multiples arboles hasta su maxima profundidad sin
aplicar poda, utilizando muestras de entrenamiento y subconjuntos aleatorios de
variables en cada arbol. Esta estrategia constituye una de las caracteristicas
fundamentales del clasificador Random Forest frente a los métodos tradicionales
basados en arboles (Pal, 2005).

Por otra parte, en este estudio se ha llevado a cabo una categorizacion de las
areas aledanas al rio Pesqueria, asi como del propio cauce, seleccionando una
region de interés que abarca aproximadamente un area de 71.8 km?. En esta
investigacion, se realizaron clasificaciones de uso del suelo utilizando GEE
mediante diversos algoritmos de ML, que incluyen métodos supervisados y no
supervisados, siendo tres algoritmos de clasificacion supervisada: CART, SVM y
RF. Estos algoritmos se entrenan con un conjunto de muestras representativas

para las 5 clases: Agua, Vegetacidén, Zonas agricolas, Crecimiento urbano y
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Suelo (tabla 5), permitiéndoles aprender los patrones espectrales y diferenciar

tipos de cobertura.

De igual manera, se desarrollé una clasificacion no supervisada utilizando el
algoritmo K-Means clustering. Este método agrupa los pixeles de la imagen en
funcién de su similitud espectral sin conocimiento previo de las clases de
cobertura terrestre. Los grupos resultantes se interpretan y etiquetan como
diferentes tipos de cobertura. La Tabla 5 identifica los 4 algoritmos de
clasificacion que se implementaron en esta investigacion, asi como su tipo

(Supervisado o No supervisado).

Tabla 5. Algoritmos de Machine Learning

Nombre Tipo de clasificacion
K- means Clustering No supervisado
Random Forest Supervisado
Support Vector Machine Supervisado
CART Supervisado

Fuente: Elaboracién propia

El objetivo principal de este analisis es principalmente determinar cual de
los 4 algoritmos ofrece mayor precision al momento de clasificar las diferentes
coberturas de suelo y especialmente la continuidad de los rios intermitentes y
de poco flujo como lo es el caso del rio Pesqueria. A continuacién, se

presentan las clases utilizadas en este proyecto.

Tabla 6. Clases de uso de suelo

Clase N° de clase Color
Agua 1 Azul
Vegetacion 2 Verde
Agricultura 3 Café
Urbano 4 Rojo
Suelo 5 Amarillo
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Fuente: Elaboracién propia

Cada una de estas clases formo parte fundamental de los distintos algoritmos
utilizados, donde la imagen resultante se vio influenciada por los conjuntos de

datos empleados en el proceso de entrenamiento y validacion de dichas clases.
4.5 Conjunto de datos

Para la implementacion de los algoritmos de Machine Learning, es crucial
considerar conjuntos de datos de entrenamiento y validacidén. Estos conjuntos
contribuyen significativamente a mejorar la precision de los modelos. A

continuacion, se presentan los datos iniciales que se tomaron en cuenta.

Tabla 7. Datos iniciales

Imagen de alta

Datos N° de Datos
resolucion
Datos de entrenamiento 2500
Datos de validacion NICFI 500
Total de datos 3000

Fuente: Elaboracion propia

En la etapa de entrenamiento se utilizaron 500 datos para cada una de las
temporadas de los modelos realizado, asi como 100 datos de validaciéon con un
total de 600 puntos por temporada y en general 3000 puntos para los modelos

contemplados en esta investigacion.

Por otra parte, para la clasificacion de uso y cobertura del suelo se implementé
un esquema de integracion de variables espectrales derivadas de imagenes
satelitales de alta resolucion espacial. Como fuente principal de informacioén se
utilizaron imagenes Planet NICFI tal como se mencioné anteriormente, a partir de
las cuales se incorporaron las bandas espectrales disponibles y el indice
espectral NDVI. La integracion de estas variables tuvo como finalidad
proporcionar al algoritmo de clasificaciéon un conjunto de predictores capaces de
representar de manera diferenciada las caracteristicas espectrales de las

coberturas presentes en el area de estudio.
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Las bandas espectrales de las imagenes NICF| aportan informacién asociada
a la respuesta de la superficie en diferentes regiones del espectro
electromagnético, permitiendo distinguir materiales y coberturas con
comportamientos espectrales contrastantes. Sin embargo, el uso directo de las
bandas puede presentar cierta ambigledad entre coberturas con respuestas
espectrales similares. Por esta razén, se incorpor6 la banda Infrarroja (Figura
12A) y el NDVI (Figura 12B) como variable derivada, debido a su capacidad para
resaltar la presencia y condicidn relativa de la vegetacion mediante la relacion
entre las respuestas espectrales del infrarrojo cercano y el rojo. De esta manera,
el conjunto de datos empleado en la clasificacion estuvo constituido por las
bandas espectrales de NICFI y el NDVI, generando una representacion

multivariable de la superficie.

La integracion se realizé mediante la combinacion de las bandas originales y
las variables espectrales derivadas en una misma imagen multibanda. Esta
configuracion permiti6 que el algoritmo de clasificacion analizara
simultaneamente la informacion espectral original y la informacién transformada
mediante el indice de vegetacion, en lugar de efectuar la clasificacion a partir de

una Unica banda o de un numero reducido de variables.

Figura 14. (A) Imagen compuesta NIR+GB. (B) indice NDVI
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Fuente: Elaboracién propia con datos obtenido de imagenes NICFI y Sentinel-2

El procedimiento puede considerarse una estrategia de enriquecimiento del
espacio de caracteristicas, en la que cada pixel queda representado mediante un
conjunto de atributos espectrales utilizados posteriormente como variables

predictoras durante el proceso de clasificacion.
4.6 Validacién

Con la finalidad de obtener mejores resultados en los modelos de clasificacién
de uso de suelo en el sitio de interés dentro del AMM se hizo una validacion con
datos obtenidos por medio de las plataformas Google Earth Pro, Sentinel-2 y
Street View. En total, se validaron 100 puntos aleatorios para cada una de las
temporadas analizadas en este proyecto. Estas muestras de control permitieron
evaluar la confiabilidad y la precision de la clasificacion de uso de suelo obtenida
a través de los modelos aplicados en la zona urbana. Cabe resaltar que la
variedad de datos en la foto interpretacion hizo que el modelo fuera mucho mas
veraz y exacto a las condiciones reales de cada una de las temporadas
estipuladas (Jeong., 2017). A continuacién, en la Tabla 8 se presenta un
esquema general de las imagenes utilizadas, sus datos y las temporadas en las

que fueron analizadas para el proceso de validacion para el presente proyecto.

Tabla 8. Validacion

N° de

Fuente de datos datos Temporadas

Google Earth Pro 280 2016'22%1177’_22%112'2017’
Sentinel-2 120 2018-2018,2018,2019
Street View 100 2016-2019
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Total de datos

validados 200

Fuente: Elaboracion propia

La incorporacion de datos de referencia de multiples sensores y plataformas
enriquecio significativamente el proceso de validacion. Al combinar la informacion
de imagenes de satélite de alta resolucién, con los detalles proporcionados por
las vistas a nivel de calle de Google Street View, se logré una caracterizacion del
entorno urbano. Este enfoque otorgd una mayor solidez y credibilidad a los
resultados, asegurando que las conclusiones sobre los patrones de uso de suelo

reflejaran la realidad observable en el AMM.

Por otra parte, se elaboré un mapa de Voronoi relacionado con el area de
estudio y los puntos aleatorios, esto con la finalidad de evaluar la
representatividad espacial de los puntos generados en funcién de la clasificacion

LULC. En la siguiente Figura 15 se observa lo comentado.

- — —

« Validation stratified points * Voronol map points AP R D

Figura 15. Mapa de Voronoi

Fuente: Elaboracion propia

Evaluar la representatividad espacial de los puntos generados en funciéon de
la clasificacion LULC es una técnica para garantizar que los datos muestreados
capturen de manera adecuada la diversidad y proporcion de las clases de uso y
cobertura del suelo presentes en el area de estudio. Este analisis permite
identificar si los puntos aleatorios estan distribuidos de manera equitativa en
todas las clases y si reflejan correctamente su proporcion en el territorio. Por

ejemplo, si una clase ocupa una porcién significativa del area, pero esta
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subrepresentada en los puntos generados, los resultados de los analisis

posteriores, como validacion o interpolacion, podrian estar sesgados.

Luego de adquirir un conjunto de datos compuesto por temporada, se
seleccionaron aleatoriamente algunos de ellos junto con sus valores de respuesta
para realizar una nueva validacion. Esta estrategia permitié comparar los datos
de respuesta generados por el modelo con diversas imagenes satelitales y de
campo, afiadiendo un nivel adicional de precisidén y robustez a los algoritmos de

aprendizaje automatico empleados en la clasificacion LULC.

T
R
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Figura 16. Imagenes de validacion (A) Imagen Google Earth Pro. (B) Google Street View. (C) Imagen
satelital Sentinel-2

DIOIA: KEVIN RODRIGUEZ GONZALEZ



Fuente: Elaboracién propia

En cada una de estas imagenes se superpusieron los puntos aleatorios de
validacion (Figura 17) con el propdsito de, mediante fotointerpretacion, obtener
una comparacion de cada una de las clases presentes en los modelos

presentados en este proyecto.

Figura 17. Puntos de validacion con Google Earth Pro

Fuente: Elaboracion propia

Mediante el uso de imagenes provenientes de Google Earth Pro, Street View
y Sentinel-2, se generé una base de datos consistente en 100 puntos por
temporada, acumulando un total de 500 datos. Estos datos se emplearon para
comparar los resultados obtenidos con el primer modelo, con el objetivo de
incrementar su veracidad. Este proceso no solo sirvido para evaluar el modelo
inicial, sino que también permitié realizar ajustes en algunos puntos de
entrenamiento y validacidén, mejorando asi su desempefio. En este sentido, la
validacion desempend un papel crucial al refinar las predicciones del modelo
inicial, aumentando su precisién y confiabilidad al incorporar una base de datos

mas sélida y una comparacion directa con fuentes de alta resolucion y referencia.
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Figura 18. Validacion

Fuente: Elaboracion propia
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Para implementar una evaluacion mas detallada y precisa de la clasificacion
de uso de suelo obtenida mediante los algoritmos de aprendizaje automatico, se
desarroll6 un enfoque basado en Random points (puntos aleatorios). Este
enfoque consistié en generar puntos distribuidos aleatoriamente sobre cada una
de las imagenes satelitales correspondientes a las diferentes temporadas
analizadas (2016-2019). Estos puntos aleatorios fueron considerados como
muestras representativas del area de estudio, con el fin de reevaluar y mejorar la
precision de los algoritmos de clasificacion. Para crear los puntos aleatorios se
utilizé un cédigo de lenguaje Javascript en GEE el cual describe la cantidad de
puntos aleatorios a seleccionar tal y como se muestra en la siguiente Figura 19

(ejemplo). El cédigo se encuentra en la metodologia de este documento.

Figura 19. Random points

Fuente: Elaboracioén propia

Después de generar los puntos aleatorios para cada temporada, se procedio
a extraer la informacion de la clase de uso de suelo asignada por los algoritmos
de ML en cada uno de estos puntos. De esta manera, en la Figura 20 se observa
el cédigo para obtener el conjunto de 200 datos de observacion (50 % validados)

0 muestras etiquetadas por cada respuesta del modelo.
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J//random points

var puntosSNG= se.FeatureCollection.randomPoints{geometry,208)

Map.addLayer (puntosSNG);

Export.table.tolsset({
collection:puntosShG,
description: 'exportarisset

assetld: 'puntosSNG

1)

L

»

Figura 20. Codigo Random points en GEE

Fuente: Elaboracién propia

Es importante mencionar que este proceso de extraccion de datos se llevd
a cabo utilizando el software ArcGIS PRO, una herramienta ampliamente
utilizada en el campo de los SIG. ArcGIS PRO permitié realizar operaciones
espaciales y extraccion de la informacion sobre las imagenes clasificadas y los
puntos aleatorios generados, facilitando la recopilacion de la informacion de uso

de suelo en cada uno de los puntos.

Gracias a esta metodologia, se logré obtener un conjunto de datos
representativo del area de estudio, con muestras distribuidas aleatoriamente y
etiquetadas segun la clasificacion obtenida. Estos conjuntos de datos fueron
importantes para poder realizar una validacion de los modelos de ML elaborados
anteriormente, con el fin de entrenar un nuevo modelo de clasificacion

supervisada y evaluar su rendimiento de manera mas precisa.
4.7 Evaluacidén de precision

Con el fin de evaluar el desempefio y determinar el algoritmo 6ptimo para la
prediccion de los diferentes usos de suelo y la identificacion (continuidad) de rios
intermitentes y de poco flujo en la zona urbanizada del rio Pesqueria, se
generaron matrices de confusién, se calcularon los indices Kappa y las
precisiones generales para cada uno de los modelos de clasificacion
supervisada. Este analisis riguroso se realizdé en Python y en GEE, aplicado a las
distintas imagenes satelitales correspondientes a las temporadas estiaje y de

lluvias. De esta manera, fue posible obtener una cuantificacion del grado de

DIOIA: KEVIN RODRIGUEZ GONZALEZ



precision de cada modelo, permitiendo seleccionar el algoritmo de ML mas
adecuado para mapear con alta exactitud las diversas coberturas terrestres

presentes en el area de estudio.

A continuacion, se observan las ecuaciones empleadas para evaluar la precision

de los modelos.

Precision General = (%) x100
P

Ecuacion 8. Precision general

Donde: Cp indica los pixeles clasificados correctactemente y Tp indica el total de

pixeles empleados.

_(TSxTCS)-).(Columna Total x Totalde filas)
TS2-Y (Columna Total— Total de filas)

K

Ecuacion 9. indice Kappa

Donde: TS es el numero total de pixeles de referencia y TCS es el numero total

de pixeles clasificados correctamente.

Para la precision general mientras mas alto sea el porcentaje de precision
(cercano a 100 %), mayor sera la confianza en que los resultados de la
clasificacion LULC reflejan fielmente la realidad en el terreno. Para el indice
Kappa un valor cercano a 1 indica un alto grado de concordancia, mientras que
un valor proximo a 0 sugiere que el nivel de acuerdo no supera el que se

obtendria por azar.

El calculo de estas dos métricas estadisticas, el indice Kappa y la precisién
general, constituyen una evaluacion de precision de la calidad y solidez de los

modelos de clasificacion LULC implementados en este proyecto para el AMM y
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especificamente el rio Pesqueria. Estos indicadores proporcionaron un soélido
respaldo cuantitativo a las conclusiones alcanzadas sobre los patrones y

dinamicas de uso y cobertura del suelo en la region.

Tabla 9. Ecuaciones de precision

Método Ecuacion
OA Number of Correctly Classified Samples
x 100
Number of Total Samples
Kc p (correct classification) — p(classification probability)
1 — p(classification probability)
UA Number of Correctly Classified samples in each class
Number of Samples Classified to that class
PA Number of Correctly Classified samples in each class
Number of Samples from Reference Data in each Class
F1 Score 2xUA x PA
UA + PA

Fuente: Elaboracion propia con informacion obtenida de Bayable et al. (2025).

4.8 Calidad de Agua

De igual manera que con las bandas espectrales, se realizé6 en GEE un cédigo
automatizado para obtener los datos de los indices espectrales estudiados para
cada uno de los puntos de muestreo en las diferentes fechas seleccionadas. Este
codigo permite descargar en formato CSV los valores de los indices junto con el
punto muestreado, su fecha y su coordenada geoespacial. A continuacion, se

presentan los indices espectrales contemplados en este estudio

Tabla 10. indices espectrales

indices Nombre de banda Implementacion en Sentinel-2 (bandas

MSI)
NDVI NIR - Red ((B8 - B4) /(B8 + B4))
NDWI Green- NIR ((B3 - B8)/(B3 + B8))
MNDWI Green - SWIR1 (B3 = B11)/(B3 + B11))
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NDTI Red - Green (B4 - B3)/(B4 + B3))
NDCI Red-Edge-Red ((B5 - B4)/(B5 + B4))
FAI NIR — Red-SWIR1 (B8 - B4 + (B11 - B4) \ t

4.8.1 Datos in situ

Para caracterizar la calidad del agua, en esta investigacion se utilizaron
mediciones in situ y de laboratorio provenientes de la base de datos publica de
CONAGUA para el periodo 2016—2019 en el rio Pesqueria. Los parametros
considerados fueron: Color, DQO TOT, N NH3, N NO2, N NO3, N ORG, N TOT,
N TOTK, OD, P TOT, pH_CAMPO, SDT, SST y TURB.

Se realizé una limpieza de la base de datos de CONAGUA por medio de
Python con la finalidad de obtener datos representativos. Para esto aplicé un filtro
automatico de todos los parametros medidos por la Comisién, de los cuales se
retuvo unicamente los parametros con el 80 % de datos especificos dentro de los
periodos estudiados. Los parametros que no cumplieron dicho umbral fueron

excluidos de los analisis posteriores.

4.8.2 Analisis de datos

Para el analisis de datos se utilizé el entorno de programacion Python 3.12
como lenguaje base. El desarrollo y ejecucion del cddigo se realizé en el IDE
Spyder, aprovechando su interfaz integrada para analisis de datos. Se empled un
conjunto de bibliotecas especializadas en manejo y visualizacion de datos, asi
como en calculos estadisticos y aprendizaje automatico como lo son pandas
(manipulacién de datos en estructuras tipo DataFrame), numpy (operaciones
numeéricas de alto rendimiento sobre arreglos), matplotlib (generacién de graficos
estaticos), scikit-learn (implementacion de transformaciones, algoritmos de
aprendizaje y utilidades de procesamiento) y scipy (funciones estadisticas y
cientificas de apoyo). Spyder fue base para el desarrollo del analisis de datos

automatizado.
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El objetivo central de este capitulo fue evaluar detalladamente todas las
combinaciones posibles de transformaciones estadisticas aplicadas tanto a las
variables de las bandas espectrales e indices espectrales junto con los datos
muestreados de calidad de agua y asi cuantificar la correlacién entre ellas. Esto
con la finalidad de entender el comportamiento lineal de la diversidad espectral
obtenida con Sentinel-2 y los parametros fisicoquimicos de calidad de agua en
rios urbanos de bajo flujo. Los datos y transformaciones usadas se presentan a

continuacion:

¢ Sin transformacion ("none"): Se utiliza directamente el valor original de
la variable. Esta opcion sirve como linea base para comparar si las

transformaciones no lineales aportan alguna mejora en la correlacion.

e Transformacion logaritmica: Consiste en aplicar el logaritmo natural a la
variable después de sumar 1: In (1 + x). Esta forma denotada log 1p permite
estabilizar la varianza y reducir la asimetria en datos positivos, a su vez
evita indefiniciones en x=0. La suma de 1 asegura que incluso valores

originalmente cero puedan transformarse a un numero finito.

e Transformacién raiz cuadrada: Se aplica la raiz cuadrada al valor. Al
igual que el logaritmo, la raiz cuadrada es una transformacién monétona
que puede reducir la asimetria en distribuciones sesgadas hacia la
derecha. En el contexto de calidad de agua e indices espectrales, se
asume que las variables de interés son no negativas o bien se toman

valores absolutos cuando corresponde.

e Transformacion de Yeo-Johnson: Es una familia de transformaciones
de potencia con parametro Lambda que admite valores cero y negativos,
propuesta por In-Kwon Yeo y Richard Johnson (2000). La transformacion
Yeo—Johnson extiende el enfoque de Box—Cox para que sea aplicable en
toda la recta real (incluyendo datos negativos). Su definicién es de forma

piecewise dependiendo del signo del dato original.
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(y+1D* -1
In(y +1) y =0, A=0
A) =
R C TV <0, A#2
2 — 1 ysu
\—In(—y + 1) y <0, A =2

Ecuacion 10. Yeo-Johnson

Donde:

W(y, A): valor transformado de la observacion, es decir, la nueva variable que se usara

en el analisis.
y: valor original de la variable a transformar; puede ser positivo, cero o negativo (y € R).

A\: parametro de la transformacion, que controla la intensidad y el tipo de cambio aplicado.
Se estima a partir de los datos, normalmente por maxima verosimilitud, buscando el valor

que hace la distribucién lo mas simétrica/normal posible.
In: logaritmo natural (base e).

El proceso consistié en aplicar cada una de las transformaciones mencionadas
anteriormente a cada banda espectral utilizada de Sentinel-2, junto con las
combinaciones establecidas en este estudio y para cada uno de los indices
espectrales, esto con la finalidad de posteriormente identificar cual de todas las
trasformaciones present6 mejores o peores correlaciones con los datos

muestreados in situ.

4.8.3 Correlacion de Pearson

Para determinar la relacion lineal entre las bandas espectrales y cada uno de los
parametros de calidad del agua, se calculé el coeficiente de correlacion de
Pearson entre cada variable independiente y cada variable dependiente, definido

por la ecuacion:
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X - X -Y)
VI (X — X)2 B, (Y — 1)?

Ecuacion 11. Matriz de correlacion de Pearson

X,y =

Donde:

ryy representa la fuerza y direccion de la relacion lineal entre dos variables (Benesty et
al., 2009). Los resultados se visualizaron mediante graficos de barras y una matriz de
correlacion tipo heatmap, permitiendo la identificacion rapida de asociaciones

relevantes.

4.8.4 Normalizacién de datos
Se implementd una normalizacion estandar (Z-score) para escalar los datos y
evitar que las diferencias en magnitudes influyeran en los modelos. La férmula

utilizada fue:

X; — ux
L=

Ecuacion 12 Normalizacion z-core

Donde:

pX_es la media y oX la desviacion estandar de la variable X. Este proceso asegura que
cada variable tenga media cero y varianza unitaria, lo cual es especialmente util para

algoritmos sensibles a la escala (Han et al. 2012).

4.8.5 Mejora del Modelo
Winsorizacién

La winsorizacién se aplico como un procedimiento de tratamiento estadistico
orientado a disminuir la influencia de valores extremos sobre la distribucion de
las variables, sin eliminar las observaciones del conjunto de datos. En una
primera etapa se realizd la revision de la distribucion de los datos y la
identificacion de valores con comportamiento extremo mediante estadisticos

descriptivos y medidas de posicion (Dixon, 1960). A partir de esta evaluacion se
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establecieron limites inferior y superior empleando los percentiles 10 y 90 en la

distribucion de datos utilizados (Turkey, 1962).

Los valores ubicados por debajo del limite inferior fueron sustituidos por el
valor correspondiente al percentil inferior, mientras que aquellos que excedieron
el limite superior fueron reemplazados por el valor definido en el percentil
superior. Las observaciones comprendidas dentro de ambos limites conservaron
sus valores originales. De esta forma, el procedimiento permitié reducir el peso
estadistico de las observaciones extremas sobre medidas como la media, la
desviacion estandar y otros analisis posteriores, manteniendo simultaneamente
el tamafo de la muestra y la estructura general de los registros. Finalmente, se
verificaron los estadisticos descriptivos de las variables para evaluar el efecto de
la transformacién y comprobar que la reduccion de la influencia de los valores
extremos no implicara una modificacion sustancial de la distribucion de los datos
(Blaine, 2018).

Validacién Cruzada

La validacion cruzada aleatoria mezcla observaciones de una misma estacion
entre las particiones de entrenamiento y prueba (Roberts et al., 2017). Con siete
estaciones y diecinueve fechas, esa mezcla permite al modelo reconocer el nivel
basal de cada sitio a partir de observaciones de otras fechas del mismo punto, lo
que eleva el coeficiente de determinacion sin que exista capacidad predictiva
transferible. Se sustituyo6 por validacion cruzada agrupada por fecha de muestreo,
de modo que todas las observaciones de una fecha quedaran integramente en
una sola particion. Adicionalmente se calcul6 la validacion por exclusion de
estacion (leave-one-station-out), que mide la transferibilidad espacial y constituye
la condicidn necesaria para aplicar el modelo a pixeles no muestreados (Meyer
et al., 2018).
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4.9 Aplicacion Web

Esta seccion comprende el proceso general del desarrollo de una plataforma
Web interactiva para el monitoreo de la calidad del agua del rio Pesqueria, Nuevo
Ledn, México en su seccion urbana y para el analisis espectral de cualquier area
de estudio del planeta Tierra. Dicha plataforma integra el modelo predictivo de
ML implementado en esta investigacion, previamente entrenado con datos de
campo, imagenes satelitales por medio de la unidn entre la plataforma GEE y el
lenguaje de programacion de Python en Spyder. El proceso metodoldgico abarcéd
la union de toda la informacién aplicada en Python, la serializacion del modelo
RF en formato portable (.pkl), la gestion del repositoriode codigo en GitHub, el
despliegue automatico de la aplicacion en Streamlit Community Cloud y por
ultimo, la estructuracion de los modulos y secciones, interfaces, backend vy
fronted de la plataforma. En la siguiente figura se resume el flujo general de

desarrollo para la pagina Web.

Frobw ledmariy e ety Cararm ae voivames
. b, 4

Tope b el . ’ Phatanie de s anibbn
é] ot s wh bl 3 AR P! (b | o

Figura 21. Flujo de desarrollo de la plataforma Web: computadora local - repositorio GitHub -Streamlit
Community

Fuente: Elaboracién propia.

Para el desarrollo y elaboracion de esta pagina Web se selecciono el
framework Streamlit (version=1.35), una libreria de cédigo abierto para Python
que permite construir aplicaciones web analiticas e interactivas directamente

desde scripts de Python, sin la necesidad de conocimientos avanzados en HTML,
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CSS, JavaScript o cualquier framework de mayor complejidad de backend. Para

este proyecto Doctoral y para los alcances de esta investigacién se selecciono

Streamlit como pagina Web oficial de este estudio.

4.9.1 Configuracion entorno de desarrollo local

El desarrollo de este proceso se realiz6 en un entorno Python con las

siguientes configuraciones previas al despliegue en la nube:

1.

Instalaciéon del entorno virtual en Python. Se cre6 un ambiente conda
para aislar las dependencias del proyecto del sistema operativo.
Instalacién de Streamlit y dependencias: todas las librerias necesarias
fueron instaladas mediante pip y registradas en el archivo
‘requirements.txt” para garantizar la reproducibilidad del entorno.
Configuracion de la autenticacion con GEE, se generd una cuenta de
servicio (Service account) en Google Cloud Platform con acceso a la API
de Earth Engine. Las credenciales JSON se almacenaron localmente en
el archivo ./streamlit/secrets.toml y eb los secrets de Streamlit Cloud para
el entorno de produccion.

Prueba local de la aplicaciéon. Antes de cada subida al repositorio GitHub,
la aplicacion fue ejecutada localmente con el comando streamlit run

app.py, que muestra la interfaz en el navegador en http://localhost:8501

para verificacion

# Comando para ejecutar la app localmente
3 streamlit run app.py
$# Estructura 2]l archiveo secrets.toml {(2utenticacion GEE)
BT a et P S S W A, R e T e S P e
T
service account = "nombrefproyecto.liam.gserviceaccount.com”
rivate kev = BEGIN ERIVATE EEY-————— b

Figura 22. Script base de prueba local de la aplicacion

Fuente: Elaboracién propia
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http://localhost:8501/

49.2

Arquitectura del Cédigo principal (app.py)

El archivo principal app.py centraliza todo el método de la aplicacion en

aproximadamente 4049 lineas de codigo Python, organizadas en las siguientes

secciones funcionales:

493

Configuracion de pagina y estilos CSS: Definicion del layout, wide, titulo,
favicon e inyeccion de estilo CSS personalizados (colores, animaciones,
componentes glass) mediante st.markdown().

Gestion de estado de idioma: inicializacion del estado de sesion
(st.session_state) con el idioma seleccionado, cuya consulta al modulo
iI8n.py logra renderizar todos los textos en espanol, inglés y portugués
junto con sus reportes y series temporales.

Carga de assets e imagenes institucionales: lectura de logos
(logo_geomatica.png, logo_uanl.png, logo_fic.png) y foto del investigador
de esta tesis Doctoral en formato base64 para su integracion en la interfaz.
Funciones auxiliares: make cmap) para paletas de color,
zona_es_pesqueria() para deteccion automatica del area de estudio, y
funciones de interpolacion espacial RBF/IDW.

Sidebar interactivo: barra lateral con el flujo de trabajo guiado, carga del
shapefile (el que el usuario adjunte), selectores de fecha, slider de nubes,
multiselect de parametros y selector de idioma.

Secciones principales: renderizado secuencial de las cuatro etapas (Hero,
Area de estudio, Mapas e indices espectrales, series temporales y

reportes) condicionado al usuario en el flujo de trabajo.

Modulo de internacionalizacion

La plataforma fue disenada desde el inicio con soporte multilingtie a través del

modulo iI8n.py, que implementa un sistema de traduccion basado en diccionarios

Python. Este moddulo contiene todas las cadenas de texto de la interfaz

organizadas por clave de traduccion y disponibles en tres idiomas: Espafiol,

Inglés y Portugués. La funcién principal t(key) devuelve el texto correspondiente

al idioma seleccionado por el usuario. El cambio de idioma es inmediato y no
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requiere actualizar la pagina, puesto que Streamlit re-ejecuta el script completo
en cada interaccién del usuario, renderizando toda la interfaz en el nuevo idioma

seleccionado por quien ingrese a la pagina web.

Figura 23. Modulo idiomas

Fuente: Elaboracién propia

4.9.4 Médulo para reportes PDF

La generacion automatica de reportes en formato PDF se implementé en el
modulo pdf report_module.py utilizando la libreria ReportLab. Este mddulo
contiene tres funciones principales de generacién de reportes, cada una obtenible

desde la interfaz de la aplicacion Web:

e Generar_pdf_fecha_unica(): genera un reporte de calidad de agua para la
fecha especifica, incluyendo el mapa espacial de predicciones RF, tabla
de valores por punto de muestreo, comparativa contra limites NOM-001 y
estadisticas descriptivas

e Generar_pdf_serie_temporal(): genera un reporte con el temporalidad
2016-2019 de kis parametros seleccionados, graficos de tendencia por
punto de muestreo, tabla resumen estadistico e interpretacion automatica
de los resultados.

e Generar_pdf_reporte_espectral(): genera un reporte con los mapas de los
nueve indices espectrales usando sentinel-2 seleccionados por el usuarios
y las series temporales de los mismos, para cualquier area geografica del

mundo.

DIOIA: KEVIN RODRIGUEZ GONZALEZ



4.9.5 Integracion del Modelo RF en la plataforma Web

El modelo de aprendizaje automatico es fundamental para el proceso de la
aplicacion Web. En la Figura 24 se observa el proceso de integracion del modelo

RF a la aplicacion Web.

Imagenes Entrenamiento Serializacion . Cargaenla
Sentinel-2 Random Forest ' App Web

- pickde Joad|
A Iniclar &2 app

&n memorst

Figura 24. Pipeline completo del modelo RF desde los datos de campo hasta la prediccion en tiempo real
para el usuario de la plataforma web. Los archivos. pkl serializados actian como puente entre el
entrenamiento local y la app desplegada en la nube

Fuente: Elaboracion propia.

4.9.6 Serializacion del modelo en formato .pkl

Al momento de obtener los modelos de aprendizaje automatico, fue serializado
(guardado) en formato binario mediante la libreria pickle de Python, que convierte
el objeto del modelo scikit-learn en un archivo portable con extension .pkl. Este
proceso genera cuatro archivos independientes (uno por parametro) que guardan
el modelo entrenado, sus parametros internos y el preprocesador de features,
listos para ser cargados y utilizados para hacer predicciones automatizadas sin

necesidad de re-entrenar
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Figura 25. Import pickel serializacion

Fuente: Elaboracion propia

Los archivos .pkl generados fueron subidos al repositorio de GitHub junto con el
codigo de la aplicacién. Esto es posible porque los archivos tienen un tamafio
manejable dentro de los limites de almacenamiento de archivos en GitHub. Al
desplegarse la app en Streamlit Cloud, estos archivos son descargados

automaticamente desde el repositorio y cargados en memoria al iniciar la sesion.
4.9.7 Gestion del proyecto en GitHub

GitHub fue utilizado como plataforma principal de control de versiones,
almacenamiento del proyecto y punto de conexion entre el desarrollo local y el
despliegue en la nube. De esta manera, el repositorio GitHub contiene todos los
archivos necesarios para ejecutar la aplicacion, organizados en la matriz del
repositorio tal como lo requiere Streamlit Community Cloud. La siguiente figura

muestra la estructura de archivos del proyecto.
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Estructura del Repositorio GitHub — water-quality-app-pesqueria

water-quality-app-pesqueria/ [RAIZ DEL REPOSITORIO]

(Soporte ES /
(Generador de reportes
(Pependencias del entorno)
- Fosforo Total)
N-Amoniaco)
N-Total)
N-Total Xjeldahl)
tipo institucional)
gos institucionales)
1 resear .pne (Foto del investigador)

.Streamlit/secrets.toml (Credenciales

Estructura del Repositorio GitHub — water-quality-backend-service

water-quality-backend-service/

(API con FastAPI)
{(Endpoints de prediccion)

(Modelo RF (Regresion))
(Librerias principales)

on de contenedor)
{(Script de entrenamiento offline)
{Diagrama de :roservicios)
(Especificacion OpenAPI v3.0)
(Claves de API - no commit)

loyment/deploy to aws.sh (Automatizacion de despliegue)

Figura 26. Estructura de archivos del repositorio GitHub

Fuente: Elaboracion propia.
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4.9.8 Gestion de credenciales y archivos sensibles

Las credenciales de autenticacion con GEE (Service Account y clave privada
JSON) no fueron incluidas en el repositorio publico por razones de seguridad.
Localmente, se gestionaron mediante el archivo .Streamlit/secrets.toml (excluido
del repositorio con. gitignore). En el entorno de produccion (Streamlit Cloud), las
mismas credenciales fueron configuradas en la seccion "secrets" del panel de
administracién de la app, que las incluye como variables de entorno seguras en

tiempo de ejecucion, accesibles desde el coédigo mediante st.secrets["gee"].
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5.1 Analisis general de la cuenca del rio Pesqueria

Para esta seccion se implementd una evolucion mensual de las covariables
ambientales entre 2000 y 2025 con la finalidad de conocer la estructura ambiental
de la cuenca. Este analisis muestra una marcada variabilidad estacional e
interanual en la cuenca del rio Pesqueria. La precipitacion estimada mediante
CHIRPS presenta el comportamiento mas irregular de la serie, con periodos
prolongados de baja precipitacion interrumpidos por pulsos de elevada magnitud.
La mayor parte de los meses registra acumulados relativamente bajos, mientras
que durante la temporada humeda se observan incrementos en algunos afnos,
superando los 150-200 mm mes™". Los eventos asociados con los ciclones
tropicales destacan dentro de esta dinamica, particularmente Alex en 2010 y
Alberto en 2024, cuyos periodos coinciden con aumentos abruptos de la
precipitacion a escala de cuenca. La amplitud del intervalo espacial entre los
percentiles 10 y 90 también aumenta durante estos episodios, lo que indica que
las precipitaciones intensas no se distribuyeron uniformemente en todo el

territorio.

Por consiguiente, la media movil de 12 meses permite distinguir con mayor
claridad los periodos persistentes de déficit hidrico frente a las fluctuaciones
mensuales. Durante la sequia de 2011-2013 se observa una reduccion de la
precipitacion después del episodio extraordinariamente humedo registrado en
2010. Una condicién semejante se identifica durante el periodo asociado con la
Triple La Nifia y la crisis hidrica de Monterrey, particularmente alrededor de 2022.
Aunque dentro de estos intervalos ocurrieron algunos pulsos de precipitacion,
estos fueron de corta duracion y no modificaron inmediatamente la sefial
hidroclimatica acumulada, evidenciando la importancia de distinguir entre
eventos individuales de lluvia y la persistencia temporal de condiciones secas.
Se reconoce de igual manera que esta region al ser semi arida coincide con sus
condiciones y con una particularidad de bajas precipitaciones en la mayoria de

los meses y muy altas precipitaciones en meses como septiembre.
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Con respecto al andlisis realizado con LST, este presenta un ciclo anual muy
definido, con valores minimos cercanos a 20-25 °C durante los meses frios y
maximos que frecuentemente alcanzan aproximadamente 40—45 °C durante la
época calida. La temperatura del aire a 2 m (T2M) reproduce el mismo patron
estacional, aunque con una amplitud considerablemente menor, oscilando
aproximadamente entre 12 y 30 °C. Esta diferencia es consistente con el
calentamiento radiativo directo de la superficie terrestre, que responde con mayor
intensidad que la atmdsfera a las variaciones estacionales de radiacion solar y
humedad superficial. A escala interanual, la media mévil de LST muestra cambios
mas pronunciados que la correspondiente a T2M, lo que sugiere que las
condiciones de la superficie, incluyendo disponibilidad de humedad, cobertura
vegetal y caracteristicas del suelo desempefian un papel importante en la

respuesta térmica de la cuenca.
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Figura 27. Serie Temporal CHRIPS, LST, NDVIy T2M

Fuente: Elaboracién propia
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A demas, también se estudié la serie temporal del indice NDVI desde 2000-
2025 evidenciando igualmente una sefial estacional, pero con una variabilidad
espacial considerablemente mayor. Los valores medios se mantienen
generalmente entre 0.25 y 0.55, mientras que en el intervalo P10-P90 se observa
la heterogeneidad de la cobertura vegetal dentro de una cuenca donde coexisten
areas urbanizadas, suelo expuesto y superficies con distintos grados de
vegetacion. La media movil de 12 meses muestra una disminucidon progresiva
desde valores cercanos a 0.45-0.50 durante los primeros afos de la serie hasta
valores préximos a 0.30 durante el periodo 2011-2013. Esta reduccion coincide
temporalmente con condiciones de menor disponibilidad hidrica y con
temperaturas superficiales elevadas, lo que refleja una disminucion general de la
actividad o cobertura fotosintéticamente activa. Posteriormente se observa una
recuperacion parcial del NDVI, seguida de una nueva disminucién durante 2020—
2022 y una recuperacion hacia el final de la serie. Ademas, se observa una
relacion del buen estado de la vegetacidon con respecto a la disponibilidad hidrica

de la zona.

En conjunto, las cuatro variables muestran una respuesta hidroclimatica
coherente. Los periodos caracterizados por menor disponibilidad de precipitacion
tienden a coincidir con reducciones del NDVI y mayores condiciones térmicas
superficiales, mientras que los episodios de precipitacién intensa generan
cambios rapidos en la disponibilidad de agua, aunque la respuesta de la
vegetacion ocurre de manera mas gradual. Esta diferencia temporal es

particularmente relevante para la cuenca del rio Pesqueria.

DIOIA: KEVIN RODRIGUEZ GONZALEZ



5.1.1 ICU

Para comprender un poco mas el medio ambiente y algunas caracteristicas
urbanistas que presenta el area de estudio se implementd un analisis que
conlleva indices urbanos, de vegetacion, climaticos e hidrolégicos con la finalidad
de obtener un indice de Convergencia Urbano en la cuenca Pesqueria. En la

Figura 28 se observa cada uno de los sub indices calculados.

Figura 28. Subindices espectrales para calcular ICU

Fuente: Elaboracién propia
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El sub indice urbano (URB) se alimenté de diversos datos urbanisticos como
GHSL, NDBI, PBuilt (Dynamic World) y BordeUrb con la finalidad de identificar
donde existe la mayor presencia e influencia de la urbanizacion y ademas de la
heterogeneidad del entorno urbano. Los valores cercanos a 1 identificaron mayor
presencia de superficie construida, mayor probabilidad de urbanizacion,
respuesta espectral con superficies impermeables y de elevada heterogeneidad
urbana. Por su parte un valor cercano a 0 corresponde a areas con poca
influencia urbana tales como vegetacion, cuerpos de agua, zonas agricolas o

superficies naturales.

Con respecto al sub indice de vegetacién (VEG) se aplicaron célculos de
mediana durante el periodo de estudio representando la condicién vegetal
relativamente tipica del periodo, asi como la variabilidad temporal
correspondiente de la desviacién estandar del NDVI el cual permitié identificar
sitios donde la vegetacion presenté cambios a lo largo del tiempo tales como
zonas donde se pierde o se recupera vegetacion, areas con marcada
estacionalidad, vegetacion sometida a sequias, etc. Los valores altos de
vegetacion indicaron presencia vegetal acompanada de una estructura espacial

y temporal heterogénea.

Por consiguiente, el sub indice hidrico (HI) conjunta la ocurrencia de agua por
medio de HRC Global Surface Water, la estacionalidad con la variable
“seasonality”, la proximidad al agua, TWI y MNDWI. Los valores altos indicaron
generalmente zonas donde convergen la cercania al agua, presencia recurrente
de agua, condiciones topograficas favorables a acumulacion y variabilidad de

humedad.

Por ultimo, el sub indice climatolégico (CLI) identificd las anomalias de
temperatura superficial, la variabilidad temporal de LST. Representando que en
las zonas con valores altos convergen anomalias térmicas, alta variabilidad
climatica, zonas de precipitacion irregular o de menor precipitacion media. Es
decir, espacialmente representa una condicidn relativamente mas asociada con

estrés térmico. Estos datos fueron de gran importancia no solo para identificar la
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heterogeneidad, sino también para obtener las zonas de la cuenca Pesqueria

donde se identificaron las mayores convergencias del casco urbano.

e —— 1?0!0.\0!0"

Figura 29. ICU cuenca Pesqueria

Fuente: Elaboracién propia

En la Figura 29 se muestra el ICU resultante para la cuenca del rio Pesqueria,
el cual evidencia una distribucion espacial con diferencias claras a lo largo del
territorio. En el sector occidental por la zona de Garcia predominan valores bajos
y medios, representados principalmente por tonalidades azul y verde, con una
distribucion mas continua a excepcion de la zona urbana. Conforme se avanza
hacia la parte central, los valores aumentan y la configuracion espacial se vuelve
mas irregular. En esta zona se concentran numerosos sectores con valores

medios y altos, lo que marca un contraste evidente con la porcién occidental de
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la cuenca. Esta seccidon central corresponde a los municipios de Escobedo,
Apodaca y parte de Monterrey del AMM. Hacia el oriente, aunque la extension
territorial es menor, también se mantienen valores relativamente altos en distintos
tramos, pero con zonas muy bajas en relacion a la alta vegetacion que se

encuentra por el municipio de Pesqueria, Nuevo ledn.

La parte central de la cuenca presenta la mayor variabilidad espacial del ICU.
En esta zona se observan cambios marcados entre valores altos y bajos en
distancias cortas, formando parches, franjas y pequefios nucleos distribuidos de
manera irregular. Este comportamiento se aprecia con mayor detalle en la
ampliacion de la Figura 30, donde se distinguen zonas con valores elevados
rodeadas por areas de menor intensidad. La distribucion obtenida indica que las
condiciones representadas por los componentes urbano, vegetacion, hidrico y
climatico no se presentan de forma uniforme, sino que cambian de manera
importante dentro de la propia cuenca. Los valores mas altos del ICU se
concentran principalmente en los sectores Centro-Norte, donde existe una mayor
coincidencia entre las condiciones consideradas en los distintos subindices. Por
el contrario, el sector occidental presenta una menor convergencia relativa y una

mayor continuidad de valores bajos.

Este resultado permitio identificar la zona de mayor Vulnerabilidad Ambiental
y en la que este estudio se concentré para analizar un poco mas a detalle que
factores socioambientales contemplan esta convergencia y que podrian alter las
condiciones naturales del rio Pesqueria y de sus zonas aledafias. Cabe resaltar
que, un ICU alto significa que en ese punto las cuatro dimensiones superan la
media simultaneamente. Es decir, un suelo en conversidon sobre terreno
hidrolégicamente sensible, con la vegetacibn aun presente, pero

fragmentandose.

En la Figura 30 se observa el ICU desde un punto de vista tridimensional juntos

a las edificaciones en la zona central de la cuenca del rio Pesqueria.
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Figura 30. 3D ICU

Fuente: Elaboracién propia

La representacion tridimensional del ICU permite observar con mayor claridad

la relacion entre el relieve y la distribucion espacial de los valores del indice. En
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ambas perspectivas se aprecia que las zonas de mayor elevacion y vegetacion,
asociadas principalmente con el cerro del Topo Chico, presentan valores bajos a
medios del ICU, mientras que las superficies urbanizadas ubicadas en las partes
bajas concentran con mayor frecuencia valores medios y altos. Este contraste
muestra una diferenciacion espacial marcada entre las areas de relieve natural y
las zonas donde la ocupacién urbana tiene una presencia mas intensa. Asi como
también se observa una franja roja que identifica al rio Pesqueria no solo por ser
una zona de recurso hidrico sino también por las alteraciones ambientales que
convergen en sus zonas aledafas, lo que la hace una zona de interés a ser

investigada con mayor detalle.

5.1.2 IDAU

Tal como se menciond en la metodologia, el IDAU se obtiene como una suma
ponderada de tres presiones principales: intensidad urbana, estrés térmico y
déficit de vegetacion. A nivel espectral, la radiacidn neta que llega a la superficie
se reparte entre calor latente (evapotranspiracion), calor sensible (calentamiento
del aire) y almacenamiento en el sustrato. Cuando hay agua y vegetacion, una
parte se va como calor latente y la superficie se mantiene fresca. Cuando no la
hay, ese mismo flujo se redistribuye hacia calor sensible y almacenamiento, y la
temperatura superficial sube. El IDAU es, en el fondo, un proxy de hasta qué

punto la superficie perdié su capacidad de disipar energia por evaporacion.

En la Figura 31 se observa el IDAU calculado para la cuenca del rio Pesqueria.
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Figura 31. IDAU

Fuente: Elaboracién propia

Con respecto a la distribucién espacial que se observa en la Figura anterior, la
zona de degradacion alta claramente coincide en la zona urbanizada, pero es
mayor en algunas zonas del centro de la cuenca con una tonalidad mas rojiza a
nivel visual. Los valores altos de IDAU indican un NDVI bajo (es decir, un déficit
alto de vegetacion). En otra interpretacion un NDBI alto ya que las superficies
construidas son secas y reflejan mas la banda SWIR1 que en NIR, como el caso
del agua que absorbe en SWIR, por lo tanto, cualquier superficie “deshidratada”
como cemento, techos, suelo compactado eleva el indice IDAU tal como se
muestra en la Figura. Ademas, la anomalia de LST es alta en estas mismas
condiciones y claramente el GHSL es alto por su interpretacién urbana. Desde
un punto de vista ambiental, estos valores altos definen una impermeabilizacion,
escorrentia rapida en lugar de infiltracion, isla de calor superficial y ausencia de
dosel.

Para los casos del IDAU bajo (por ejemplo, zonas de cerros) espectralmente
un NDVI alto siendo un contraste rojo/NIR marcado por dosel activo con clorofila

y mesofilo hidratado. NDBI bajo o negativo, porque el agua foliar absorbe en
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SWIR. Ademas, anomalia térmica negativa, lo que constituye a una baja

degradacion ambiental y urbana.

5.2 Estructura general del rio Pesqueria

El rio Pesqueria perteneciente a la Regién Hidrolégica N°. 24 Bravo-Conchos
se caracteriza por presentar escasez de agua (bajos flujos de agua) a lo largo de
su cauce principal, especificamente en las zonas donde se encuentran los
mayores crecimientos demograficos aledafios al rio. De igual manera, los
cambios de uso de suelo de la subcuenca del rio Pesqueria, en los ultimos afos,
afectaron el patron de escurrimiento natural y en la pérdida de servicios
ecologicos del rio urbano. La subcuenca presenta tramos secos, cauces
invadidos por asentamientos humanos irregulares y actividades ilegales como
porquerizas y basureros clandestinos; asi como una clara evidencia de descarga
ilegal de aguas residuales (Escobedo., et al 2026). A continuacioén, se observa la

estructura general que presenta el rio Pesqueria.
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Figura 32. Ortomosaico rio Pesqueria

Fuente: Elaboracion propia

El rio Pesqueria, presenta una estructura compleja y dinamica a lo largo de
cauce, desde su nacimiento en la Sierra de San Miguel hasta su desembocadura
en el rio San Juan. El espejo de agua del rio muestra variaciones considerables
tal como se muestra en la Figura 32. Presentando cambios dependiendo de la
seccion del rio, algunas zonas de hasta 10m de ancho en promedio, pero en otras
se observan anchos de lamina de agua entre 1-3m y en ocasiones hasta menos.
Esto claramente puede aumentar o disminuir dependiendo de las diferentes

épocas de lluvias o sequias que se presenten en el area de estudio.

Por otra parte, el ancho del cauce tiende a ser mas uniforme. En cuanto al
cauce natural del rio, este presenta un ancho promedio de 30-40 metros, aunque
puede expandirse hasta 50-60 metros en zonas de planicie y reducirse a 20-25
metros en areas de mayor pendiente. En las zonas modificadas por la

urbanizacion, el cauce generalmente se mantiene entre 35-45 metros.

La geomorfologia del rio se caracteriza por un lecho principalmente rocoso en
su curso alto, mientras que en su curso medio y bajo predominan los sedimentos
aluviales, con presencia de meandros en zonas de planicie y formacion de
terrazas fluviales en varios tramos. El rio ha sufrido modificaciones
antropogénicas significativas, incluyendo erosién del cauce, puentes, cruces

viales y en ocasiones es usado como deposito final de los residuos sélidos.

Hidrologicamente, el rio mantiene un régimen “permanente” pero con
fluctuaciones importantes en su caudal, influenciado por arroyos tributarios y
aportaciones de aguas residuales tratadas. En términos ambientales, el rio
presenta una vegetacion riberefa variable segun la zona, albergando especies
acuaticas nativas y sirviendo como area importante para aves migratorias. El
estado de conservacién del rio varia considerablemente, con tramos naturales
bien conservados en zonas rurales, pero mostrando degradacion significativa en

areas urbanas, donde la contaminacion representa un desafio importante que
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requiere programas de restauracion ecoldgica para su manejo y conservacion

efectiva.

Por otra parte, el analisis de la estructura general del rio Pesqueria se
complementé con informacién topografica detallada de la cuenca del rio
Pesqueria. Gracias a los vuelos de drones equipados con sensores LiDAR, se
logré generar una nube de puntos de alta resolucion que permitio realizar perfiles
topograficos a lo largo del cauce. Estos perfiles topograficos derivados de los
datos LiDAR brindaron valiosa informacion sobre la profundidad y el ancho del
rio Pesqueria en diferentes secciones. Este nivel de detalle geoespacial
observado en la Figura 33 define significativamente la caracterizacion de las
dinamicas hidrologicas de la cuenca, complementando los resultados obtenidos

a partir de la clasificacion de uso y cobertura del suelo.




Figura 33. Perfil del cauce (A) Perfil topografico 1y (B) Perfil topografico 2

Fuente: Elaboracién propia

Los perfiles topograficos transversales del rio Pesqueria, representados en las
imagenes Ay B de la Figura 33, revelan caracteristicas morfologicas significativas
de este sistema fluvial. El perfil A se caracteriza por una extensién horizontal de
aproximadamente 170 metros, con elevaciones que oscilan entre los 503.4 y
528.1 m.s.n.m., exhibiendo una distintiva forma de "V" alargada que sugiere un
proceso erosivo maduro. En este perfil, ademas de las condiciones del cauce
también se logran observar asentamientos urbanos irregulares muy cerca del rio
Pesqueria lo cual implica una problematica urbana que puede estar afectando
directa o indirectamente las condiciones naturales del cuerpo receptor de agua.
El cauce activo alcanza un ancho aproximado de 50 metros en su seccion central,
con su punto mas profundo situado a una elevacion de 503.4 m.s.n.m., mientras
gue sus margenes presentan una considerable cobertura vegetal que contribuye

a la estabilidad de las laderas.

Por otro lado, el perfil B muestra caracteristicas diferentes, pero igualmente
significativas, extendiéndose horizontalmente por 273.75 metros y abarcando un
rango de elevaciéon desde los 467.19 hasta los 518.62 m.s.n.m., con una
morfologia mas amplia y asimétrica que su contraparte. En este segundo perfil,
el cauce principal alcanza aproximadamente 61.08 metros de ancho,
presentando terrazas fluviales bien definidas en ambos margenes, las cuales
evidencian diferentes episodios de actividad fluvial a lo largo del tiempo. La
vegetacion riberefia se mantiene como un elemento constante en ambos perfiles,
desempenando un papel crucial en la estabilizacion de las margenes y la
preservacion de la estructura del cauce. Estos perfiles topograficos ilustran
claramente la variabilidad morfolégica del rio Pesqueria a lo largo de su curso,

evidenciando procesos activos de erosion y sedimentacion que han modelado el
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paisaje fluvial actual. Donde cada seccion presenta caracteristicas uUnicas que

contribuyen a la comprension de la dinamica del rio.

Por otra parte, los ortomosaicos 3D (Figura 34) presentaron varios factores
ambientales criticos a lo largo del rio Pesqueria, incluyendo asentamientos
irregulares que invaden zonas riberefias, mala gestion de residuos sdélidos y un
flujo de corriente visiblemente reducido. En la siguiente Figura se observa a

detalle el modelo 3D y el DEM utilizado.

Average Slope S-3 = 1.05% Average Slope S-4 = 0.34%

Figura 34. Modelos digitales de elevacion (DEMs) y su correspondiente modelo 3D derivado de la
fotogrametria basada en UAV. Los ejemplos anteriores proceden del rio Pesqueria y corresponden a los
perfiles topograficos de las Secciones Ay B.

Fuente: Elaboracion propia

La Figura 34 presenta una vista combinada de los ortomosaicos y los modelos
digitales de elevacion, mostrando las ubicaciones de las secciones transversales
Ay B. Estas representaciones muestran un canal con una pendiente longitudinal

suave (promedio del 0,66%), confinado en orillas empinadas y un desarrollo
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limitado de llanura de inundacién. En la Seccion 3, la pendiente aumenta
ligeramente hasta el 1,05%, generando un patrén de flujo mas sinuoso. A pesar
de no ser un rio intrinsecamente estrecho, las imagenes confirman la casi

ausencia de agua superficial durante gran parte del afo.

5.3 Identificacion de problematicas en el rio Pesqueria

El rio Pesqueria, como uno de los sistemas fluviales mas importantes del
AMM, enfrenta una serie de desafios criticos que han surgido principalmente
como resultado de la desmedida urbanizacion, el desarrollo industrial y el
crecimiento poblacional acelerado en su cuenca. La identificacion de las
problematicas que afectan a este cuerpo de agua resulta fundamental para
comprender su estado actual y desarrollar estrategias efectivas de gestion y
recuperacion. Este analisis cobra especial relevancia considerando que el rio no
solo funciona como un elemento natural esencial para el ecosistema regional,
sino también como una fuente vital de recursos hidricos para diversas actividades
humanas y ambientales (Castro et al., 2019; Rodriguez et al., 2024). La compleja
interaccidn entre los procesos naturales y las actividades antropogénicas ha
generado una serie de impactos significativos que requieren una evaluacion
detallada. Desde alteraciones en la calidad del agua hasta modificaciones en su
morfologia natural, el rio Pesqueria presenta un conjunto de problematicas
socioambientales que afectan tanto su funcion ecoldgica como su capacidad para
proporcionar servicios naturales a las comunidades circundantes. La
identificacion y comprension de estas problematicas son el primer paso hacia el
desarrollo de soluciones efectivas y de preservacion de este importante recurso

hidrico para las generaciones presentes y futuras.

Aunado a lo anterior, en este estudio y con ayuda del Departamento de
Geomatica, de la Facultad de Ingenieria Civil de la UANL se identificaron algunas
de sus principales problematicas con ayuda de vuelos de drones, visitas a campo

y diversos analisis complementarios concernientes al rio Pesqueria y sus zonas
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aledafnas. A continuacion, en la Figura 35, se observan algunas de sus

principales problematicas.

Figura 35. Problematicas rio Pesqueria. (A) Nube de puntos LiDAR (B) Asentamientos irregulares
cercanos a 1m del rio Pesqueria

Fuente: Yépez, 2024

Las Figura 35 evidencia algunas de las problematicas que afectan al rio
Pesqueria y su entorno. En la imagen A, mediante una representacion
tridimensional generada por tecnologia LIDAR, se observa una problematica
general tanto del cauce del rio como de su zona riberefia, caracterizada por un
flujo de agua notablemente reducido y un cauce estrecho. Esta condicién es
particularmente preocupante ya que refleja una degradacion significativa del
sistema fluvial, posiblemente causada por diversos factores como la
sobreexplotacién del recurso hidrico, alteraciones en el régimen de
precipitaciones, o modificaciones antropogénicas del cauce. Esta situacion

amerita estudios detallados para comprender las causas subyacentes y
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desarrollar estrategias de restauracion que eviten la pérdida definitiva de este

importante recurso hidrico.

En la imagen B se observa una problematica social igualmente significativa,
que evidencia el establecimiento de asentamientos humanos irregulares en las
margenes del rio. Esta situacion representa un desafio social, cultural y
ambiental. Por un lado, la poblacion se expone a las a condiciones de
vulnerabilidad ante posibles crecidas del rio y deslizamientos de terreno, y por
otro, genera impactos ambientales significativos en el ecosistema fluvial. La
presencia de estas viviendas precarias frecuentemente se asocia con la ausencia
de servicios basicos como drenaje y recoleccién de residuos, lo que deriva en la
disposicion directa de aguas residuales y desechos sélidos al cauce del rio,

demostrando los problemas de contaminacion y degradacion ambiental.

La relacion de estas dos imagenes ilustra la compleja interrelacién entre los
problemas ambientales y sociales que afectan al rio Pesqueria. Esta situacién
aborda la necesidad de aplicar diversas herramientas geoespaciales que
coadyuven al monitoreo tanto del rio como sus zonas aledafas y a las diversas
problematicas que se mencionaron anteriormente. Con ayuda de los monitoreos

se pueden desarrollar estrategias de solucion efectivas a corto y mediano plazo.

Por otra parte, ademas de lo mencionado anteriormente, se han encontrado
estructuras que alteran el flujo dinamico del rio tal y como se muestra en la

siguiente Figura 36 (A 'y B).
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Figura 36. Represas antiguas del rio Pesqueria (A) Imagen satelital de Google Earth Pro de abril de 2009
y (B) Imagen satelital de Google Earth Pro de marzo de 2016

Fuente: Departamento de Geomatica, 11IC, UANL

La Figura anterior muestra una problematica significativa en el rio Pesqueria,
donde se observan los impactos considerables en la dinamica natural del rio. En
la Figura 36A una antigua represa, que quedo en estado de abandono durante
su construccién, representa actualmente un obstaculo artificial que interfiere
directamente con el flujo natural del agua. Mientras que en la Figura 36B se
observa otra represa cono una barrera transversal al cauce, ha creado una
modificacion no planificada en el comportamiento hidraulico del rio, generando
una zona de remanso aguas arriba y alterando significativamente las condiciones

de flujo aguas abajo.

Esta problematica no solo afecta la continuidad del flujo de agua, sino que
también puede impactar en la migracion de especies acuaticas, el transporte de
sedimentos, y la calidad del agua, representando asi un desafio complejo que
requiere atencion y posibles medidas de mitigacion o restauracién para

recuperar, en la medida de lo posible, las condiciones naturales del rio.

DIOIA: KEVIN RODRIGUEZ GONZALEZ



CLASIFICACION DE
USO DE SUELO




6 Clasificacion de uso de suelo

Como bien se sabe, el uso de suelo es un criterio socioeconémico y ambiental
que hace referencia a la actividad dominante que un indicador biofisico describe
los materiales que cubren el territorio a estudiar, por la necesidad de conocer la
estructura y los cambios relacionados en el rio Pesqueria y con respecto a las
zonas de mayor convergencia identificadas en el capitulo anterior, en este
estudio se plantearon 4 diferentes clasificaciones de uso de suelo por medio de
4 diferentes algoritmos de ML como lo son K-means Clustering, RF, CART y
SVM. Esta comparacion de algoritmos de uso de suelo se hizo también para
identificar la capacidad de precision que cada uno de ellos tiene a la hora de
identificar y/o mapear rios urbanos de bajo caudal y con una alta convergencia

socioambiental.
6.1 K-means Clustering

K-means es un algoritmo de clasificacion no supervisada (clusterizacion) que
agrupa objetos en k grupos basandose en sus caracteristicas. El agrupamiento
se realiza minimizando la suma de distancias entre cada objeto y el centroide de
su grupo o cluster. Tal como se menciond anteriormente este algoritmo es no
supervisado y es por esto por lo que no necesita de datos de entrenamiento ni

de validacion para dar una respuesta.

La fortaleza de K-means radica en su simplicidad conceptual y eficiencia
computacional (programacion), lo que lo convierte en un método muy practico
para el agrupamiento de grandes conjuntos de datos. Sin embargo, tiene algunas
limitaciones que se observan en las imagenes obtenidas de la clasificacion por
K-means clustering durante las temporadas 2016-2019 como se denota a

continuacion (Figura 37).
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Figura 37. K-means clustering
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Fuente: Elaboracién propia

La Figura 37 muestra la clasificacion realizada por medio del algoritmo K-
means clustering en una de las secciones mas urbanizadas del rio Pesqueria.
Como se ha mencionado, al ser un algoritmo no supervisado, K-means no
requiere datos de entrenamiento etiquetados previamente, sino que agrupa los
pixeles en funcién de la similitud de sus caracteristicas espectrales, sin
informacion adicional sobre las clases presentes en la zona. Esto proporciona
una vista a los subgrupos que se estan clasificando sin la necesidad de agregar
ninguna informacién relevante de la zona, lo cual ayuda a reconocer la
segmentacion de areas similares y algunos patrones o errores que se puedan
observar. Generalmente, la clasificacion logra identificar zonas urbanas, la
vegetacion y algunas zonas de agricultura, por lo contrario, este algoritmo no
pudo reconocer muy bien los contornos relacionados a la clase agua debido a lo
angosto que es el rio Pesqueria. Aqui radica la complejidad e importancia de
estudiar este tipo de rios con informacion satelital (donde la mejor resolucién es

de 5m por pixel).

Por consiguiente, la clasificacion identifica algunas zonas urbanas construidas,
agrupandolas en una misma clase distintiva en las temporadas 2016-2017 y
2018-2019 principalmente, para los otros casos obtuvo muchos errores con
contornos de clase agua. A su vez el algoritmo de K-means clustering realizado
con imagenes satelitales NICFI presentd una confusiéon de contornos entre las
clases de agricultura y vegetacion a excepcién de la temporada 2017-2018 donde

se observa una mejor representacion de estas dos clases.

No obstante, este algoritmo no pudo reconocer con precision los contornos
relacionados con la clase de agua, confundiendo algunas porciones del rio con
areas urbanas o de vegetacién. Esto puede deberse a que las firmas espectrales
del agua y de algunas superficies artificiales o suelos desnudos son similares, lo
que dificulta su separacion automatica. Ademas, una razén muy importante tiene
que ver con que esta investigacion esta estudiando un rio muy angosto, de poco

flujo y en ocasiones intermitente, por lo que esto hace que un algoritmo no
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supervisado no identifique con facilidad los contornos de agua. Sin embargo, el
clustering no supervisado con K-means brinda una perspectiva inicial util que
puede complementarse posteriormente con informacion adicional o métodos

supervisados para refinar los resultados.

6.2 SVM

Como bien se sabe en el ambito del aprendizaje automatico, SVM es un
algoritmo de relevancia para la clasificacion, particularmente notable en este
estudio para la caracterizacion del uso del suelo. A continuacién, se ilustra en la
Figura 38 la respuesta del modelo SVM para las 5 temporadas analizadas en

esta investigacion.
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Figura 38. SVM

Fuente: Elaboracion propia
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La Figura 38 representa el modelo de respuesta de SVM aplicado a las
temporadas 2016-2019 estudiadas. A diferencia del algoritmo no supervisado K-
means, SVM es un método de clasificacion supervisada, lo que implica que se le
proporcionaron datos de entrenamiento y validacion con imagenes satelitales
NICFI etiquetadas para cada temporada. A simple vista se puede observar una
mejor relacion entre las diferentes clases a diferencia de los evidenciados en la
Figura 37. Los contornos de crecimiento urbano presentan una buena respuesta
para cada una de las temporadas en la clasificacion de SVM; Por su parte, las
clases de vegetacion y agricultura también muestran contornos representativos
de la zona de estudio. Sin embargo, se observan algunos errores relacionados
con los contornos de la clase agua, los cuales se asemejan en algunas areas a
los de vegetacion. Esto puede deberse a que, en ciertas zonas de vegetacion, la
imagen satelital presentaba muchas sombras, lo que provocdé que las
caracteristicas espectrales de esta clase fueran similares a las del agua en esta
region. Aun asi, se logra observar una respuesta clara del rio Pesqueria, lo cual
representa un desafio al utilizar imagenes satelitales de acceso gratuito y buena
resolucion en la actualidad. Las imagenes de respuesta lograron obtener una
precision del 94% en la temporada 18_19, representativa para las zonas

estudiadas.
6.3 CART

El modelo CART, como bien se menciondé en la metodologia, es un algoritmo
de aprendizaje supervisado que construye un arbol de decision a partir de un
conjunto de datos de entrenamiento. Este algoritmo analiza las caracteristicas de
los datos y crea reglas de decisién jerarquicas en forma de arbol, lo que permite
realizar para este caso clasificaciones de uso y cobertura de suelo. En la
siguiente Figura 39 se observa la respuesta obtenida del algoritmo CART para

las temporadas 2016-2019 en el area de estudio.
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Figura 39. CART

Fuente: Elaboracioén propia
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Como bien se ha mencionado a lo largo de este escrito GEE fue una
herramienta eficaz para entrenar, validar y obtener las imagenes de respuesta de
cada una de las temporadas. Para el caso del algoritmo CART, al igual que el
modelo de SVM, se presentaron buenas respuestas para predecir las zonas
urbanas del Area Metropolitana de Monterrey desde el afio 2016-2019.
Igualmente, la vegetacion presentd buena respuesta, aunque la temporada de
2018-2019 es la que menores errores obtuvo a la hora de predecir la vegetacion

en el area de estudio.

Ademas, cabe mencionar que la temporada 2017-2017 presenté mas errores
para predecir agua en comparacion con el resto de las temporadas, mientras que

la temporada 2018-2019 obtuvo una mejor respuesta para la clase 1 (agua).

Luego de correr el algoritmo de clasificacion en GEE. Los resultados
destacaron una precision general del 94% en la temporada 17_17, siendo igual
a la mayor precision que presenté SVM, pero entre todas las temporadas CART

presentd menor consistencia entre sus clases.
6.4 RF

En este estudio, ademas de los algoritmos de aprendizaje automatico
presentados anteriormente, se evalud otro algoritmo clave como lo es RF. Este
algoritmo se basa en el uso de multiples arboles de decisién para realizar
predicciones precisas y robustas. RF fue implementado con el objetivo de obtener
una representacion precisa de las clases de esta investigacion. La siguiente
Figura 40 muestra los resultados obtenidos mediante la aplicacion de este

modelo en las diferentes temporadas contempladas.
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Figura 40. Random Forest

Fuente: Elaboracién propia.
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En la Figura 40 se observan las imagenes resultantes de la aplicacion del
algoritmo RF para las 5 clases de uso de suelo en las diferentes temporadas
establecidas. Se puede analizar que este algoritmo presentd mejores resultados
a nivel visual en comparacion con las técnicas de SVM, CART y K-means
clustering. Especificamente, se obtuvo una precisién general del 99%, lo cual
indica que este proceso es, hasta el momento, el mas apropiado para representar
las diferentes clases de uso de suelo en la zona urbana del rio Pesqueria y de

delimitar rios de poco flujo en zonas semiaridas.

El algoritmo RF logré diferenciar eficazmente las diversas clases de uso de
suelo implementadas, con excepcidn de algunos errores menores entre las
clases de vegetacion y agua, relacionados con la similitud de firmas espectrales
entre los pixeles de agua y vegetacion densa y también, por la cercania entre el
rio angosto y los corredores biologicos en un pixel de una imagen satelital. De
esta manera, el procedimiento de este modelo definid la continuidad del rio
Pesqueria en si con una precision superior a los otros algoritmos evaluados

previamente.
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Figura 41. Respuesta algoritmo RF

Fuente: Elaboracion propia

6.5 Analisis de areas

Luego de obtener cada uno de los algoritmos de ML, se procedi6 a estudiar
cada una de sus areas por clase y por temporada. La Figura 42 ilustra la
comparacion de las areas entre las distintas temporadas, representando cada
categoria de uso del suelo y segun la temporada, asi como los cambios que
experimentoé cada clase en conjunto a lo largo de las cinco temporadas evaluadas

en este proyecto.
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Figura 42. LULC variacion de areas en diferentes temporadas

Fuente: Elaboracion propia

RF describe un incremento continuo de la superficie urbana el cual coincide

con los analisis urbanisticos y de convergencia realizados en esta misma

investigacion. Su area urbana presenta un incremento que pasa de 26.2 km? en

16_17 a 35.0 km? en 17_17 y continua ascendiendo de manera gradual hasta

36.8 km? al final de la serie. Este aumento de aproximadamente 10.6 km? ocurre

simultaneamente con la contraccion de la clase suelo, que cae de 12.2 a 6.1 km?

en las dos primeras temporadas y se estabiliza en cerca de 6.3 km?, y con la

disminucién de agricultura de 7.3 a 3.7 km? en el mismo intervalo, con una

recuperacion parcial posterior hasta 6.3 km? La vegetacion presenta un

comportamiento no monotoénico: alcanza su maximo de 25.2 km? en 17_17,

desciende a 20.5 km? en 18_18 y repunta nuevamente a 22.6 km? en la ultima

temporada. El agua permanece entre 0.7 y 1.4 km?, sin tendencia definida.
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SVM por su parte, muestra un analisis similar a RF, pero con algunas
atenuaciones considerables. La clase de urbano tiene una ascendencia similar
de 23.4 km? a 32.6 km? entre 16_17 y 17_17 respectivamente, y a partir de ahi
decrece levemente hasta 31.5 km?, de modo que la superficie construida se
estabiliza en lugar de seguir creciendo. La diferencia entre SVM y RF en la
estimacion final de esta clase es de aproximadamente 5.3 km?, cifra que puede
tomarse como una banda de incertidumbre operativa para la variable de mayor
interés del estudio. La clase suelo evidencia uno de los valores mas bajos del
analisis de suelo en los 3 modelos, 14.8 km? en 16_17, y cae a 5.0 km? en la
temporada siguiente. La vegetacion es mas estable en SVM que en RF y alcanza
27.1 km? en 18_18, su valor mas alto en los tres algoritmos. El agua vuelve a ser

la clase de menor variacion absoluta, con un rango de 0.7 a 2.2 km2.

CART resultd siendo el algoritmo que presentd la mayor diferencia de area
entre los 3 clasificadores. La clase urbana aumenta de manera similar en las
primeras temporadas, pero desciende de 36.0 km? en 17_17 hasta un minimo de
28.5 km? en 18 _18 y vuelve a 34.2 km? en 18 19, una oscilacion de 5.7 km?
generando varias incertidumbres por sus cambios. Lo anterior no se observa en
RF ni en SVM. EI comportamiento de la clase suelo es todavia mas erratico, con
un minimo de 4.1 km? en 17_17, un pico de 13.9 km?en 18_18 y una caida a 3.8
km? en la temporada final. Ese pico coincide temporalmente con el minimo de
urbano, por lo que se infiere podria ser un intercambio directo de pixeles entre
ambas clases mas que un cambio real en la cobertura. La vegetacion sigue una
trayectoria descendente hasta 18.9 km? en 17_18 y luego asciende a 26.5 km?,

el valor mas alto que registra esta clase en el conjunto de resultados.

De manera general, el analisis de clasificacion de cobertura y uso de suelo
durante las diferentes temporadas analizadas revela una tendencia hacia la
urbanizacién descontrolada. Los datos muestran un claro aumento de dicha
clase, que han ido ocupando terrenos que anteriormente eran suelo desnudo o
areas naturales. Esta expansion urbana se ha producido no solo en las zonas

céntricas, sino también en las areas aledanas al rio, poniendo en riesgo estos

DIOIA: KEVIN RODRIGUEZ GONZALEZ 105



valiosos ecosistemas riberefios. En la Figura 43 se observa mas a detalle esta
idea, en donde se ilustra un analisis tipo radar de las clases resultantes del

algoritmo de RF.
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Figura 43. Diferentes estaciones y clases representadas con un radar estandarizado por clase basado en
la superficie estimada del algoritmo RF

Fuente: Elaboracion propia

Este andlisis radar confirma y realza lo mencionado anteriormente ya que el
radar se alarga hacia la clase urbano en las cinco temporadas. Agua y suelo
permanecen proximos al centro en toda la serie temporal, con proyecciones
radiales bajas y estables. La clase agricultura ocupa posiciones intermedias,
salvo en 17_18, donde su vértice se extiende de forma notoria, aunque sigue
siendo a baja escala. La clase vegetacion al igual que las demas clases presenta
un incremento, pero no es tan consistente como el de la clase de urbano durante

todas las temporadas.

Por otra parte, se estudio a nivel especifico la clase de agua, por lo que en la
Tabla 12 se muestran que las coberturas de agua alcanzaron un maximo de
apenas 1.82% en la temporada con mayor presencia hidrica (2016-2017), y un

minimo de 1% en la temporada 2017-2018 en relacion con el area de estudio.
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Tabla 11. Areas de cobertura y porcentajes de la clase agua para las 5

temporadas
Temporadas Epoca Area km? Porcentaje (%) Areakm? Porcentaje
(sin sesgo (con sesgo (%)
filtrado) filtrado)
2016-2017 De lluvia 1.29 1.82 0.12 0.17
2017-2017 De estiaje 0.92 1.30 04 0.57
2017-2018 De lluvia 0.72 1.01 0.18 0.25
2018-2018 De estiaje 1.17 1.66 0.3 0.43
2018-2019 De lluvia 1.23 1.75 0.21 0.3

Fuente: Elaboracion propia

En la Tabla 12 las variaciones identifican como corresponde una mayor
cantidad de agua en épocas de lluvia que en épocas de estiaje. Estas cifras
evidencian la escasez de recursos hidricos en la region estudiada. Es importante
destacar que las variaciones observadas en la cobertura de agua no solo estan
relacionadas con las fluctuaciones estacionales, sino que también estan
vinculadas a factores socioeconémicos y ambientales. Lo anterior representa un
desafio para el estudio de este tipo de rios, convirtiéndose en una tematica area
importante para investigar no solo en el estado de Nuevo Ledn, México sino
también a nivel mundial. Lo cual representa una ventana de oportunidad para el
uso de imagenes satelitales de observacion terrestre. El area sin sesgo se obtuvo
luego de varias corridas del modelo hasta obtener el mas optimo para la clase
agua, ademas se eliminaron manualmente alguno pequefios poligonos que

notoriamente no eran clase agua.

Por otra parte, la Figura 44-a muestra un analisis complementario de la
correlacion cruzada entre las clases LULC, a traves de la matriz que identifica las
interacciones estructurales entre las clases del area de estudio. Se muestra una
fuerte correlacion negativa en el tipo de zonas urbanas y el suelo desnudo (r =
-0,94), lo que indica una sustitucion directa del sustrato sin vegetacion a las
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superficies urbanas. También es evidente una relacion importante entre clase
urbana y agricultura (r = —0,60), y entre clase urbana y vegetaciéon (r = —-0,43),
reflejando como la urbanizacion ejerce una presién creciente y constante sobre

areas vegetadas y que aun no son productivas.

En contraste, la Figura 44-a muestra correlaciones positivas entre las clases
de suelo y agricultura (r = 0,67) y entre las clases agricola y de agua (r = 0,58).
Esto sugiere que existe una concurrencia espacial entre estas combinaciones de
clases, que muchas persisten antes de la conversion de la clase urbana. Ambos
patrones confirman que el crecimiento urbano en las zonas periurbanas es el
principal motor de la reorganizacion observada en el corredor del rio Pesqueria
a lo largo del periodo de estudio, es decir, este fendmeno reduce
progresivamente la heterogeneidad de las clases, comprometiendo el equilibrio

ecoldgico del entorno natural del area de investigacion.
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Figura 44. (a) Clases LULC de correlacion cruzada. (b) Diversidad ecoldgica (Shannon, Simpson,
Evennes).
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Fuente: Elaboracién propia

En la Figura 44b, se utilizaron los indices de diversidad ecologica aplicados en
este caso a LULC para entender la diversidad y heterogeneidad del paisaje entre
las clases estudiadas. El indice de Shannon, refleja, al igual que los otros indices,
una disminucion en la temporada 17-17 asociada a la distribucion desigual de
clases, debido al aumento significativo de una clase dominante. Shannon suele
ser sensible a las clases minoritarias, lo que lo hace eficiente al estudiar cuerpos
de agua intermitentes como el rio Pesqueria.

Segun su analisis, Simpson indica que hay una mayor probabilidad de que dos
pixeles seleccionados al azar pertenezcan a la misma clase, dando mayor peso
a lo anterior. En este caso, la clase dominante es la urbana, por lo que hay una
expansion de las masas (aunque en este estudio solo se evalua la expansion
horizontal). El indice de uniformidad muestra un patrén similar en las 5
estaciones, indicando que el cambio presentado en 17_17 se debe a un
desequilibrio en las proporciones de cada clase, haciendo que el paisaje esté

menos equilibrado en esa estacion.

6.6 Gemelo digital 3D

La incorporacion de una visualizacion tridimensional permite ampliar la
interpretacion de la clasificacién de uso y cobertura del suelo obtenida mediante
RF en esta investigacion, al pasar de una representacion bidimensional de las
coberturas a una caracterizacion espacial integrada del corredor fluvial. En el
caso del rio Pesqueria, esta diferencia es particularmente importante debido a la
reducida anchura del flujo de agua, la presencia de superficies aledafas al rio y
la discontinuidad de la lamina de agua. La informacion tridimensional permitié
representar simultdneamente la convergencia entre el relieve, el cauce, las
edificaciones junto con el modelo de inundacién con un periodo de retorno TR500
en el area de estudio. En la Figura 45 se observa el modelo 3D de una seccion

del rio Pesqueria y sus zonas aledafas
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Figura 45. Gemelo digital 3D del rio Pesqueria

Fuente: Elaboracién propia

Bajo esta visualizacion, la integracion de la clasificacién RF con la informacion
tridimensional se dio pie a la representacion de un gemelo digital del entorno
fluvial urbano. La geometria tridimensional permitié identificar zonas de escasa
vegetacion relacionada con asentamientos humanos irregulares en zonas de
riesgo por inundacién, representando una mejor visualizacion hacia la toma de
decisiones y futura construccién de politicas que disminuyan los riesgos en las

terrazas de los rios urbanos del pais.
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Desde la perspectiva ambiental, el resultado evidencia que el rio Pesqueria se
encuentra inmerso en una matriz urbana altamente intervenida, con sectores
donde la vegetacion asociada al cauce se encuentra fragmentada y donde los
asentamientos humanos irregulares alcanzan practicamente el borde del rio. La
identificacion de estas condiciones, permite localizar espacialmente zonas donde
convergen pérdida de cobertura vegetal, presidén urbana, reduccion del espacio

riberefio y exposicién de la poblacion y su infraestructura a inundaciones.

Lo anterior proporciona una base mas adecuada para evaluar la problematica
ambiental del rio, ya que el gemelo digital puede integrar posteriormente
informacion hidrolégica, calidad del agua, riesgo de inundaciéon y cambios de
cobertura. En este sentido, la aportacion principal no se limita a generar una
visualizacion tridimensional, sino a estructurar un modelo espacial capaz de
relacionar las caracteristicas fisicas del cauce con las condiciones ambientales y
urbanas que determinan su vulnerabilidad. Se espera que esta también sea la
base para futuros proyectos que apliquen estas tecnologias geoespaciales en

zonas tan fragmentadas como lo es el rio Pesqueria.

6.7 Evaluacién de la precisién

Se evaluaron los modelos de aprendizaje automatico CART, SVM y RF, para
todas las estaciones, segun se indica en la Tabla 13, utilizando el coeficiente de
Kappa y la precision general. Los resultados indican un rendimiento consistente
en todas las temporadas, evaluado individualmente.

CART registré una precision minima del 85% con un coeficiente Kappa de 0,81
y una precision maxima del 94% con un Kappa de 0,924 durante las temporadas
17-18. En contraste, el modelo SVM alcanzé precisiones minimas del 86% con
un Kappa de 0,823 y exactitudes maximas del 94% con un coeficiente de Kappa
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de 0,923. Mientras tanto, el algoritmo RF superé a los otros modelos a nivel
general comparando durante las cinco estaciones evaluadas, alcanzando
precisiones de clasificacion del 99% y un coeficiente Kappa de 0,987. La menor
precision reportada para RF fue del 93%, con un Kappa de 0,911 durante la
temporada 18-18. RF fue el algoritmo mas consistente para todas las estaciones.
En general, RF mantuvo consistentemente una alta precision en la clasificacion,
superando el 90% en las cinco temporadas.

Tabla 12. Precision general (OA) y coeficiente de Kappa (Kc) de los modelos RF,
SVM y CART para la clasificacion LULC estacional (2016—2019).

Seasons OA Kc
16_17 94 92.3
17_17 98 97.4
RF 17_18 96 94.9
18_18 93 91.1
18_19 99 98.7
16_17 90 87.3
17_17 86 82.3
SVM 17_18 92 89.9
18_18 92 89.8
18_19 94 92.3
16_17 87 83.6
17_17 85 81
CART 17_18 94 92.4
18_18 93 911
18_19 91 88.5

Ademas, la Tabla 14 presenta las métricas de precision del usuario, exactitud

del productor y puntuacion F1 calculadas para el modelo RF, seleccionadas para
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registrar el mejor rendimiento en todas las temporadas analizadas. La evaluacion
de estas métricas para cada clase nos permite valorar con mayor detalle la
robustez y fiabilidad del modelo. Los resultados obtenidos confirman el buen
rendimiento de RF y respaldan la eficacia de la metodologia propuesta para el
mapeo de mascaras de agua en rios estrechos.

Tabla 13. Precision del usuario (UA), precision del productor (PA) y puntuacion

F1 para la clasificacion en Bosque Aleatorio (RF) por clase y temporada de
cobertura del suelo (2016-2019).

Agua Vegetacion Agricultura Urbano Suelo

Seasons PA UA F1 PA UA F1 PA UA  F1 PA UA F1 PA UA H
16_17 093 1.00 097 091 09 094 1.00 095 098 1.00 0.89 0.94 0.81 0.93 0.87
17_17 1.00 1.00 1.00 096 1.00 098 1.00 1.00 1.00 1.00 096 0.98 094 0.94 0.94
17_18 093 093 093 095 091 093 095 1.00 097 1.00 096 0.98 094 1.00 0.97
18_18 094 0.88 091 095 091 093 094 1.00 097 093 093 0.93 0.88 0.94 0.91
18_19 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00 1.00 0.97 1.00 0.98 1.00 0.94 0.97

La clasificacion de cobertura y uso del suelo mediante algoritmos de
aprendizaje automatico ha mostrado resultados consistentemente altos en este
estudio en un ambiente semiarido, algunos investigadores han empleado estos
mismo algoritmos bajo diferentes condiciones tales como Martinez de Ledn et al.
(2026) quienes compararon el rendimiento de SVM, RF, GBT y CART integrando
datos espectrales de Sentinel-2A, indices topograficos e indices espectrales en
un Area Natural Protegida de la Reserva de la Biosfera "El Cielo" (Tamaulipas,

México). Sus hallazgos mostraron que SVM y GBT obtuvieron la mayor fiabilidad
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global tematica con 88% y 86% de precision, respectivamente, destacando que
el 46% de las comparaciones pareadas por clase presentaron diferencias

estadisticamente significativas.

Aldiansyah y Saputra (2022) evaluaron CART, RF y SVM utilizando imagenes
Landsat-8 y Sentinel-2 en la cuenca del rio Wanggu (Wanggu Watershed,
Indonesia). El estudio concluy6 que el algoritmo RF superé a CART y SVM en
ambos sensores. Con Landsat-8, las precisiones globales (OA) promedios
fueron: RF (94.74%), CART (92.03%) y SVM (83.54%); mientras que con
Sentinel-2 las precisiones alcanzadas fueron RF (96.15%), SVM (93.34%) vy
CART (93.14%).

Ouma et al. (2022) realizaron una evaluacion multitemporal y multisensores
(1984—2020) comparando RF, SVM, GTB y CART en el Area de Planificacién de
Gran Gaborone (GGPA, Botsuana). Al evaluar la precisién global promedio de
las ocho épocas del estudio, RF (87.8%) y SVM (87.5%) registraron el
desempefio mas alto y estable, seguidos por GTB (86.4%) y CART (85.3%). En
términos de precision promedio por clase, RF logré un 95.9%, SVM un 95.8%,
GTB un 95.6% y CART un 95.1%, con coeficientes Kappa promedio de 0.85 (RF
y SVM), 0.84 (GTB) y 0.82 (CART)

Por su parte, Garzén Barrero et al. (2023) analizaron el desempefio de SVM
frente a Random Trees (RT/RF) utilizando un modelo de segmentacion basada
en objetos (OBIA) e imagenes Landsat-9 OLI-2 en el Area Metropolitana de
Barranquilla (Colombia). Los autores demostraron que, en conjuntos de datos
desequilibrados (que replican las proporciones reales del paisaje), SVM superd
consistentemente a RF, alcanzando una precision general de 86% con el 100%
de muestras y 84% con el 60% de muestras, en comparacion con el 81% y 78%
de RF en los mismos escenarios. Sin embargo, en muestras estrictamente
equilibradas de 1250 pixeles, RF alcanz6 un 68% de precision frente a 64% de
SVM.

A demas, Rahman et al. (2026) evaluaron RF, CART y SVM procesados en

GEE con imagenes Landsat-8 para el distrito de Moulvibazar (Bangladesh). Los
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resultados ubicaron a RF como el modelo superior con un 96.9% de precision
general y un indice Kappa de 0.96, seguido por CARTcon un 93.4% de precision
general (Kappa de 0.91) y SVM con un 81.9% de precision (Kappa de 0.76).
Jasim et al. (2025) investigaron la precision de RF, SVM, ML y K-Nearest
Neighbors (KNN) utilizando imagenes Sentinel-2A en la provincia de Karbala
(Irak). El clasificador RF registré los valores mas altos con un 93.1% de precisiéon
general y un Coeficiente Kappa de 0.90, seguido de SVM (91.2% de OA, Kappa
0.88), ML (86.2% de OA, Kappa 0.81) y KNN (82.5% de OA, Kappa 0.76). Rawat
et al. (2024) desarrollaron una comparaciéon estadistica entre RF, SVM para
imagenes Landsat-5, Landsat-8 y Sentinel-2A en el distrito de Chennai (India). La
precision general a lo largo de diversos periodos oscilé entre 80% y 89% para RF
(con Kappa de 0.72 a 0.84), entre 79% y 87% y para SVM (con Kappa de 0.67 a
0.80). Esta investigacion logré obtener una mayor precisiéon general que las

investigaciones anteriormente mencionadas para el algoritmo RF.
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WATER MASK
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7 Water Mask

El presente analisis se baso en las extracciones de agua realizadas sobre el
rio Pesqueria mediante clasificacion LULC utilizando el algoritmo RF (algoritmo
de mayor precision en este trabajo de investigacion), centrandose
especificamente en la clase 1 (Agua) para las temporadas y estaciones 2016-
2017, 2017-2017, 2017-2018, 2018-2018 y 2018-2019. A cada una de las
imagenes clasificadas se le hizo un respectivo procesamiento de limpieza de

errores y sesgos del modelo.

Esta extraccion de agua realizada por medio de una clasificacion LULC busco
presentar una mejor respuesta del espejo de agua a diferencia de los indices de
agua usados convencionalmente. En la Figura 46 se observa la mascara de agua

resultante para cada una de las temporadas estudiadas.
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Fuente: Elaboracién propia
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De manera general, se observa una delimitacion clara de la dinamica del
espejo de agua en el area de estudio. Sin embargo, al analizar los periodos de
2016-2017, 2017-2017 y 2017-2018, se identifica un patrén espacial recurrente
en el sector oeste caracterizado por la ausencia de agua superficial. Este
comportamiento indica una vulnerabilidad critica en dicha seccion del cauce, lo
que demanda atencion prioritaria para su manejo y conservacion. La Figura 47

expone estas variaciones a mayor detalle.
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Figura 47. Escasez de agua Water mask

Fuente: Elaboracion propia
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La Figura anterior refleja una disminucién en los contornos identificados como
cuerpos de agua mediante la clasificacion LULC. Este fendmeno puede atribuirse

a dos factores principales.

El primer factor esta relacionado con limitaciones en la capacidad del modelo
de clasificacion de uso de suelo y cobertura terrestre para identificar
correctamente todos los contornos de agua. Esto podria deberse a un bajo caudal
del rio Pesqueria en ciertas temporadas, lo que dificulta la deteccién precisa del
agua, especialmente en areas donde los niveles hidricos son fluctuantes o
marginales, lo cual es poco probable ya que en otras zonas si se logré obtener

informacion de la lamina de agua.

El segundo factor obedece a una problematica ambiental subyacente: el
severo estrés hidrico de la region. Como se destaca en la zona sombreada de la
Figura 47, identificada como el sector de mayor criticidad en el area de estudio,
se registré un déficit persistente de la lamina de agua tanto en la temporada de
lluvias como en la de estiaje. Este comportamiento valida los resultados del
analisis espacial y subraya la urgencia de implementar acciones para la
restauracion de este corredor fluvial. Cabe resaltar que la pérdida de continuidad
en el flujo hidrico trasciende el impacto social, representando una grave amenaza
para la conectividad y viabilidad de los ecosistemas locales. Por ello, se espera
que el uso de estas geo tecnologias proporcione una base metodoldgica sélida

para el diseno de futuros proyectos de rehabilitacién ambiental y desarrollo social.

Es de gran importancia combinar las herramientas tecnoldgicas, como el
analisis LULC, con datos complementarios y observaciones in situ, tal como se
hizo en este estudio, para lograr una comprension mas holistica del problema.
Ademas, se deben disefar e implementar estrategias orientadas a la
sostenibilidad, como la mejora de practicas de manejo del agua, la restauracion
de ecosistemas asociados al rio y la promocion de la participacion comunitaria

en la gestion de los recursos hidricos.
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A continuacion, se observan los datos evidenciados del water mask como se

muestra en la Figura 48.
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Figura 48. Area de la clase agua

Fuente: Elaboracién propia

La Figura 48 muestra la variacion del area identificada como agua (clase C1)
en el rio Pesqueria a lo largo de cinco temporadas consecutivas: 2016-2017,
2017-2017,2017-2018, 2018-2018 y 2018-2019. En la temporada 2016-2017, se
identifica un aumento considerable en el water mask detectada, alcanzando un
pico cercano a los 0.4 km? para el sitio de interés (como se observa en la Tabla
12). Sin embargo, en la siguiente temporada (2017-2017), esta area experimenta
una disminucion abrupta, cayendo por debajo de 0.2 km?, lo que podria estar
relacionado con una reduccion en el caudal del rio o con la influencia de factores

externos que afectaron la visibilidad del agua en las imagenes clasificadas.

En la temporada 2017-2018, el water mask vuelve a aumentar a
aproximadamente 0.3 km?, lo que podria indicar un aumento temporal en el flujo

del rio o una mejora en la clasificacién de los datos. No obstante, en la temporada
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2018-2019, el area vuelve a disminuir ligeramente a poco mas de 0.2 km?,

sugiriendo una posible tendencia hacia la reduccion del recurso hidrico.

Esta variabilidad en los datos puede ser consecuencia de diversos factores,
como las fluctuaciones estacionales y climaticas que afectan el caudal del rio en
algunas zonas del rio ya que como se vio en las figuras anteriores algunas zonas
no fueron afectadas por las estaciones. Para interpretar con mayor certeza estos
resultados, seria necesario realizar un monitoreo constante, validando los datos
a través de mediciones directas en el terreno. Ademas, se recomienda
implementar estrategias de gestion sostenible que permitan mitigar los posibles
efectos negativos sobre el ecosistema fluvial y asegurar el abastecimiento de

agua en el futuro.
7.1 Comparacion de water mask

En el estudio de la dindmica de los cuerpos de agua, especialmente en rios
con caracteristicas particulares como el flujo estrecho representativo en los
ultimos anos del rio Pesqueria, es crucial seleccionar métodos de extraccion de
agua que sean precisos y adecuados a las condiciones del entorno. Para este
propédsito, se han utilizado diversas técnicas de clasificacion y analisis espectral.
En este caso, se compararon tres enfoques diferentes para la extraccién de agua
a lo largo de cinco temporadas (2016-2019). La clasificacion LULC con la clase
1 asignada al agua, el indice NDWI, el indice MNDWI, el modelo AWEI y el ESA
world cover (clase agua). Cada uno de estos métodos presenta ventajas y
limitaciones dependiendo de factores como la resolucidn de las imagenes y las

caracteristicas especificas del rio.

La Figura 49 ilustra la comparacion entre estos métodos, mostrando los
resultados obtenidos en cada temporada y proporcionando un analisis visual de

su efectividad y precision.
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Esta comparacion proporciona una vision clara sobre las ventajas y
limitaciones de cada uno de los enfoques en la extraccion de cuerpos de agua

en un entorno fluvial.

En el caso de la clasificacion LULC, la extraccion de agua a través de la clase
1 muestra buenos resultados en general, especialmente en las temporadas
donde los niveles de agua son mas evidentes. La clasificacion identifica de
manera precisa las areas cubiertas por agua, sin embargo, su efectividad
depende de la resolucion espacial y temporal de las imagenes utilizadas. Este
meétodo presenta una ventaja en términos de interpretar visualmente los patrones
de uso del suelo y agua a lo largo del tiempo, y en términos generales se tuvo

una mejor respuesta que los indices NDWI y MNDWI.

El indice NDWI, por otro lado, tuvo dificultades para realizar una extraccion
efectiva del agua debido a las caracteristicas del rio Pesqueria, especificamente
su bajo y angosto flujo. EI NDWI, al ser un indice que depende de las diferencias
espectrales en las longitudes de onda del infrarrojo cercano y del verde, no pudo
capturar correctamente las variaciones de agua en las areas mas pequefias o
con menor contraste, lo que resalta la necesidad de imagenes satelitales de
mayor resolucién espacial para mejorar su desempefio 0 en su debido caso este
indice estda mas enfocado a estudiar rios de mayor anchura y flujo. Esta limitacion
es clara en las imagenes obtenidas, donde el NDWI no logré extraer

adecuadamente las areas de agua (verificadas) del rio en algunas temporadas.
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Figura 49. Comparacién extraccion agua
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Fuente: Elaboracién propia

Por otro lado, el indice MNDWI mostré resultados mas favorables y similares
a la clasificacion LULC en términos de la extraccion de cuerpos de agua. El
MNDW!I, que se basa en la diferencia entre las bandas del verde y del infrarrojo
medio, presenta una mayor sensibilidad para detectar agua en areas urbanas o
de vegetacion densa. Sin embargo, a pesar de sus buenos resultados generales,
el MNDWI también presenté algunos errores al clasificar como agua ciertas
estructuras, como puentes que cruzan el rio Pesqueria, un detalle que puede
generar confusion en la interpretacion de los datos. Este error es visualmente
evidente en las imagenes, donde los puentes, que no deberian ser clasificados
como cuerpos de agua, aparecen resaltados en azul, lo que indica la necesidad

de ajustar el indice o aplicar técnicas de correccidn para mejorar la precision.

El método AWEI por su parte solo pudo representar una respuesta espectral
en la temporada 16_17, en las otras temporadas no se logré obtener una

respuesta del rio Pesqueria.

Ademas, de manera general se hizo una verificacion usando el modelo de la
ESA World Cover con un filtro para la clase de agua (80) la cual tampoco logré
identificar al menos un pixel de agua para el rio Pesqueria en ninguna de las

temporadas.

En terminos generales, los métodos de extraccion analizados muestran
limitaciones en funcion de las caracteristicas del rio Pesqueria y la resolucién de
las imagenes satelitales utilizadas. La clasificacion LULC con la clase 1 mostré
consistencia y precision, mientras que el NDW!I requirié una mayor resolucién
para mejorar su desempefo. Por su parte, el MNDWI, aunque efectivo, presenté
cierta confusidén en su respuesta espectral entre estructuras (puentes) y agua.
Estos hallazgos subrayan la importancia de elegir el método de extraccion
adecuado en funcion de las condiciones del area de estudio y la calidad de los
datos disponibles, ademas de resaltar la necesidad de realizar ajustes y

validaciones para mejorar la precision en estudios de monitoreo hidrico.
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Figura 50. Error MNDWI

Fuente: Elaboracion propia

La Figura anterior destaca de manera clara el error observado en la extraccion
de agua utilizando el indice MNDWI, un problema que no se presentd con la
clasificacion LULC. Este contraste subraya la importancia y la robustez de la
clasificacion LULC, la cual no solo se disefi6 para el monitoreo de uso de suelo,
zonas urbanas y vegetacion, sino que también demuestra ser una herramienta
eficaz para el estudio de cuerpos de agua con caracteristicas especificas, como
los rios de bajo flujo y cauce estrecho, tal como es el caso del rio Pesqueria. Este
analisis resalté la precision de la clasificacion LULC en contextos donde otros
métodos pueden tener limitaciones, particularmente cuando se trata de flujos

complejos y dificiles de identificar.

2855580

2855320
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8 Calidad de Agua

8.1 Analisis de datos

Debido a la complejidad de estudiar rios urbanos de bajo caudal con imagenes
satelitales Sentinel-2, en este estudio se procedidé a hacer dos tipos de analisis
de datos con la finalidad de identificar los varios comportamientos espectrales
con los cambios de calidad de agua. Uno de ellos fue estudiar la correlacion entre
diversas bandas espectrales e indices espectrales por cada punto de muestreo
de campo individual y el otro fue un analisis holistico identificando las

correlaciones en general para los 7 puntos de muestreos en campo.
8.2 Correlacién por punto de muestreo

En esta seccion se evaluo la correlacion lineal entre la reflectancia superficial
de Sentinel-2 y 13 parametros fisicoquimicos de calidad de agua (DQO, P total,
pH, oxigeno disuelto, turbiedad, SST, SDT, color verdadero, N-amoniacal, N-
nitritos, N-nitratos, N-organico, N-total y N-total Kjeldahl), por cada punto de
muestreo (P1-P7) sobre el rio Pesqueria. En la Tabla 15 se observan las
relaciones de los parametros fisicoquimicos con las Bands Water Quality Points
(BWQP) por cada punto de muestreo.

Tabla 14. Correlacion por punto de muestreo y parametro por bandas
espectrales

Parametro P1 P2 P3 P4 P5 P6 P7
COLOR_VER -0.624 0204 | 0642 | -0433 | -0616 | -0546 | -0.572
DQO_TOT 0.569 0517 | 0731 | 0511 | -0641 | -0561 | -0.571
N_NH3 0.712 0312 | 0773 | -0565 | -0656 | -0723 | -0.717
N_NO2 0.748 0650 | -0578 | -0.531 | -0.468 | -0756 | -0.697
N_NO3 0.416 0607 | 0470 | 0199 | -0372 | -0412 | -0.411
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Parametro P1 ) P3 P4 P5 P6 P7

N_ORG -0.554 0.407 | 0.601 0446 | 0405 | 0341 | -0.332
N_TOT 0.368 0656 | 0715 | 0649 | -0.762 | -0.837 | -0.821
N_TOTK 0.601 0348 | 0798 | -0.560 | -0729 | -0709 | -0.748
OD_mg_L -0.457 0568 | 0283 | 0236 | 0305 | 0372 | -0.336
P_TOT 0.525 0439 | -0.887 | -0.645 | -0802 | -0777 | -0.683
SDT 0.557 0450 | 0406 | -0.187 | 0249 | -0290 | -0.465
SST 0.515 0.411 0696 | -0.345 | -0424 | -0.396 | 0.558
TURBIEDAD 0.501 0512 | 0671 0236 | -0.364 | -0.247 | 0.390

pH_CAMPO 10.383 0399 | 0316 | 0394 | 0317 | 0172 0.346

Se logra identificar de manera muy rapida como las mejores correlaciones se
encuentran en los parametros N_NH3, N_NO2, N_TOT, N_TOTK y P_TOT.
Dando un indicio a que estos parametros presentan un mejor comportamiento
lineal y a su vez una menor colinealidad en comparacion a los otros parametros
fisicoquimicos. Ademas, se puede decir que en P2 se presentaron las menores
correlaciones, aun asi, los nitrégenos obtuvieron las mejores relaciones de ese

punto en cuestion.

Por otro lado, se realizaron las correlaciones de Pearson usando los index
water quality points (IWQP) mencionados en esta investigacion para cada uno de
los puntos de muestreo y los parametros fisicoquimicos mencionados
anteriormente. En la Tabla 16 se observan lo resultados de las mejores

correlaciones por punto.

DIOIA: KEVIN RODRIGUEZ GONZALEZ 1 29




Tabla 15. Correlacion por punto de muestreo y parametro por indices
espectrales

Parametro
COLOR_VER -0.505 0.260 -0.447 -0.149 -0.347 0.301 -0.213
DQO_TOT -0.751 -0.570 0.448 -0.504 0.595 -0.670 -0.658
N_NH3 -0.569 0.479 0.574 0.668 0.435 -0.273 -0.425
N_NO2 0.663 -0.558 -0.480 -0.390 -0.334 -0.291 -0.474
N_NO3 -0.202 -0.502 -0.402 0.491 -0.504 0.499 0.387
N_ORG -0.789 -0.380 0.370 -0.507 -0.502 0.383 0.316
N_TOT 0.300 -0.651 0.587 0.613 0.428 -0.473 -0.511
N_TOTK -0.424 0.295 0.578 0.637 0.487 -0.313 -0.407
OD_mg_L -0.228 -0.426 -0.556 0.472 0.651 -0.513 -0.357
P_TOT -0.526 0.623 -0.478 0.363 -0.504 -0.383 0.418
SDT 0.368 0.553 -0.536 0.251 -0.290 -0.527 -0.408
SST -0.390 -0.255 0.594 -0.520 -0.518 0.358 -0.704
TURBIEDAD -0.318 0.425 0.592 -0.437 -0.383 0.255 0.370
pH_CAMPO 0.366 -0.492 -0.546 -0.443 0.399 -0.181 -0.389

A diferencia de la Tabla 15, no se encuentran buenas correlaciones en los 7
puntos de muestreo para cada uno de los indices espectrales usados. Sin
embargo, las mejores correlaciones siguieron estando en los nitrégenos y

algunas muy alejadas en la DQO_TOT y SST para el P1 y P7 respectivamente.
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Cabe resaltar que esto es solo un indicio de los resultados de correlacién por
punto de muestreo, es importante también poder analizarlos en conjunto para asi
tener un comportamiento mas holistico de los cambios en las diferentes

temporadas estudiadas.
8.2.1 Analisis de correlaciones

Para determinar las mejores predicciones para BWQP y IWQP de cada uno
de los parametros fisicoquimicos se promedié dicha correlacion a través de los
siete puntos de muestreo. Estos resultados demuestran una disminucion de la
linealidad dando a entender la importancia de trabajar todos los puntos unidos a
diferencia de individual. Aunque, de igual manera los mayores valores de relacion
lineal siguen siendo los nitrégenos y fésforos, especificamente N_NO2, N_TOT,
N_TOTKyP_TOT. Enla Tabla 17 se observan los parametros con cada uno de

sus correlaciones promediadas y el mejor predictor.

Tabla 16. Correlaciones promediadas

Parametro Irl medio BWQP Irl medio WGP Mejor predictor
(bandas) (indices)

COLOR_VER 0.519 0.317 BANDAS
DQO_TOT 0.586 0.599 INDICES
N_NH3 0.637 0.489 BANDAS
N_NO2 0.633 0.456 BANDAS
N_NO3 0.412 0.426 INDICES
N_ORG 0.441 0.464 iNDICES
N_TOT 0.687 0.509 BANDAS
N_TOTK 0.642 0.449 BANDAS
OD_mg_L 0.365 0.458 iNDICES
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: [r| medio BWQP [r]| medio IWQP . .
Parametro Mejor predictor

(bandas) (indices)

P_TOT 0.680 0.471 BANDAS
SDT 0.372 0.419 iNDICES
SST 0.478 0.477 BANDAS

TURBIEDAD 0.417 0.397 BANDAS
pH_CAMPO 0.333 0.402 iNDICES

De manera especifica, en la Tabla 18 se observan las correlaciones mas
fuertes obtenidas para cada uno de los puntos. Dando como primer analisis los
mejores predictores espectrales para cada parametro, pero exclusivamente por

punto de muestreo.

Tabla 17. Mayor correlacién por punto y por predictor espectral

Tipo Punto Parametro Predictor espectral r Pearson R?
BANDAS P3 P_TOT B3+B5/B1+B4 -0.887 0.786
BANDAS P6 N_TOT B3 -0.837 0.700
BANDAS P7 N_TOT B1 -0.821 0.674
BANDAS P5 P_TOT B1 -0.802 0.643
BANDAS P3 N_TOTK B4/(B11+B12) 0.798 0.637
INDICES P1 N_ORG NDCI -0.789 0.622
BANDAS P6 P_TOT B3 -0.777 0.604
BANDAS P3 N_NH3 B4/(B11+B12) 0.773 0.597
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Parametro Predictor espectral r Pearson

BANDAS P5 N_TOT B1 -0.762 0.580
BANDAS P6 N_NO2 B3 -0.756 0.572
INDICES P1 DQO_TOT FAI -0.751 0.564
BANDAS P7 N_TOTK B1 -0.748 0.560
BANDAS P1 N_NO2 B3+B5/B1+B4 0.748 0.559
BANDAS P3 DQO_TOT B3+B5/B1+B4 -0.731 0.535
INDICES P7 SST NDCI -0.704 0.496

8.2.2 Dispersogramas y Heatmaps

Se seleccionaron los dispersogramas y los Heatmaps de correlacion de
Pearson mas representativos de la investigacion. Sin embargo, no son los Unicos

los demas seran enviados al anexo de este documento.
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Figura 51. P_TOT vs. combinacién de bandas (B3+B5)/(B1+B4) en el punto P3

Fuente: Elaboracién propia
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Figura 59. Heat Map de Pearson para las 20 variables espectrales de banda frente a las 12 combinaciones
de transformacion evaluadas

Fuente: Elaboracién propia
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Fuente: Elaboracién propia

Los resultados de los scatter generados para estimar parametros de calidad
del agua a partir de bandas satelitales muestran que fue necesario aplicar
transformaciones estadisticas para lograr los mejores ajustes. El uso de métodos
como Yeo-Johnson, transformaciones logaritmicas (Log1p) y raices cuadradas,
tanto en las variables independientes como en las dependientes, refleja la
naturaleza asimétrica y no lineal de estos datos medioambientales. En la mayoria
de los casos, las relaciones encontradas son inversas, con coeficientes de

correlacién de Pearson negativos respecto a los valores medidos en campo.

El fésforo total presenta el mejor ajuste predictivo, con un coeficiente de
correlaciéon de -0.887. Este resultado se obtuvo mediante un cociente de sumas
de bandas transformado por raiz cuadrada y una transformacién logaritmica en
la variable dependiente. La grafica muestra una tendencia descendente muy
clara, lo que sugiere una alta viabilidad para modelar este parametro mediante
teledeteccion. En un nivel de desempefio similar, el nitrégeno total responde

favorablemente al uso de bandas individuales transformadas con el método Yeo-
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Johnson, obteniendo correlaciones de -0.837 y -0.821 con las bandas B3 y B1,
respectivamente. La banda B3 muestra una menor dispersion de los datos en la
parte central de la distribucion, lo que podria traducirse en una mayor estabilidad

del modelo.

Parametros como el nitrogeno total Kjeldahl, el nitrégeno organico y la
demanda quimica de oxigeno registran correlaciones con valores absolutos entre
0.75 y 0.79. El nitrégeno total Kjeldahl es el unico que muestra una relacion
directa positiva, con un Pearson de 0.798. Sin embargo, los datos de estos tres
parametros presentan una mayor dispersion general. La forma en que se agrupan
los puntos en las graficas muestra la influencia de factores externos no
registrados directamente, como diferencias entre los sitios de monitoreo o las
fechas de muestreo. Ademas, el tamano reducido de la muestra hace que los

valores estadisticos sean muy sensibles a cada observacion.

Por ende, en la Figura 61 se observa el nivel de importancia de las bandas

espectrales utilizadas para cada parametro fisicoquimico estudiado.
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DIOIA: KEVIN RODRIGUEZ GONZALEZ

142



La Figura 61 presenta la importancia de las variables obtenida mediante
permutacion en la prueba del modelo RF desarrollados para los parametros de
calidad del agua del rio Pesqueria. La comparacion permite distinguir la
contribucion de cuatro grupos de predictores: la banda centrada, asociada con la
variacion temporal; el indice original centrado; el indice nuevo centrado,
correspondiente a las combinaciones propuestas a partir de NDWI, MNDWI y
otros indices espectrales; y la media espectral por punto, que representa el nivel
espectral basal de cada sitio. En términos generales, se observa que la
importancia no se concentra exclusivamente en un unico tipo de variable, sino

que cambia de acuerdo con el parametro analizado.

Los resultados de importancia de variables muestran un comportamiento
particularmente favorable para los compuestos nitrogenados y el fosforo total, en
contraste con el resto de los parametros evaluados. En N-NOz2, las variables con
mayor contribucién alcanzan valores cercanos a 0.045, seguidas por un segundo
predictor alrededor de 0.040. Una tendencia similar se observa en NO3s, donde
los dos primeros predictores presentan importancias proximas a 0.045 y 0.040,
respectivamente. La concentracion de la importancia predictiva en un conjunto
reducido de variables sugiere que el modelo RF identifica una firma espectral
consistente para modelar la variabilidad de estos compuestos. En el caso del
Nitrogeno Organico (N-Organico), si bien la brecha de importancia entre los
predictores es mas estrecha, las variables principales conservan pesos
significativos (oscilando entre 0.035 y 0.045). Esto evidencia que los datos
presentan una respuesta espectral lo suficientemente sensible para discriminar

gradientes en la concentracion.

Para N-Total Kjeldahl, las dos \variables principales alcanzan
aproximadamente 0.028 y 0.026, mientras que el resto se mantiene por debajo
de 0.020. En N-Total se presenta una situacion semejante, aunque con una
separacion mas marcada: el predictor principal alcanza cerca de 0.030, mientras
que las demas variables presentan contribuciones considerablemente menores.

En el caso de N-Amoniaco, la importancia maxima es menor, cercana a 0.025,

DIOIA: KEVIN RODRIGUEZ GONZALEZ 1 43



pero todavia se mantiene una diferencia apreciable respecto de varios de los
predictores restantes. En conjunto, estos resultados muestran que la respuesta
espectral desarrollada en este estudio presenta mayor capacidad informativa
para los parametros asociados con las diferentes formas del nitrogeno,
particularmente para nitritos y nitratos. Esta consistencia entre diferentes
fracciones nitrogenadas resulta relevante, debido a que sugiere que los
predictores espectrales estan capturando variaciones asociadas con el estado

quimico del agua y no unicamente el comportamiento de un parametro aislado.

El Fésforo Total por su parte, presenta un comportamiento diferente, aunque
también con una sefal identificable. Las variables principales alcanzan
aproximadamente 0.015-0.016, mientras que las siguientes mantienen valores
muy proximos entre si. La importancia se encuentra, por tanto, mas distribuida
entre los predictores y no existe un unico indicador que domine claramente el
modelo. Aun asi, la presencia de varias variables con contribuciones similares
sugiere que la informacidén necesaria para la estimacion del fosforo se encuentra
distribuida entre diferentes componentes espectrales. En comparacién con los
compuestos nitrogenados, la magnitud de la importancia es menor, por lo que la
respuesta predictiva para fosforo debe considerarse mas moderada, aunque
todavia presenta informacion espectral aprovechable. En los demas parametros
de calidad del agua, la importancia de las variables resulta menos consistente.
Aunque DQO Total, pH, Oxigeno Disuelto y SST presentan algunos predictores
con valores relativamente altos, estos resultados no mantienen el mismo patron

observado para los compuestos nitrogenados.

8.3 RF WQ Model

8.3.1 Mejora del modelo

Debido a la falta de datos de muestreo y a la periodicidad de las imagenes
satelitales, es necesario hacer algunos cambios de analisis de datos para poder

realizar un modelo de ML bien estructurado. Al momento de trabajar con todos
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los datos en conjuntos se presentaban algunas limitaciones.Uno de los
principales problemas de las versiones anteriores del modelo fue la marcada
heterogeneidad espacial del rio Pesqueria. Como cada punto de muestreo
presentaba un nivel basal de contaminacién distinto, entrenar el modelo con
todos los datos crudos daba lugar a la Paradoja de Simpson. Al analizar los datos
en conjunto, el algoritmo ajustaba una regla global que explicara las diferencias
entre sitios, y esa regla ocultaba los cambios temporales dentro de cada sitio.
Para corregirlo se reestructurd la arquitectura del modelo con tres capas que

separan la dinamica temporal de la espacial.

El modelo preliminar se construyé sobre 132 pares imagen-muestreo
correspondientes a siete estaciones y diecinueve fechas de muestreo entre 2016
y 2019. El vector de predictores incluyd 27 variables espectrales centradas por
sitio, sus respectivas medias por estacion y el identificador de la estacion, para
un total de 55 predictores. La variable respuesta se transformé con log (1+y) en
once de los catorce parametros. Para atenuar el efecto de la variacién de las
imagenes satelitales se aplicé winsorizacion, un procedimiento de estadistica
robusta introducido por W. J. Dixon (1960) y John W. Tukey (1962). La
winsorizacion sustituye los valores superiores a un umbral por el valor del propio

umbral, sin eliminar la observacion.

Dentro de los resultados obtenidos, los parametros evaluados dan resultados
muy dispares, y el patron se explica por las propiedades Opticas de cada
parametro fisicoquimico. Los coeficientes de determinacién bajo validacion
cruzada agrupada por fecha obteniendo valores negativos a 0.756. Los mejores
resultados corresponden a los compuestos nitrogenados y a los parametros

opticamente activos. El nitrégeno Kjeldahl obtuvo el mejor resultado del conjunto.

El modelo seleccionado ExtraTrees con y winsorizacion en el percentil 80
alcanzé R? = 0.756, RMSE de 4.45 mg/L y MAE de 3.35 mg/L sobre mas de 42
observaciones. El RPD, cociente entre la desviacion estandar de los valores
observados y el error de prediccion, fue de 2.05. Ese valor lo ubica en la categoria
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de bueno de la escala convencional de quimiometria y o hace el unico parametro
del estudio por encima del umbral de 2.0. La pendiente de la regresion entre
observado y predicho fue 0.97, indistinguible de la unidad, lo que descarta
atenuacién de regresion: el modelo cubre el rango completo de variacion sin

comprimir las predicciones hacia el centro de la distribucion.

En consecuencia, el modelo para el Nitrégeno Total presenté métricas de
rendimiento ligeramente inferiores, aunque mantuvo un nivel de consistencia
estadistica aceptable. Durante el preprocesamiento de este parametro, se
excluyé el 9.8 % de los registros originales, conservando un conjunto final de 46
pares de observaciones sobre los cuales se ejecutd el procedimiento de
winsorizacién El modelo presenté un R? = 0.669, RMSE de 4.12 mg/L y RPD de
1.76, dentro de la categoria aceptable. La pendiente fue exactamente 1.00. El
nitrdgeno amoniacal por su parte presenté un desempefio de: R?=0.687 y RMSE
de 3.95 mg/L con winsorizacion en el percentil 80, sobre un rango de 0.06 a 19.33

mg/L.

Entre los parametros épticamente activos, la turbidez llegdé a un R?=0.450 con
RMSE de 6.12 NTU en el rango calibrado de 2.4 a 27.5 NTU. El color verdadero
obtuvo 0.424 de precisidon y los SST de 0.395. Esto quiere decir que este modelo
no logroé relacionar los valores espectrales obtenidos de la imagen Sentinel-2 con
los parametros fisicoquimicos turbiedad, color verdadero y SST. Curiosamente
estos parametros son muy reportados en investigaciones relacionadas a modelos
de calidad de agua tales como Miller (2022) quien obtuvo del 92% para turbudez
en humedales. Rico-Serrano (2026) por su parte obtuvo una precision del 75%
para los SST y Amaro (2024) present6 una precision del 55% en el Lago Buhi.
Cabe resaltar que este estudio eleva la complejidad en comparacién a los
anteriores puesto que al ser un rio angosto se puede estar alterando las bandas
visibles del espectro y también que la heterogeneidad del rio en base a sus
cambios tan abruptos implica un sistema complejo de estimar. Ademas, es por lo
que se deberian obtener mas datos de muestreos para disminuir esta

heterogeneidad que presenta el rio Pesqueria y a su vez emplear modelos que
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tengan en cuenta estas variaciones. Lastimosamente, para el rio Pesqueria no
existe una gran cantidad de datos necesaria como para aplicar un modelo de ML

en optimas condiciones.

Por otra parte, los ultimos cinco parametros no alcanzaron capacidad
predictiva. Los sélidos disueltos totales obtuvieron una precision de R? = 0.191,
los nitratos 0.143, el oxigeno disuelto 0.085, el nitrégeno organico cerca de cero
y el pH un valor negativo. Ninguno tiene un mecanismo fisico que lo vincule con
la reflectancia superficial. Amado-Alvarez et al. (2019) reportaron lo mismo en
embalses del rio Conchos, dentro de la misma cuenca: de oxigeno disuelto, pH,
nitratos, sélidos disueltos y turbidez, solo la turbidez obtuvo un modelo aceptable.
Sin embargo, no es comparable a este estudio por la gran diferencia entre el

ancho de lamina de agua del rio Pesqueria con el de las presas.
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Figura 65. Calidad de Agua

Fuente: Elaboracién propia
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Las series temporales del periodo 2016-2019 muestran dos comportamientos
claramente diferenciados entre los ocho parametros representados, y la

separacién coincide con la transformacién aplicada a la variable respuesta.
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Figura 66. Series temporales de prediccion
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Fuente: Elaboracién propia

De acuerdo con la Figura 66 la comparacion entre las series observadas y las
estimadas por los modelos muestra que la mejor correspondencia temporal se
obtuvo para los parametros asociados con nutrientes, particularmente para las
diferentes formas de nitrégeno y Foésforo Total. En estos casos, las series
predichas reproducen con mayor claridad la direccion y magnitud relativa de las
variaciones observadas entre las fechas de muestreo. EI comportamiento es
especialmente evidente en N-Total, donde los incrementos y descensos de la
concentracion son seguidos de manera mas consistente por las predicciones,
incluyendo los cambios registrados durante los periodos de mayor concentracion.
Aunque existen diferencias puntuales entre ambos valores, el modelo conserva
la estructura temporal de la serie, lo que representa una respuesta favorable para
este parametro. Nitrégeno total, Fésforo total ajustados sin transformacion o con
logaritmo presentan predicciones que siguen la trayectoria de los valores
observados. El nitrégeno total las curvas predichas reproducen tanto el nivel
basal de cada estacion como las oscilaciones interanuales dentro del rango de 5
a 40 mg/L. En Fésforo total la correspondencia se mantiene entre 0y 7 mg/L, y
en pH las predicciones cubren el intervalo observado de 6.9 a 8.4, si bien con

desfases en los picos.

Un comportamiento semejante se observa en N-Amoniaco, donde las
predicciones consiguen representar buena parte de las fluctuaciones
observadas, principalmente durante los incrementos registrados hacia la parte
final del periodo analizado. La capacidad para reproducir estos cambios resulta
relevante, ya que no solamente se obtiene una aproximacion a los valores
individuales, sino que se mantiene parcialmente la dinamica temporal del
nutriente. En Fosforo Total se aprecia igualmente una correspondencia favorable:
los valores predichos que siguen de manera general los principales maximos y
minimos de la serie observada, aunque con una menor amplitud en algunos
eventos. Esta respuesta coincide con el analisis de importancia de variables
presentado anteriormente, donde los predictores asociados con los nutrientes

mostraron una contribucién mas consistente dentro de los modelos.
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En contraste, los resultados obtenidos para DQO Total, Oxigeno Disuelto,
Turbidez, SST y pH presentan una correspondencia considerablemente menor
entre las series observadas y predichas. En DQO Total y Turbidez, por ejemplo,
se observan eventos de concentracion elevada que no son reproducidos
adecuadamente por el modelo, particularmente los picos extremos presentes en
determinados muestreos. Esto genera diferencias importantes entre las
trayectorias observadas y estimadas. El caso de SST es todavia mas evidente,
debido a la presencia de un incremento puntual de gran magnitud que el modelo
no logra representar. Por su parte, Oxigeno Disuelto y pH muestran una
dispersidn considerable entre observaciones y predicciones, sin una coincidencia

temporal suficientemente estable a lo largo de la serie.
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Figura 67. Q-Q Normalidad

Fuente: Elaboracién propia

La Figura anterior presenta un grafico Q-Q (Quantile—Quantile) que permite
evaluar visualmente el supuesto de normalidad de los valores analizados. La
distribucion presenta una aproximacion razonable a la linealidad en la zona
central, donde la mayor parte de los puntos se concentra alrededor de la recta de
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referencia. Esto indica que los valores centrales mantienen un comportamiento
relativamente proximo al esperado bajo una distribucion normal. Sin embargo, la
desviacion aumenta claramente hacia las zonas bajas de la distribucion,
particularmente en el extremo inferior, donde se observan valores
considerablemente alejados de la recta. En el extremo superior también existe

una separacion, aunque de menor magnitud.
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9 Aplicacién Web

En este capitulo se observan los resultados obtenidos luego de desarrollar la
plataforma Web Water Quality Mapping disponible publicamente en

https://waterqualitygeomaticauanl.streamlit.app/. En esta seccién, cada una de

las interfaces que se pueden encontrar en la pagina Web, en donde cualquier
usuario puede hacer uso de ella de manera gratuita para cada uno de los analisis

que requiera.
9.1 Plataforma Web — Pantalla principal

La Figura 64 muestra la pantalla de inicio (Hero section) de la plataforma Web
tal como se observa publicada en Streamlit Community Cloud. La interfaz
presenta un disefio visual oscuro de alta calidad con fondo animado tipo “aurora
boreal” y un globo terraqueo 3D giratorio, ademas de elementos que
contextualizan visualmente el analisis de datos geoespaciales y satelitales. Se
observan también los logos institucionales (UANL-FIC-Departamento de
Geomatica) en la barra superior, seguido del titulo principal “Water Quality
Mapping” y la descripcién de las aplicaciones que tiene la pagina Web. En la
esquina superior derecha se presenta el indicador de estado de conexion con
GEE, lo que avala el uso de la informacion geoespacial en esta plataforma y

confirma que la autentificacion con la API satelital esta activa.
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https://waterqualitygeomaticauanl.streamlit.app/

eS DEPARTAMENTO
L) ‘) GEIOMATICA

& Water Quality Mapping

b

Figura 68. Pantalla principal (Hero Section) de la plataforma Web Water Quality Mapping en
funcionamiento

Fuente: Elaboracién propia

Como se menciond anteriormente, esta plataforma esta disponible hasta la
fecha y sin costo para cualquier usuario con acceso a internet, sin requerir
instalacion de software adicional. Ademas, el acceso multilingie (espafol, inglés
y portugués) se configura desde la barra lateral mediante un selector desplegable

que adapta instantaneamente toda la interfaz al idioma elegido.
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Figura 69. Hero section en portugués y en inglés

Fuente: Elaboracion propia

9.2 Visualizacion — Mapa interactivo e indices Espectrales

En la Figura 70 se muestra la seccion de previsualizacion del area de estudio
que tiene la pagina Web. Esta previsualizacion aparece luego de que el usuario
o la persona que ingrese a la pagina adjunte su area de estudio, la cual tiene que
ser un shapefile en formato. Zip. En la parte izquierda de la figura se observa la
barra lateral de la aplicacion con el flujo de trabajo guiado (4 pasos), la seccidon
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de idioma con un menu desplegable con las diferentes opciones explicadas
anteriormente, y la confirmaciéon de carga del .Zip que en este caso es una
seccién del rio Pesqueria. El aviso en color verde identifica si la seccién explica
si es favorable generar un reporte de calidad de agua o si solo necesitas un

reporte o analisis de indices espectrales.

Figura 70. Médulo de visualizacion del area de estudio pagina Web

Fuente: Elaboracién propia

El mapa interactivo central muestra el area de estudio utilizada (rio Pesqueria)
trazado con un color cyan sobre el fondo de mapa base, un fondo que puede
variar segun la preferencia de quien lo use ya se cémo imagen satelital o mapa
base. Asimismo, para los datos de calidad de agua se observan los puntos en los
que se tuvieron los muestreos de campo usados para entrenar este modelo de
RF. Ademas, el panel de capas en la esquina superior derecha ofrece 11
opciones de visualizacion: RGB (Color natural), NDVI, NDWI, MNDWI, NDTI
(Turbidez), NDCI (Clorofila Red Edge), SABI (Floraciones Algales), CDOM
(Materia Organica Disuelta), AWEI (Extraccion Agua), EVI (Vegetacion
Mejorado), Satélite de referencia, Mapa base, JRC Ocurrencia de Agua y ESA
WorldCover 2021 (Figura 71).
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Figura 71. Visualizacion de area de estudio aplicando clasificacion de uso de suelo y mapa base
satelital

Fuente: Elaboracién propia

En consecuencia, en la barra de estado inferior del mapa se muestra la
informacion de la imagen Sentinel-2 seleccionada, la cantidad de imagenes
encontradas, cobertura de nubes, rango temporal y la fecha de muestreo de
campo en caso de ser necesaria. Esta previsualizacion permite obtener
informacion rapida de que tan bien estan las imagenes y los datos que se van a
descargar, por lo que es importante tenerlos en cuenta para no descargar una
imagen con mucha nubosidad o informacién sesgada por la falta de datos en el

rango de las fechas utilizadas.
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9.3 Animacién temporal Sentinel-2 y serie temporal de indices

espectrales

En la Figura 73 se observa la seccion de analisis temporal de la pagina Web.
Luego de seleccionar los indices espectrales a analizar o los parametros de
calidad de agua contemplados por el modelo se tiene la opcidn de descargarlos
en formato .TIFF (solo indices espectrales) para posteriores analisis que se
requieran hacer en software complementarios como Arcgis o Qgis. Asimismo, en
la barra lateral que se observa en la figura se logra identificar el rango de
busqueda de las imagenes Sentinel-2 desde 2015 hasta la actualidad, el filtro de
nubes configurado por porcentajes (%) y los parametros fisicoquimicos activados

para su analisis.

Figura 72. Seccién de animacion temporal Sentinel-2 (GIF) y serie temporal de indices
espectrales

Fuente: Elaboracién propia

Por consiguiente, la seccidén principal muestra la generacion de animacion
temporal GIF, en donde el usuario puede seleccionar la capa para hacer una
animacion temporal en formato GIF y el numero maximo de fotogramas. Debajo
se presenta la seccién de serie temporal de indices GEE, donde el usuario
selecciona el indice a graficar y el rango temporal. Estos campos son de gran
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importancia para poder obtener un analisis visual de los cambios de
infraestructura, vegetacion, ocurrencia de agua, uso de suelo segun las capas

que se deseen estudiar o analizar.

9.4 Resultados de serie temporal

Esta pagina Web no solo muestra visualmente los cambios temporales de las
diferentes imagenes estudiadas, sino que también puede brindar un analisis de
serie temporal de los diferentes indices espectrales que contiene la pagina Web
para cualquier area de estudio en el planeta. Para esta investigacion se observa
una serie temporal del indice NDWI cubriendo el periodo de 2019-2026 con un
total de 223 imagenes analizadas con una cobertura de nubes inferior al 15%. La
grafica interactiva muestra la evolucion del indice promedio zonal del area de
estudio junto con la linea de tendencia calculada por regresion lineal. Sumado a

un analisis de tendencia realizado con Mann- Kendall.

& NOWY (indfice du Agua) — media 200wl

]
".l:"‘l’ {qp. $

L)
B

Fecha

N imdgenes Miximo Media

223 -0.2366 -0.0642 -0.1797

24t

t=-00% p=07155 A No significativa

| Descargar CSY

Figura 73. Serie temporal del NDWI generada automaticamente por la plataforma para el rio
Pesqueria con 223 imagenes Sentinel-2 (enero 2019 — junio 2026)

Fuente: Elaboracién propia
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Los iconos que se encuentran en la parte superior derecha permiten hacer
“zoom in” o “zoom out” del grafico, descargar en formato PNG dicho grafico y
hacer un “full screen” para una mejor visualizacion. Ademas, el analisis muestra
valores minimos, maximos y promedios junto con los datos estadisticos de Mann-
Kendall siendo para este caso una tendencia no significativa, pero claramente
dependera de cada analisis de estudio y de las fechas o indices que se necesiten
contemplar. Lo mas importante es que quien use esta aplicacion Web puede
previsualizar si su tendencia es significativa y luego puede descargar los datos

en formato CSV tal como se observa en la parte inferior de la Figura 74.
9.5 Generador de reportes PDF

Esta seccidn presenta la generacién de reportes PDF automaticos en una de
las ultimas interfaces que presenta la pagina Web realizada en esta investigacion.
Se observa claramente la distincion entre los tipos de reportes disponibles, en lo
que se presenta a la izquierda el Reporte de Calidad del Agua (para estos casos
el shapefile tiene que ser un water mask) disponible exclusivamente para el rio
Pesqueria (al menos que el modelo se alimente con datos locales de Calidad del
Agua) con el modelo RF validado. Este reporte se genera con un click en el botén

“‘Generar Reporte de Calidad del Agua”.
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# Calidad de Agua & Indices Espectrales

Generar Reporte de Calidad de Agua

Genarar Reporte Espectral

Figura 74. Generacion de reportes PDF para Calidad de Agua y para indices espectrales

Fuente: Elaboracién propia

En la zona de la parte derecha de la Figura 74 se encuentra la generacion del
reporte de indices espectrales, disponible para cualquier area geografica del
mundo, donde quien use la pagina Web puede seleccionar de manera
personalizada los indices espectrales a incluir en su reporte (NDVI, NDWI, NDCI,
MNDW!I, NDTI, SABI, CDOM, AWEI, EVI) y las secciones adicionales como
series temporales. Ambos reportes se descargan directamente desde la interfaz

en formato PDF.
9.6 Secciodn final de la pagina Web

Para la ultima seccidn de esta pagina Web se le da importancia al modelo
aplicado en esta investigacion, en donde los datos de Calidad de Agua en el rio
pesqueria, se generd un reporte de serie temporal en PDF y los datos del autor
principal (tesista Doctoral) y los coautores (directores de esta investigacion). El
reporte de serie temporal genera un documento PDF con la temporalidad de
2016-2019 aplicada en este estudio, con los parametros que obtuvieron una
precision mayor 0.6, asi mismo se incluyen graficos de tendencia, tabla resumen

estadistico e interpretacion automatica de los resultados y conclusiones. Para

DIOIA: KEVIN RODRIGUEZ GONZALEZ 1 64



este reporte igualmente se debe subir el .Zip de la mascara de agua

implementada en esta investigacion.

B Generar Aeporte de Serie Temporsd (PDF)

B

@ Kevin David Rodriguez Gonzalez
&

Figura 75. Interfaz Final

Fuente: Elaboracién propia

En la Figura 75 se encuentra la interfaz del grupo de investigadores que hizo
la pagina Web con su nombre completo (p.e. Kevin David Rodriguez Gonzalez),
la afiliacion (PhD Student Environmental Water Quality & Remote Sensing,
Departamento de Geomatica - Facultad de Ingenieria Civil UANL), el correo

institucional (krodriguezge@uanl.edu.mx) y el enlace al perfil ORCID.

En la Figura 77 se puede escanear el codigo QR donde se encuentra la pagina

Web creada en esta investigacion.
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Figura 76. Codigo QR pagina web

Fuente: Elaborado en QR.io

DIOIA: KEVIN RODRIGUEZ GONZALEZ 1 66



10 LIMITACIONES Y TRABAJO A FUTURO

Aunque este estudio demuestra un rendimiento sdlido, sigue teniendo

limitaciones de flujo de trabajo como las siguientes:
Los eventos de bajo caudal ocurren de forma continua en los ecosistemas riparios
con condiciones climaticas aridas, y aun con adquisiciones frecuentes de
imagenes satelitales. Las rapidas fluctuaciones hidrolégicas pueden mostrar
altibajos en los pulsos de agua entre capturas de imagenes satelitales, lo que
provoca inconsistencias al implementar colecciones de caracteristicas (Feature
Collection) en plataformas digitales (por ejemplo, GEE).

La heterogeneidad de las respuestas espectrales en rios estrechos y de bajo
caudal, junto con la velocidad y consistencia de los cambios impulsados por la
urbanizacién, supone un reto para los clasificadores. Existen mezclas de
subpixeles debido a la proximidad de los elementos dentro de los rios, como
modificaciones en los canales, terraplenes artificiales, patrones de depdsito de
sedimentos, vegetacion riberefia, sombras o incluso la Calidad del Agua.

Las condiciones de bajo caudal del rio limitan la disponibilidad de datos de
imagenes satelitales que representan la presencia de mascaras de agua a lo
largo de los afios. Ademas, las mediciones de caudal in situ dependen de los
proyectos disponibles en la zona, que suelen ser escasos. Aunque Google Street
View tiene algunas validaciones cuando la cobertura lo permite. Esta escasez de
informacion fiable sobre el terreno también complica la adopcion de arquitecturas
de aprendizaje profundo, que normalmente requieren conjuntos de datos
sustancialmente mas grandes y diversos para lograr alta precision y
generalizacion robusta.

Este trabajo sigue evolucionando integrando imagenes de incrustacion a corto
plazo (p.e. ortomosaicos VANT), lo que podria ofrecer una mejor respuesta al
desafio de clasificar las mascaras de agua, gracias a la mejora en la resolucion
y accesibilidad de la informacién. Ademas, este trabajo ya se complementa con
informacion complementarioa proveniente de otros proyectos de investigacion

como el proyecto GIRRIO que se enfoca en las zonas riberefias de los rios

DIOIA: KEVIN RODRIGUEZ GONZALEZ 1 67



urbanos del AMM. Este tipo de informacion integra imagenes de alta resolucién
lo que proporciona mayor certeza sobre las inconsistencias entre el agua y otros
elementos dentro de la planicie aluvial. Como trabajo futuro, se pretende
incorporar loT para obtener informacion mas actualizada, con conectividad en

tiempo real y automatizacion de procesos.
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11 CONCLUSIONES

De acuerdo a lo presentado en este documento se logra concluir que el rio
Pesqueria contempla una serie de complicaciones socioambientales que alteran
las condiciones naturales del sitio y del entorno cercano. A nivel cuenca, el ICU
presentd una configuracién territorial reticular estructurada sobre la red
hidrografica del rio Pesqueria. Esta morfologia obedece a la formulacion
multiplicativa del indice, donde la zona de mayor convergencia se presenté en la
zona Central-Norte de la cuenca, que coincide en la seccidén mas conflictiva de

problematicas socioambientales del afluente.

La clasificacion LULC se realizé para el area de interés, es decir la zona mas
afectada rio Pesqueria en el noreste de México. El objetivo fue identificar las
mascaras de agua de los rios urbanos a lo largo de cinco periodos, abarcando
tanto la estacion seca como la de lluvias. La principal fuente de datos para la
implementacion de modelos y los sitios de entrenamiento fueron las imagenes
del satélite NICFI.

Este estudio aplicd con éxito tres algoritmos de aprendizaje automatico para
clasificar rios de bajo caudal: RF, SVM y CART EI algoritmo RF demostré la
mayor precision y fue el mas consistente durante el periodo del estudio. RF
alcanzé un 99% de precision durante la temporada 18-19. RF mantuvo una

precision mas consistente en las cinco estaciones

Los indices espectrales convencionales NDWI, MNDWI y AWEI no fuerpn
adecuados para obtener mascaras de agua en este tipo de rio y, con imagenes
de resolucién media (interpretacién visual), este estudio ilustra el potencial de las
imagenes de alta resolucion de NICFI para la monitorizacion efectiva de estos

cuerpos de agua poco estudiados.

Uno de los principales logros del estudio es la mascara de agua para rios
urbanos estrechos y de bajo caudal derivada de las imagenes satelitales NICFI,

que también son de libre acceso. La principal contribucién es la metodologia
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resultante, que representa un paso importante en el monitoreo de rios urbanos
estrechos y de bajo caudal, aprovechando imagenes y plataformas innovadoras
como GEE, y ademas validar los resultados es factible utilizando imagenes de
Google Earth Pro, Sentinel-2 y Street View las cuales son también de acceso

libre.

GeoAl permite la visualizacién del rio como una representacion digital, y el
aspecto mas importante es que esta informacion apoya la toma de decisiones, la
planificacion urbana y la gestion ambiental de las ciudades. Los resultados de
esta investigacion abordan los retos de monitorizar rios con caudales
intermitentes. Finalmente, se concluye que es necesario aumentar la
concienciacion entre la sociedad y los gobiernos locales y promover el monitoreo
continuo de estos cuerpos de agua altamente vulnerables, que requieren

esfuerzos especificos de conservacién y recuperacion.

Por consiguiente, los estudios de Calidad de Agua empleando imagenes
satelitales en rios de tan poco flujo como lo es el rio Pesqueria presentaron una
gran limitacién por parte de la respuesta espectral. En este estudio solo los
parametros como NTOT, PTOT y NKjeldahl presentaron buenas precisiones. El
rio Pesqueria es un cauce con alta heterogeneidad por lo cual su monitoreo
necesita ser mas conciso y cada vez mas actualizado. Por lo que se recomienda
una mayor convergencia de fechas entre los datos de muestreo y los satelitales,
ademas de usar imagenes satelitales de alta resolucidén para un mejor analisis.
Las imagenes satelitales L1C no lograron obtener buenos resultados en esta area
de estudio debido a las pocas imagenes que hay en el periodo estudiado y la alta

nubosidad.

Los estudios que emplean imagenes satelitales para analizar rios urbanos
intermitentes, de escaso flujo y angostos, representan un desafio actual debido
a la complejidad de estos cuerpos de agua y a su dificil acceso en entornos
urbanos densamente construidos. Sin embargo, este proyecto tiene el potencial

de generar conciencia y promover la necesidad de monitorear estos rios, que son
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de vital importancia para los ecosistemas urbanos. Se espera que esta
concientizacién conduzca a acciones concretas destinadas a la recuperacion de

estos ecosistemas vulnerables y valiosos.

Por ultimo, Water Quality Mapping es una aplicacion Web cientifica
desarrollada en esta investigacion, que permite monitorear la Calidad del Agua
del rio Pesqueria mediante teledeteccion satelital. Utiliza imagenes satelitales de
Google Earth Engine procesadas con un modelo de Machine Learning (RF) para
predecir parametros fisicoquimicos como fdsforo total, nitrégeno amoniacal y

nitrogeno Kjeldahl,

Aunado a lo anterior, en esta pagina Web de acceso gratuito se pueden
realizar analisis geoespaciales a nivel mundial logrando calcular nueve diferentes
indices espectrales (NDVI, NDWI, MNDW!I, NDCl,), clasificacién de uso de suelo
de le ESA World Cover junto con un indice de riesgo de contaminacion MCDA.
Cualquier persona (incluso sin formacidén geoespacial) que ingrese a la pagina
puede hacer uso, analisis, descarga y obtencion gratuita de todos esos
procesamientos junto con un reporte en PDF que explica a detalle la informacion
utilizada y un andlisis de serie de tiempo. Su importancia radica en que
transforma datos satelitales complejos en informacidn accionable para la gestion
ambiental, permitiendo detectar zonas de contaminacion, evaluar tendencias
temporales con pruebas estadisticas como Mann-Kendall, y verificar el
cumplimiento con la norma NOM-001-SEMARNAT-1996. Al ser una herramienta
Web accesible y gratuita, tiene el potencial de apoyar a autoridades ambientales,
investigadores y tomadores de decision en la proteccion de un recurso hidrico
critico para Nuevo Ledn y para cualquier zona del planeta tierra, representando
un avance significativo en el monitoreo ambiental inteligente a escala regional y

global.
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13 APENDICES

Con el fin de proporcionar una comprension completa y respaldar la informacién
presentada en este documento, se incluyen varios anexos que complementan y
enriquecen los temas abordados. Estos anexos estan disefiados para ofrecer
detalles adicionales, datos especificos, o material de referencia que puede
resultar util para el lector interesado en profundizar en aspectos particulares del

tema. A continuacion, se presenta una breve descripcion de cada apéndice.
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Precisiones de cada modelo de clasificacion LULC

Classifier Season Class Support PA UA F1
RF 16_17 Class 1 15 0.933333 1 0.965517
RF 16_17 Class 2 24 0.916667 0.956522 0.93617
RF 16_17 Class 3 20 1 0.952381 0.97561
RF 16_17 Class 4 25 1 0.892857 0.943396
RF 16_17 Class 5 16 0.8125 0.928571 0.866667
Macro
RF 16_17 average 100 0.9325 0.946066 0.937472
RF 17_17 Class 1 15 1 1 1
RF 17_17 Class 2 24 0.958333 1 0.978723
RF 17_17 Class 3 20 1 1 1
RF 17_17 Class 4 25 1 0.961538 0.980392
RF 17_17 Class 5 16 0.9375 0.9375 0.9375
Macro
RF 17_17 average 100 0.979167 0.979808 0.979323
RF 17_18 Class 1 15 0.933333 0.933333 0.933333
RF 17_18 Class 2 21 0.952381 0.909091 0.930233
RF 17_18 Class 3 20 0.95 1 0.974359
RF 17_18 Class 4 27 1 0.964286 0.981818
RF 17_18 Class 5 17 0.941176 1 0.969697
Macro
RF 17_18 average 100 0.955378 0.961342 0.957888
RF 18 18 Class 1 16 0.9375 0.882353 0.909091
RF 18 18 Class 2 22 0.954545 0.913043 0.933333
RF 18 18 Class 3 17 0.941176 1 0.969697
RF 18_18 Class 4 28 0.928571 0.928571 0.928571
RF 18_18 Class 5 17 0.882353 0.9375 0.909091
Macro
RF 18 18 average 100 0.928829 0.932294 0.929957
RF 18 19 Class 1 17 1 1 1
RF 18 19 Class 2 20 1 1 1
RF 18 19 Class 3 16 1 1 1
RF 18 19 Class 4 31 0.967742 1 0.983607
RF 18 19 Class 5 16 1 0.941176 0.969697
Macro
RF 18 19 average 100 0.993548 0.988235 0.990661
CART 16_17 Class 1 15 0.866667 0.722222 0.787879
CART 16_17 Class 2 24 0.75 0.9 0.818182
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CART 16_17 Class 3 20 1 0.909091 0.952381
CART 16_17 Class 4 25 1 0.925926 0.961538
CART 16_17 Class 5 16 0.6875 0.846154 0.758621
Macro
CART 16_17 average 100 0.860833 0.860679 0.85572
CART 17 17 Class 1 15 0.8 0.705882 0.75
CART 17 _17 Class 2 24 0.791667 0.791667 0.791667
CART 17_17 Class 3 20 1 1 1
CART 17_17 Class 4 25 0.96 0.96 0.96
CART 17_17 Class 5 16 0.625 0.714286 0.666667
Macro
CART 17_17 average 100 0.835333 0.834367 0.833667
CART 17_18 Class 1 15 0.933333 0.933333 0.933333
CART 17_18 Class 2 21 0.857143 0.947368 0.9
CART 17_18 Class 3 20 1 0.909091 0.952381
CART 17 18 Class 4 27 1 0.931034 0.964286
CART 17 18 Class 5 17 0.882353 1 0.9375
Macro
CART 17 _18 average 100 0.934566 0.944165 0.9375
CART 18 18 Class 1 16 0.9375 0.9375 0.9375
CART 18 18 Class 2 22 0.954545 0.875 0.913043
CART 18 18 Class 3 17 0.882353 1 0.9375
CART 18 18 Class 4 28 0.964286 0.931034 0.947368
CART 18 18 Class 5 17 0.882353 0.9375 0.909091
Macro
CART 18 18 average 100 0.924207 0.936207 0.928901
CART 18 19 Class 1 17 0.941176 0.941176 0.941176
CART 18 19 Class 2 20 0.95 0.791667 0.863636
CART 18 19 Class 3 16 0.875 0.823529 0.848485
CART 18 19 Class 4 31 0.935484 1 0.966667
CART 18 19 Class 5 16 0.8125 1 0.896552
Macro
CART 18 19 average 100 0.902832 0.911275 0.903303
SVM 16_17 Class 1 15 0.866667 0.764706 0.8125
SVM 16_17 Class 2 24 0.958333 0.884615 0.92
SVM 16_17 Class 3 20 1 0.952381 0.97561
SVM 16_17 Class 4 25 0.92 0.958333 0.938776
SVM 16_17 Class 5 16 0.6875 0.916667 0.785714
Macro
SVM 16_17 average 100 0.8865 0.89534 0.88652
SVM 17_17 Class 1 15 0.933333 0.666667 0.777778
SVM 17_17 Class 2 24 0.75 1 0.857143
SVM 17 _17 Class 3 20 1 1 1
SVM 17 _17 Class 4 25 0.96 0.888889 0.923077
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SVM 17 _17 Class 5 16 0.625 0.714286 0.666667
Macro
SVM 17 _17 average 100 0.853667 0.853968 0.844933
SVM 17 _18 Class 1 15 0.8 0.857143 0.827586
SVM 17 _18 Class 2 21 0.904762 0.904762 0.904762
SVM 17 _18 Class 3 20 1 1 1
SVM 17 _18 Class 4 27 0.925926 0.961538 0.943396
SVM 17_18 Class 5 17 0.941176 0.842105 0.888889
Macro
SVM 17_18 average 100 0.914373 0.91311 0.912927
SVM 18_18 Class 1 16 0.875 0.823529 0.848485
SVM 18_18 Class 2 22 0.909091 0.833333 0.869565
SVM 18 18 Class 3 17 0.941176 1 0.969697
SVM 18 18 Class 4 28 0.964286 1 0.981818
SVM 18 18 Class 5 17 0.882353 0.9375 0.909091
Macro
SVM 18 18 average 100 0.914381 0.918873 0.915731
SVM 18 19 Class 1 17 0.823529 0.933333 0.875
SVM 18_19 Class 2 20 0.95 0.826087 0.883721
SVM 18_19 Class 3 16 0.9375 1 0.967742
SVM 18 19 Class 4 31 0.967742 1 0.983607
SVM 18_19 Class 5 16 1 0.941176 0.969697
Macro
SVM 18_19 average 100 0.935754 0.940119 0.935953
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Datos Campo Calidad de Agua

N_NH3 N_NO2 N_NO3 N_ORG N_TOT N_TOTK n_images | nombre | range_end
0.133896 | 0.098527 | 12.085357 | 1.45656 | 13.77434 | 1.590456 2 | Punto_1 3/27/2016
0.256978 | 0.173554 | 9.055294 | 0.949352 | 10.435178 1.20633 2 | Punto_1 5/13/2016
0.888774 | 0.198768 | 4.103905 | 1.118552 | 6.309999 | 2.007326 4 | Punto_1 6/17/2016
0.123326 | 0.086101 | 2.998253 | 1.740189 | 4.947869 | 1.863515 2 | Punto_1 7/24/2016
0.216185 | 0.150218 4.92391 | 2.108327 7.39864 | 2.324512 2 | Punto_1 8/26/2016

0.14086 | 0.232997 | 6.843417 | 0.878977 | 8.096251 | 1.019837 2 | Punto_1 10/5/2016
3.39953 | 0.60629 3.56664 | 0.74838 8.32084 4.14791 3 | Punto_1 3/25/2017
0.48537 | 0.19026 7.348 | 0.85719 8.88082 1.34256 3 | Punto_1 5/5/2017
0.15085 | 0.16031 6.07035 0.9147 7.29621 1.06555 2 | Punto_1 6/16/2017
1.00143 | 0.35631 2.84107 | 1.46841 5.66722 2.46984 2 | Punto_1 7/28/2017
0.695851 | 0.162819 3.48283 | 1.077743 | 5.419243 | 1.773594 1 | Punto_1 9/8/2017
0.91 | 0.52822 491822 | 0.67626 7.0327 1.58626 4 | Punto_1 | 10/19/2017
0.944684 0.64234 | 10.824501 0.73616 | 13.147685 1.680844 5 | Punto_1 3/11/2018
0.772011 | 0.552796 | 5.535266 0 | 6.860073 | 0.772011 5 | Punto_1 4/13/2018
0.398571 | 0.358772 7.175577 0.84161 8.77453 1.240181 4 | Punto_1 5/27/2018
2.051996 0.7567 6.7114 | 0.53867 16.7 | 2.590666 8 | Punto_1 7/9/2018
3.664455 | 0.768876 4.67184 | 1.39154 | 10.496711 | 5.055995 3 | Punto_1 11/8/2018
6.171222 | 0.808721 | 5.276764 | 0.32917 | 12.585877 | 6.500392 6 | Punto_1 | 12/13/2018
9.062008 | 0.207039 2.40375 0 | 11.672797 | 9.062008 4 | Punto_1 2/14/2019
0.061787 | 0.049126 | 10.952402 | 0.621923 | 11.685238 0.68371 2 | Punto_2 3/27/2016
0.168234 | 0.071222 | 8.056467 | 0.895375 | 9.191298 | 1.063609 2 | Punto_2 5/13/2016
0.948572 | 0.184817 3.81023 | 1.105956 | 6.049575 | 2.054528 4 | Punto_2 6/17/2016
0.120119 | 0.083802 | 2.994051 | 1.872156 | 5.070128 | 1.992275 2 | Punto_2 7/24/2016
0.127784 | 0.103917 | 5.501363 1.1993 | 6.932364 | 1.327084 2 | Punto_2 10/5/2016
0.72282 | 0.40623 4.72282 | 1.35326 7.20513 2.07608 3 | Punto_2 3/25/2017
0.15467 | 0.05397 6.61939 | 0.78821 7.61624 0.94288 3 | Punto_2 5/5/2017
0.10123 | 0.13892 6.85791 | 0.83024 7.9283 0.93147 2 | Punto_2 6/16/2017
1.22264 | 0.24176 2.70273 1.4834 5.65053 2.70604 2 | Punto_2 7/28/2017
0.754261 | 0.117181 3.01984 | 1.053111 | 4.944393 | 1.807372 1| Punto_2 9/8/2017
0.11965 | 0.09627 5.43767 | 0.92546 6.57905 1.04511 4 | Punto_2 | 10/19/2017
0.071094 | 0.102048 | 8.963197 | 0.95428 | 10.090619 | 1.025374 5 | Punto_2 3/11/2018
0.061228 | 0.045523 | 5.419332 | 0.98384 | 6.509923 | 1.045068 5 | Punto_2 4/13/2018
0.094463 | 0.075861 | 4.102574 | 0.73058 | 5.003478 | 0.825043 4 | Punto_2 5/27/2018
0.197819 0.004 4.4136 | 1.00847 5.6 1.2 8 | Punto_2 7/9/2018
0.118227 | 0.465243 | 7.771686 | 1.14211 | 9.497266 | 1.260337 3 | Punto_2 11/8/2018
0.242949 | 0.789775 | 9.157088 | 2.09054 | 12.280352 | 2.333489 6 | Punto_2 | 12/13/2018
2.736161 | 0.986876 | 6.275272 0 | 9.998309 | 2.736161 4 | Punto_2 2/14/2019
33.822792 | 0.332239 | 2.756518 0 | 36.911549 | 33.822792 2 | Punto_3 3/27/2016
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21.106628 | 0.065095 | 0.188468 | 6.784106 | 28.144297 | 27.890734 2 | Punto_3 5/13/2016
0.906302 | 0.188474 | 3.639453 | 1.277882 | 6.012111 | 2.184184 4 | Punto_3 6/17/2016
0.112017 | 0.091011 | 3.742595 | 1.765071 | 5.710694 | 1.877088 2 | Punto_3 7/24/2016

12.115935 | 1.035021 | 2.048602 | 2.612333 | 17.811891 | 14.728268 2 | Punto_3 8/26/2016

11.762973 | 0.227063 | 6.724592 | 0.644497 | 19.359125 12.40747 2 | Punto_3 10/5/2016
11.19543 3.4161 3.11592 | 7.05136 | 24.77881 | 18.24679 3 | Punto_3 3/25/2017
18.33103 | 3.15498 2.82137 | 10.33882 34.6462 | 28.66985 3 | Punto_3 5/5/2017

3.44682 | 0.36367 | 16.38479 | 1.61786 | 21.81314 5.06468 2 | Punto_3 6/16/2017
7.98699 | 1.25613 9.45815 | 3.14036 | 21.84163 11.12735 2 | Punto_3 7/28/2017
5.001161 | 0.181926 | 10.424929 | 3.211798 | 18.819814 | 8.212959 1| Punto_3 9/8/2017
28.04398 | 0.02495 0.3277 | 5.27636 | 33.67299 | 33.32034 4 | Punto_3 10/19/2017
9.003569 | 0.183853 | 10.536886 | 1.54898 | 21.273288 | 10.552549 5 | Punto_3 3/11/2018
9.744357 | 0.401679 | 6.948036 9.9171 | 27.011172 | 19.661457 5 | Punto_3 4/13/2018

19.330729 | 0.567854 | 5.809398 0 | 25.707981 | 19.330729 4 | Punto_3 5/27/2018

31.665638 0.004 0.0537 | 7.89142 39 39 8 | Punto_3 7/9/2018

25.579832 | 0.348746 | 5.809213 0 | 31.737791 | 25.579832 3 | Punto_3 11/8/2018

34.918854 | 1.119425 | 2.868285 | 0.62711 | 39.533674 | 35.545964 6 | Punto_3 12/13/2018

27.288797 | 0.774076 | 4.441631 0 | 32.504504 | 27.288797 4 | Punto_3 2/14/2019

29.457109 | 0.502059 | 4.080553 | 1.548567 | 35.588288 | 31.005676 2 | Punto_4 3/27/2016

11.436772 | 0.328579 | 1.948792 | 7.739169 | 21.453312 | 19.175941 2 | Punto_4 5/13/2016

22.645325 | 0.007742 | 0.033297 | 3.740265 | 26.426629 | 26.38559 4 | Punto_4 6/17/2016
0.164782 | 0.08513 | 3.319942 | 2.090625 | 5.660479 | 2.255407 2 | Punto_4 7/24/2016

14.931744 | 0.136449 | 0.569382 | 0.973957 | 16.611532 | 15.905701 2 | Punto_4 8/26/2016
7.084556 | 2.853639 | 7.098924 0 | 17.037119 | 7.084556 2 | Punto_4 10/5/2016

8.41787 | 0.78734 3.66339 | 1.57115 | 14.43975 9.98902 3 | Punto_4 3/25/2017
13.83431 | 0.01794 0.78435 1.99194 | 16.62854 | 15.82625 3 | Punto_4 5/5/2017
1.50024 1.8198 | 11.47205 1.51841 16.3105 3.01865 2 | Punto_4 6/16/2017
7.83237 | 0.65286 7.81105 0.0003 | 16.29658 7.83267 2 | Punto_4 7/28/2017
10.50805 | 0.942357 | 5.850658 0 | 17.301065 10.50805 1| Punto_4 9/8/2017
17.87655 | 0.34267 1.29709 0 | 19.51631 | 17.87655 4 | Punto_4 | 10/19/2017
6.746825 | 0.49299 | 4.979726 | 1.12468 | 13.344221 | 7.871505 5 | Punto_4 3/11/2018
13.7227 | 0.061352 | 0.305581 0 | 14.089633 13.7227 5 | Punto_4 4/13/2018

15.390627 | 0.842682 | 2.591877 | 6.74681 | 25.571996 | 22.137437 4 | Punto_4 5/27/2018

26.565269 0.004 1.977 0 28 26 8 | Punto_4 7/9/2018

27.072903 0.7318 | 4.028619 0 | 32.131091 | 27.072903 3 | Punto_4 11/8/2018

27.682676 | 0.421523 | 1.720422 | 0.55456 | 30.379181 | 28.237236 6 | Punto_4 | 12/13/2018

25.456268 | 0.66825 4.52956 0 | 30.654078 | 25.456268 4 | Punto_4 2/14/2019

28.026876 | 1.314005 | 0.163843 | 6.467761 | 35.972485 | 34.494637 2 | Punto_5 3/27/2016

14.862432 | 0.234132 | 3.602477 | 2.272923 | 20.971964 | 17.135355 2 | Punto_5 5/13/2016
17.49527 | 0.146223 | 1.089237 0 | 18.73073 17.49527 4 | Punto_5 6/17/2016

0.19897 | 0.08864 | 2.966255 | 2.035227 | 5.289092 | 2.234197 2 | Punto_5 7/24/2016

14.812707 | 0.143649 | 0.691685 0 | 15.648041 | 14.812707 2 | Punto_5 8/26/2016

6.516456 | 2.86385 | 6.462073 0 | 15.842379 | 6.516456 2 | Punto_5 10/5/2016
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6.23719 0.6559 3.135 | 1.31815 | 11.34624 7.55534 3 | Punto_5 3/25/2017
14.24505 | 0.12554 2.12672 | 2.63938 | 19.13669 | 16.88443 3 | Punto_5 5/5/2017
1.54379 | 1.61935 | 10.55741 0 | 13.72055 1.54379 2 | Punto_5 6/16/2017
8.02846 | 0.64702 7.73176 0 | 16.40724 8.02846 2 | Punto_5 7/28/2017
10.173388 | 0.962283 5.76855 0 | 16.904221 | 10.173388 1 | Punto_5 9/8/2017
0.19135 | 0.16527 1.55421 | 14.96537 16.8762 | 15.15672 4 | Punto_5 | 10/19/2017
8.631162 | 0.441545 | 6.630691 0 | 15.703398 | 8.631162 5 | Punto_5 3/11/2018
11.604465 | 0.045613 | 0.317231 | 2.90545 | 14.872759 | 14.509915 5 | Punto_5 4/13/2018
13.311944 | 0.676751 | 4.010695 | 0.51107 | 18.51046 | 13.823014 4 | Punto_5 5/27/2018
25.12188 0.004 2.3555 0 27 25 8 | Punto_5 7/9/2018
26.254547 | 1.015246 | 3.855048 0 | 31.124841 | 26.254547 3 | Punto_5 11/8/2018
24.194824 | 0.036104 | 0.097868 0 | 24.328796 | 24.194824 6 | Punto_5 | 12/13/2018
20.013908 | 0.670299 | 5.660401 0 | 26.344608 | 20.013908 4 | Punto_5 2/14/2019
19.997015 | 1.297839 | 2.604687 0.02 23 20 2 | Punto_6 3/27/2016
12.823109 | 0.833293 | 1.463541 | 1.553491 | 16.673434 14.3766 2 | Punto_6 5/13/2016
9.968126 | 2.635171 | 2.659753 | 0.448252 | 15.711302 | 10.416378 4 | Punto_6 6/17/2016
15.931958 | 0.965731 | 1.644522 | 1.178067 | 19.720278 | 17.110025 2 | Punto_6 7/24/2016
4.587569 | 2.302267 | 4.555181 | 0.834661 | 12.279678 5.42223 2 | Punto_6 8/26/2016
4.319666 | 2.500402 | 6.797928 | 1.531306 | 15.149302 | 5.850972 2 | Punto_6 10/5/2016
8.62469 | 2.59189 7.17197 | 0.58988 | 18.97843 9.21457 3 | Punto_6 3/25/2017
9.855 | 0.50732 4.79187 2.6082 | 17.76239 12.4632 3 | Punto_6 5/5/2017
2.31913 | 0.53997 6.87615 | 1.49493 | 11.23018 3.81406 2 | Punto_6 6/16/2017
9.583384 | 0.515076 | 6.085307 0 | 16.183767 | 9.583384 2 | Punto_6 7/28/2017
4.838984 | 0.99535 | 7.068262 0 | 12.902596 | 4.838984 1| Punto_6 9/8/2017
12.21145 | 0.42605 1.81807 0 | 14.45557 | 12.21145 4 | Punto_6 | 10/19/2017
7.73362 | 1.07662 5.54031 | 1.66855 16.0191 9.40217 5 | Punto_6 3/11/2018
8.160942 | 1.079561 | 8.779614 | 1.58969 | 19.609807 | 9.750632 5 | Punto_6 4/13/2018
5.061073 | 1.323424 | 6.792492 | 5.87459 | 19.051579 | 10.935663 4 | Punto_6 5/27/2018
1.090153 | 2.440548 | 7.132111 | 0.00873 | 10.671542 | 1.098883 8 | Punto_6 7/9/2018
6.473399 | 0.912149 | 6.489912 0.8185 | 14.69396 | 7.291899 3 | Punto_6 11/8/2018
10.57575 | 2.020838 | 8.237898 0 | 20.834486 | 10.57575 6 | Punto_6 | 12/13/2018
11.621893 | 1.145836 | 9.239569 | 0.81002 | 22.817318 | 12.431913 4 | Punto_6 2/14/2019
14.849945 | 0.82093 | 4.825092 | 2.412151 | 22.908118 | 17.262096 2 | Punto_7 3/27/2016
16.912712 | 0.568569 | 1.966688 | 1.196588 | 20.644557 18.1093 2 | Punto_7 5/13/2016
9.490211 | 2.669083 | 2.652653 | 1.222863 | 16.03481 | 10.713074 4 | Punto_7 6/17/2016
15.037431 | 1.008143 | 1.568934 | 1.319472 | 18.93398 | 16.356903 2 | Punto_7 7/24/2016
6.297402 | 1.500846 | 3.588249 | 3.429294 | 14.815791 | 9.726696 2 | Punto_7 8/26/2016
6.064168 | 2.448197 | 5.482851 | 1.316983 | 15.312199 | 7.381151 2 | Punto_7 10/5/2016
7.5083 | 1.82569 8.12196 | 1.66112 | 19.11707 9.16942 3 | Punto_7 3/25/2017
10.27019 | 0.96859 6.7081 | 1.42492 19.3718 | 11.69511 3 | Punto_7 5/5/2017
2.34038 | 0.53587 | 11.29299 | 1.69275 | 15.86199 4.03313 2 | Punto_7 6/16/2017
9.464705 | 0.495049 | 7.529853 0 | 17.489607 | 9.464705 2 | Punto_7 7/28/2017
5.173765 | 0.98079 | 6.837186 0| 12.991741 | 5.173765 1 | Punto_7 9/8/2017
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13.66911 | 0.41285 1.635 | 0.11518 | 15.83214 | 13.78429 4 | Punto_7 | 10/19/2017
10.65776 | 0.77923 | 5.16277 | 1.99533 | 18.59509 | 12.65309 5| Punto_7 | 3/11/2018
7.601915 | 1.054627 | 7.925232 | 2.54933 | 19.131104 | 10.151245 5| Punto_7 | 4/13/2018
4751857 | 1.367082 | 6.188564 0 | 12.307503 | 4.751857 4| Punto_7 | 5/27/2018
2.25908 | 1.89624 | 8.058075 | 0.97578 | 13.189175 | 3.23486 8 | Punto_7 7/9/2018
6.121209 | 0.920699 | 6.401384 | 2.97504 | 16.418332 | 9.096249 3| Punto_7 | 11/8/2018
16.790316 | 1.407999 | 7.604623 0 | 25.802938 | 16.790316 6 | Punto_7 | 12/13/2018
12.027733 | 1.133372 | 10.590473 0 | 23.751578 | 12.027733 4 | Punto_7 | 2/14/2019
Bandas Espectrales
Bl B11 B12 B2 B3 B4 B5 B8 nombre
0.1303 0.1115 0.0673 0.093 0.0711 0.0608 0.0842 0.0629 | Punto_1
0.1373 0.1235 0.0743 0.0969 0.0865 0.0749 0.089 0.105 | Punto_1
0.13770001 0.12255 0.06815 0.10235 0.08945 0.0728 0.08575 0.11295 | Punto_1
0.1381 0.1216 0.062 0.1078 0.0924 0.0707 0.0825 0.1209 | Punto_1
0.1373 0.1183 0.0599 0.0942 0.0786 0.0673 0.0755 0.1085 | Punto_1
0.1269 0.0985 0.0474 0.088 0.073 0.0554 0.0683 0.0533 | Punto_1
0.1252 0.1087 0.064 0.0975 0.0776 0.0709 0.0885 0.0735 | Punto_1
0.12865 0.11145 0.05925 0.0973 0.0811 0.06985 0.08165 0.0933 | Punto_1
0.14255001 | 0.14094999 0.08765 0.1105 0.09755 0.08615 0.09995 0.1103 | Punto_1
0.1451 | 0.14515001 0.08155 0.10915 0.0973 0.08365 0.09835 0.10135 | Punto_1
0.1424 | 0.17910001 0.119 0.1006 0.088 0.0819 0.1116 0.1137 | Punto_1
0.1426 0.146 0.1023 0.10875 0.0975 0.08555 0.10345 0.09855 | Punto_1
0.1364 0.1165 0.076 0.1039 0.0907 0.079 0.097 0.1139 | Punto_1
0.1328 0.1165 0.0786 0.0991 0.0906 0.0761 0.097 0.1139 | Punto_1
0.15305001 0.1329 0.0767 0.11565 0.0982 0.07975 0.10405 0.13265 | Punto_1
0.16235 0.1663 0.09725 0.1407 | 0.13545001 | 0.13150001 0.1401 0.14665 | Punto_1
0.1296 0.1736 0.0928 0.0977 0.0902 0.0707 0.0967 0.2397 | Punto_1
0.1284 | 0.16060001 0.0931 0.0967 0.0896 0.0692 0.09765 0.2158 | Punto_1
0.12485 0.126 0.07435 0.09065 0.07965 0.06155 0.08455 0.14285 | Punto_1
0.1559 | 0.16930001 0.1165 0.1127 0.1013 0.0871 0.122 0.1556 | Punto_2
0.1584 0.2033 0.1238 0.1291 0.1274 0.1166 0.1302 | 0.25650001 | Punto_2
0.1613 | 0.19320001 0.1141 0.13155 0.12955 0.1109 0.1285 | 0.25350002 | Punto_2
0.16419999 0.1831 0.1044 0.134 | 0.13169999 0.1052 0.1268 | 0.25049999 | Punto_2
0.1524 0.1917 0.106 0.1209 0.1194 0.1047 0.1244 0.255 | Punto_2
0.1548 | 0.15350001 0.0723 0.1095 0.1027 0.0708 0.0984 0.236 | Punto_2
0.14579999 0.1463 0.0805 0.1047 0.0969 0.0674 0.1028 0.162 | Punto_2
0.14579999 0.1463 0.0765 0.1047 0.0998 0.0765 0.1057 0.213 | Punto_2
0.16485 0.18775 0.13495 | 0.12575001 0.1167 0.10905 0.13405 0.21185 | Punto_2
0.1706 | 0.19284999 0.1346 0.12995 0.12055 0.1158 | 0.12989999 0.20015 | Punto_2
0.155 | 0.16410001 0.088 0.1089 0.105 0.0791 0.1137 | 0.18539999 | Punto_2
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0.1566 0.1417 0.0799 0.11255 0.10325 0.08045 0.10865 0.1609 | Punto_2
0.14935 0.1278 0.08425 0.1049 0.0892 0.06805 0.10295 0.11125 | Punto_2
0.14354999 0.13945 0.0878 0.10715 0.0998 0.07905 0.1123 0.17225 | Punto_2
0.1673 0.1705 0.0921 0.1292 0.1217 0.0894 0.1208 | 0.27680001 | Punto_2
0.1673 0.1705 0.0855 0.1292 0.1217 0.0897 0.1208 | 0.27680001 | Punto_2
0.1372 0.1283 0.0658 0.0972 0.0873 0.0621 0.0856 | 0.14910001 | Punto_2
0.13675 0.12385 0.06505 0.09475 0.08055 0.05915 0.08525 | 0.13644999 | Punto_2
0.1383 0.1054 0.0624 0.0935 0.07255 0.0522 0.0798 0.0887 | Punto_3
0.1432 0.1252 0.0844 0.1074 0.0915 0.0871 0.0838 0.1344 | Punto_3
0.13950001 0.1542 0.0897 0.122 0.1137 0.1006 0.1074 0.2397 | Punto_3
0.13950001 0.1542 0.0897 0.122 0.1137 0.1006 0.1074 0.2397 | Punto_3
0.1363 0.1565 0.0841 0.1165 0.1113 0.1084 0.1015 0.2273 | Punto_3
0.13940001 0.1149 0.0556 0.1069 0.0934 0.0664 0.0817 0.1706 | Punto_3
0.1355 0.1065 0.0566 0.1014 0.0852 0.0697 0.0867 0.0949 | Punto_3
0.1355 0.1121 0.0566 0.1066 0.1012 0.0823 0.0927 | 0.20469999 | Punto_3
0.15885 | 0.18054999 | 0.13240001 0.1397 0.12625 0.1089 0.1192 | 0.24770001 | Punto_3
0.16275001 | 0.17685001 | 0.12925001 | 0.13940001 0.1231 0.10915 0.11955 | 0.22759999 | Punto_3
0.1319 0.0983 0.0487 0.0954 0.0786 0.0599 0.0764 0.0864 | Punto_3
0.14315 0.094 0.05005 0.11165 0.09915 0.0818 0.09835 0.1363 | Punto_3
0.13935 0.0836 0.05065 0.10255 0.0795 0.06405 0.08125 0.0794 | Punto_3
0.13355 0.0861 0.04845 0.09805 0.0821 0.0687 0.08145 0.07875 | Punto_3
0.1689 0.1146 0.0617 0.1363 0.1202 0.0899 0.1018 0.2095 | Punto_3
0.1567 0.10945 0.06195 | 0.12684999 0.1152 0.08625 0.10125 0.1927 | Punto_3
0.1268 0.0857 0.0462 0.0912 0.0701 0.0526 0.0627 0.0564 | Punto_3
0.12885 0.0872 0.0508 0.0916 0.07015 0.05445 0.06615 0.0587 | Punto_3
0.13045 0.07895 0.0477 0.09095 0.0696 0.05025 0.0629 0.08625 | Punto_3
0.14290001 | 0.16249999 0.1124 0.1021 0.0851 0.0721 0.115 | 0.15459999 | Punto_4
0.1489 | 0.22570001 0.1525 0.1147 0.1102 0.0959 0.1533 0.2608 | Punto_4
0.1515 0.2282 0.145 0.1181 0.11235 0.09395 0.1476 0.25935 | Punto_4
0.1541 0.2307 0.1375 0.1215 0.1145 0.092 0.1419 0.2579 | Punto_4
0.1497 | 0.22939999 0.1427 0.1132 0.1073 0.0915 0.1478 0.2552 | Punto_4
0.1462 0.1751 0.0849 0.1198 0.1018 0.0882 | 0.12710001 0.183 | Punto_4
0.13500001 0.14 0.0874 0.0936 0.0761 0.0606 0.0946 | 0.13079999 | Punto_4
0.141 | 0.19769999 | 0.13249999 0.1003 0.1 0.0793 | 0.14740001 | 0.19769999 | Punto_4
0.14595 | 0.22085001 0.1362 0.10655 0.10525 0.0829 0.14575 | 0.27410001 | Punto_4
0.1496 0.2147 0.13335 0.10695 0.10395 0.07885 0.13965 | 0.25740001 | Punto_4
0.1275 0.1331 0.0752 0.0893 0.077 0.0538 0.0884 0.1266 | Punto_4
0.13935 0.1371 0.077 0.10025 0.08755 0.06485 0.0918 0.137 | Punto_4
0.14435001 0.0932 0.0553 0.09585 0.0718 0.05455 0.07875 0.0766 | Punto_4
0.13785 | 0.12549999 0.0765 0.09445 0.08475 0.06435 0.08895 0.12725 | Punto_4
0.1551 | 0.15854999 0.09405 0.11775 0.1095 0.0849 0.1159 | 0.20514999 | Punto_4
0.15099999 0.17715 0.10205 0.111 0.10735 0.0786 0.12265 | 0.25260001 | Punto_4
0.124 0.0848 0.0383 0.0911 0.0695 0.0556 0.055 0.0669 | Punto_4
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0.1268 0.0827 0.04375 0.08935 0.06775 0.0527 0.06475 0.06945 | Punto_4
0.13320001 0.09725 0.0558 0.09055 0.06585 0.0499 0.0722 0.0802 | Punto_4
0.13590001 0.1416 0.0879 0.0998 0.0793 0.0687 0.0879 0.1142 | Punto_5

0.1374 0.1916 0.109 0.1038 0.0906 0.0693 0.1073 0.206 | Punto_5

0.14125 0.1927 0.1082 0.1088 0.10045 0.07875 0.10935 | 0.21960001 | Punto_5

0.1451 0.1938 0.1074 0.1138 0.1103 0.0882 0.1114 0.2332 | Punto_5
0.13079999 0.1945 0.1018 0.0993 0.0948 0.0787 0.1063 | 0.21420001 | Punto_5
0.13150001 | 0.14120001 0.0641 0.1 0.0847 0.0618 0.0901 0.1839 | Punto_5
0.12899999 0.1286 0.0709 0.0904 0.0804 0.0543 0.0827 0.1304 | Punto_5
0.13070001 | 0.15880001 0.091 0.0944 0.08675 0.06455 0.10335 0.20395 | Punto_5

0.1372 0.1866 0.10905 0.1087 0.10345 0.0861 0.11715 0.2349 | Punto_5

0.13855 0.1912 0.1085 0.11495 0.11035 0.0925 0.11765 0.23045 | Punto_5

0.1239 | 0.17030001 0.091 0.1176 0.1082 0.0956 0.1039 0.2159 | Punto_5

0.1239 | 0.14399999 0.091 0.1176 0.1082 0.0956 0.1039 | 0.21089999 | Punto_5

0.1322 0.07645 0.0422 0.0894 0.0614 0.0446 0.06045 0.06425 | Punto_5

0.12645 0.1018 0.0578 0.0894 0.07325 0.0557 0.07545 0.11335 | Punto_5

0.1521 0.1706 0.0937 0.1197 0.1116 0.0826 0.1069 | 0.25619999 | Punto_5

0.1446 0.16965 0.0885 0.11615 0.11065 0.08485 0.1082 0.26185 | Punto_5

0.1202 0.0741 0.0355 0.0874 0.0696 0.0477 0.0597 0.0994 | Punto_5

0.12235 0.07655 0.03655 0.0858 0.0622 0.0458 0.0582 0.08235 | Punto_5

0.1213 0.0788 0.0412 0.0823 0.0571 0.0374 0.0522 0.0726 | Punto_5
0.12980001 0.1292 0.0712 0.0904 0.0697 0.057 0.0891 0.079 | Punto_6
0.14129999 | 0.19419999 0.1128 0.1007 0.0886 0.0737 0.1135 0.1521 | Punto_6

0.1402 0.1779 0.0967 0.1029 0.09035 0.0705 0.10675 0.1542 | Punto_6

0.1391 | 0.16159999 0.0806 0.1051 0.0921 0.0673 0.1 | 0.15629999 | Punto_6

0.1312 0.1706 0.0848 0.0922 0.0817 0.0615 0.1018 | 0.22130001 | Punto_6

0.126 0.1095 0.0486 0.0851 0.071 0.0434 0.0756 0.075 | Punto_6
0.1267 0.0969 0.0655 0.0922 0.0733 0.0578 0.0752 0.0558 | Punto_6
0.12815 0.149 0.0842 0.0926 0.07995 0.0601 0.09345 0.13315 | Punto_6
0.14614999 0.183 0.1004 0.10615 0.09575 0.0712 0.1139 | 0.16635001 | Punto_6
0.14910001 0.1697 0.09285 0.1104 0.09825 0.07275 0.1087 | 0.15710001 | Punto_6

0.1294 0.0919 0.0458 0.089 0.0757 0.0514 0.0736 0.0544 | Punto_6
0.13195001 0.08965 0.04175 0.09795 0.0831 0.0648 0.0735 0.05575 | Punto_6

0.1291 0.0792 0.0468 0.0926 0.0677 0.0527 0.0665 0.0454 | Punto_6

0.1235 0.0807 0.0468 0.0855 0.0677 0.0508 0.0701 0.0561 | Punto_6

0.1511 0.0692 0.0403 0.1132 0.087 0.0614 0.066 0.0797 | Punto_6

0.1511 | 0.14210001 0.0711 0.1132 0.0987 0.0688 0.1011 0.1123 | Punto_6

0.1236 0.0606 0.0349 0.0886 0.0767 0.0599 0.0668 0.0483 | Punto_6

0.12415 0.064 0.0373 0.0903 0.0759 0.0598 0.06685 0.04655 | Punto_6
0.123 0.06625 0.0418 0.08935 0.06855 0.0508 0.06405 0.0419 | Punto_6
0.1284 0.1236 0.0659 0.0879 0.0675 0.05 0.0708 0.1138 | Punto_7
0.134 0.1823 0.0792 0.0978 0.0894 0.0638 0.095 | 0.22930001 | Punto_7
0.1353 0.1732 0.07765 0.10075 0.09305 0.06575 0.09295 0.24805 | Punto_7
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0.1366 | 0.16410001 0.0761 0.1037 0.0967 0.0677 0.0909 | 0.26679999 | Punto_7
0.1319 | 0.16580001 0.0788 0.0906 0.0855 0.0571 0.0869 0.2606 | Punto_7
0.1227 0.117 0.0441 0.0863 0.0703 0.0475 0.0656 | 0.14929999 | Punto_7
0.1216 0.1071 0.0537 0.0863 0.0707 0.0466 0.0691 0.0957 | Punto_7
0.12425 | 0.14120001 0.0676 0.08965 0.08145 0.05685 0.0808 0.2049 | Punto_7
0.13940001 0.1741 0.0861 0.1105 0.10935 0.08535 0.0989 | 0.24895001 | Punto_7
0.14155 0.16785 0.08035 0.1167 0.11435 0.09385 0.10025 0.2395 | Punto_7
0.13420001 0.12 0.0625 0.0992 0.0861 0.0725 0.0819 0.0923 | Punto_7
0.13609999 0.12 0.0688 0.1154 0.10855 0.09205 0.0904 | 0.13474999 | Punto_7
0.12880001 0.0943 0.0498 0.0872 0.0631 0.0437 0.063 0.0697 | Punto_7
0.1218 0.0955 0.0511 0.0927 0.0742 0.0609 0.0714 0.0923 | Punto_7
0.1745 | 0.19374999 | 0.13420001 0.13625 0.1349 | 0.12585001 0.14035 0.196 | Punto_7
0.14695001 0.14625 0.07315 0.1228 0.1161 0.09715 0.09905 0.21795 | Punto_7
0.1171 0.0681 0.0327 0.0836 0.0671 0.0452 0.0564 0.0764 | Punto_7
0.1185 0.07785 0.0379 0.0832 0.06305 0.0454 0.05605 0.07345 | Punto_7
0.1198 0.09995 0.05265 0.0813 0.05635 0.0394 0.0569 0.0667 | Punto_7
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Serie temporal analisis Ambiental
# -*- coding: utf-8 -*-
Created on Sun Aug 16 14:10:02 2026
@author: Kevin Rodriguez
import os
import numpy as np
import pandas as pd
import rasterio
import matplotlib.pyplot as plt
import matplotlib.dates as mdates
#---- RUTA ----#
DIR = r"C:\Users\geomatica\Desktop\K\TESIS FINAL\drive-download-20260816T190548Z-1-001"
ANO_INI, ANO_FIN = 2000, 2025
VARIABLES = ["chirps", "Ist", "ndvi", "t2m"]
UNIDADES = {"chirps": "mm/mes", "Ist": "°C", "ndvi": "indice", "t2m": "°C"}
COLORES = {"chirps": "#1{77b4", "Ist": "#d62728",
"ndvi": "#2ca02c", "t2m": "#{f7f0e" }
RANGOS = {"chirps": (0, 450), "Ist": (10, 50),
"ndvi": (0.05, 0.85), "t2m": (5, 35)}

# Eventos de referencia (inicio, fin, etiqueta, tipo)

EVENTOS =
("2005-07-01", "2005-07-31", "Emily", "ciclon"),
("2010-06-25", "2010-07-15", "Alex", "ciclon™),

("2010-11-01", "2013-06-30", "Sequia 2011-13", "sequia"),
("2020-08-01", "2023-03-31", "Triple La Nifa", "sequia"),
("2022-03-01", "2022-08-31", "Crisis MTY",  "crisis"),
("2024-06-15", "2024-07-05", "Alberto", "ciclon"),

]
ESTILO = {
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"sequia": dict(color="#c94c4c", alpha=0.10),
"crisis": dict(color="#e07b00", alpha=0.22),
"ciclon": dict(color="#2b6cb0", alpha=0.28),
}
def extraer_series(dir_tif, afio_ini, afio_fin):
"""Media, p10 y p90 espaciales por mes, para cada variable."""
filas =]
for var in VARIABLES:
for afio in range(afio_ini, afio_fin + 1):
path = os.path.join(dir_tif, " {var} {afio}.tif")
if not os.path.exists(path):
continue
with rasterio.open(path) as src:
nod = src.nodata
for mes in range(1, min(src.count, 12) + 1):
a = src.read(mes).astype("float32")
if nod is not None and not np.isnan(nod):
a[a ==nod] = np.nan
v = a[~np.isnan(a)]
filas.append({
"var": var, "afio": afio, "mes": mes,
"media": float(v.mean()) if v.size else np.nan,
"p10": float(np.percentile(v, 10)) if v.size else np.nan,
"p90": float(np.percentile(v, 90)) if v.size else np.nan,
"n_validos": int(v.size),
"frac_nan": float(np.isnan(a).mean())})
df = pd.DataFrame(filas)
if df.empty:
print(f"[X] No se encontraron archivos en {dir_tif}")
return df
df["fecha"] = pd.to_datetime(dict(year=df.ano, month=df.mes, day=1))

return df.sort_values(["var", "fecha"]).reset_index(drop=True)
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def marcar_eventos(ax, etiquetas=False):
"""Sombrear los eventos historicos sobre un eje."""
# alternar la altura de las etiquetas para que no se encimen
# cuando dos eventos caen cerca en el tiempo
niveles =[1.02, 1.09]
for k, (ini, fin, txt, tipo) in enumerate(EVENTOS):
ax.axvspan(pd.Timestamp(ini), pd. Timestamp(fin), **ESTILO[tipo], zorder=0)
if etiquetas:
medio = pd.Timestamp(ini) + (pd.Timestamp(fin) - pd.Timestamp(ini)) / 2
ax.annotate(txt, xy=(medio, niveles[k % 2]),
xycoords=("data", "axes fraction"),
ha="center", va="bottom", fontsize=7.5,
color=ESTILO[tipo]["color"], weight="bold")
def graficar(df, salida="serie_completa 2000 2025.png"):

fig, axes = plt.subplots(len(VARIABLES), 1, figsize=(17, 12), sharex=True)

for i, (ax, var) in enumerate(zip(axes, VARIABLES)):
d = df[df["var"] == var]
if d.empty:
continue
marcar_eventos(ax, etiquetas=(i == 0))
¢ = COLORES[var]
ax.fill_between(d.fecha, d.p10, d.p90, color=c, alpha=0.20,
Iw=0, label="p10—p90 espacial", zorder=2)
ax.plot(d.fecha, d.media, color=c, Iw=1.3, zorder=3,
label="media espacial")
# media movil de 12 meses
suave = d.set_index("fecha").media.rolling(12, center=True).mean()
ax.plot(suave.index, suave.values, color="black", Iw=1.6, Is="--",
alpha=0.65, zorder=4, label="media mévil 12 m")
vacios = d[d.n_validos == 0]

for f in vacios.fecha:
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ax.axvline(f, color="red", Is=":", lw=1, alpha=0.6, zorder=1)
ax.set_ylabel(f" {var}\n({UNIDADES var]})", fontsize=10)
ax.grid(alpha=0.20, Is=":")
ax.legend(fontsize=8, loc="upper left", ncol=3, framealpha=0.9)
ax.set_xlim(pd.Timestamp(f" {ANO_INI}-01-01"),
pd.Timestamp(f' {ANO_FIN}-12-31"))
axes[-1].xaxis.set_major_locator(mdates.Y earLocator(2))
axes[-1].xaxis.set_ major_formatter(mdates.DateFormatter("%Y"))
axes[-1].set_xlabel("Ano")
fig.suptitle(
f"Covariables satelitales — media espacial mensual {ANO_INI}—{ANO_FIN}\n"
"rojo: periodos de sequia - naranja: crisis hidrica de Monterrey - "
"azul: ciclones tropicales",
fontsize=12, y=0.985)
plt.tight layout(rect=[0, 0, 1, 0.96])
plt.savefig(salida, dpi=150, bbox_inches="tight")
print(f"\n[OK] {salida}")
plt.show()
def anomalias(df, salida="anomalias_estandarizadas.png"):

Anomalias estandarizadas por mes calendario
fig, axes = plt.subplots(len(VARIABLES), 1, figsize=(17, 10), sharex=True)
for i, (ax, var) in enumerate(zip(axes, VARIABLES)):
d = df[df["var"] == var].copy()
if d.empty:
continue
# z-score respecto al mismo mes calendario de toda la serie
d["z"] = d.groupby("mes").media.transform(
lambda s: (s - s.mean()) / s.std(ddof=0))
marcar_eventos(ax, etiquetas=(i == 0))

ax.axhline(0, color="black", Iw=0.8, alpha=0.5)
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ax.fill_between(d.fecha, 0, d.z, where=d.z >= 0,
color="#2166ac", alpha=0.65, lw=0, zorder=3)
ax.fill_between(d.fecha, 0, d.z, where=d.z <0,
color="#b2182b", alpha=0.65, lw=0, zorder=3)
suave = d.set_index("fecha").z.rolling(12, center=True).mean()
ax.plot(suave.index, suave.values, color="black", Iw=1.6, zorder=4)
ax.set_ylabel(f" {var}\n(anomalia 5)", fontsize=10)
ax.set_ylim(-3.5, 3.5)
ax.grid(alpha=0.20, Is=":")
ax.set_xlim(pd.Timestamp(f" {ANO_INI}-01-01"),
pd.Timestamp(f'{ANO_FIN}-12-31"))
axes[-1].xaxis.set_major_locator(mdates.Y earLocator(2))
axes[-1].xaxis.set_major_ formatter(mdates.DateFormatter("%Y"))
axes[-1].set_xlabel("Afo")
fig.suptitle(
"Anomalias estandarizadas por mes calendario\n"
"(azul: por encima de lo normal - rojo: por debajo - "
"linea negra: media movil 12 meses)",
fontsize=12, y=0.985)
plt.tight layout(rect=[0, 0, 1, 0.95])
plt.savefig(salida, dpi=150, bbox_inches="tight")
print(f'[OK] {salida}")
plt.show()

—n

def resumen_anual(df, salida="resumen_anual.png"):

"""Barras anuales: los afios secos y himedos deben saltar a la vista."""
fig, axes = plt.subplots(2, 2, figsize=(15, 7))
for ax, var in zip(axes.ravel(), VARIABLES):
d = df[df]"var"] == var]
if d.empty:
continue
if var == "chirps":
anual = d.groupby("afo").media.sum()  # acumulado anual

etiq = "mm/afio"
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else:
anual = d.groupby("afio").media.mean()
etiq = UNIDADES]var]
media = anual.mean()
colores = ["#b2182b" if v < media else "#2166ac" for v in anual.values]
ax.bar(anual.index, anual.values, color=colores, alpha=0.85)
ax.axhline(media, color="black", 1s="--", lw=1,
label=f"media = {media:.1f}")
ax.set_title(f" {var} ({etiq})", fontsize=10)
ax.grid(axis="y", alpha=0.25, Is=":")
ax.legend(fontsize=8)
ax.tick params(axis="x", rotation=45, labelsize=8)
plt.suptitle("Resumen anual — rojo: bajo la media - azul: sobre la media",
fontsize=12)
plt.tight layout()
plt.savefig(salida, dpi=150, bbox_inches="tight")
print(f'[OK] {salida}")
plt.show()
def diagnostico(df):
print("\n" + "="* 70)
print("DIAGNOSTICO")
print("=" * 70)
for var in VARIABLES:
d = df[df["var"] == var]
if d.empty:
print(f"\n{var}: sin datos")
continue
lo, hi = RANGOS][var]
m = d.media.dropna()
print(f"\n{var}")
print(f" meses con dato : {len(m)} de {(ANO FIN-ANO INI+1)*12}")
print(f" media global : {m.mean():.2f} {UNIDADES[var]}")

print(f" rango : {m.min():.2f} a {m.max():.2f} "
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f"(esperado {lo}—{hi})")
print(f" meses sin datos: {(d.n_validos == 0).sum()}")
ch = df[df["var"] == "chirps"]
if not ch.empty:
anual = ch.groupby("afio").media.sum().sort_values()
print("\n--- Precipitacion anual acumulada (mds seco -> mas himedo) ---")
for a, v in anual.items():
marca =""
ifain (2011, 2012, 2013):
marca =" <-sequia 2011-13"

elifa in (2021, 2022):

marca =" <- crisis Monterrey"
elif a==2010:
marca =" <-huracan Alex"

print(f* {a}: {v:7.1f} mm{marca}")

secos = list(anual.head(6).index)
print(f"\n 6 afios mas secos: {sorted(secos)}")
esperados = {2011, 2012, 2013, 2021, 2022}

coincide = esperados & set(secos)

print(f" De los esperados {sorted(esperados)}, aparecen: {sorted(coincide)}")

if len(coincide) >= 3:
print(" [OK] Los datos reproducen las sequias documentadas.")
else:
print(" [!] Pocas coincidencias: revisa la agregacion mensual.")
if name ==" main_":
print(f'Leyendo {DIR} ...")
df = extraer_series(DIR, ANO INI, ANO_ FIN)
if not df.empty:
dfito_csv("series_covariables 2000 2025.csv", index=False)
print(f"[OK] Tabla: series_covariables 2000 2025.csv ({len(df)} filas)")
diagnostico(df)
graficar(df)
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anomalias(df)

resumen_anual(df)

K-means clustering

// Crear composicion de imagenes Sentinel 2

var img = ee.ImageCollection("projects/planet-nicfi/assets/basemaps/americas")
filterDate('2018-11-01', '2019-04-30")
// filter(ee.Filter.lt((CLOUDY_PIXEL_PERCENTAGE', 20))
filterBounds(geometry)
.map(function(image) {return image.clip(geometry)})

.median();

// Centrar el mapa en el area de estudio

Map.centerObject(geometry);

// Anadir imagen al mapa
Map.addLayer (img, {
max: 4000,
min: 0.0,
gamma: 1.0,
bands: ['R','G",'B']},

'Imagen Sentinel 2');

// Crear datos de entrenamiento
var training = img.sample({
region: geometry,
scale: 5,

numPixels: 1000

1

// Aplicar algoritmo k-means y "entrenarlo"

var kmeans = ee.Clusterer.wekaKMeans(5).train(training);
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/I Agrupar los resultados del algoritmo

var resultado = img.cluster(kmeans);

// Afadir imagen clasificada al mapa con colores aleatorios

Map.addLayer(resultado.randomVisualizer(), {}, 'Clasificaciéon K-means');

// Exportar imagen clasificada a Drive
Export.image.toDrive({

image: resultado,

description: 'kmeans_img',

scale: 5,

region: geometry

1s

Random Forest

/1// 1) IMAGEN SATELITAL ////

// Crear composicion de imagenes Sentinel 2

var img = ee.ImageCollection("projects/planet-nicfi/assets/basemaps/americas")

filterDate(2017-11-01', '2018-04-30")

// filter(ee.Filter.t('CLOUDY PIXEL PERCENTAGE!, 20))

filterBounds(geometry)
.map(function(image){return image.clip(geometry)})

.median();

// Centrar el mapa en el area de estudio

Map.centerObject(geometry);

//Configura el mapa base para que se muestre como satélite.

Map.setOptions('SATELLITE');
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// Afiadir imagen al mapa
Map.addLayer (img, {
max: 4000,
min: 0.0,
gamma: 1.0,
bands: [R','G','B']},
'Tmagen NICFT");

/]

//// 2) CLASIFICACION ////

// Paleta de colores

var paleta = [
"#112ed6", // Agua
"#418400", // Vegetacion
"#e47940", // Agricultura
"#cd381c", // Urbano
"#{tfe46"]; // Suelo

// Seleccionar bandas

var bands = img.bandNames();

// Unir los datos de entrenamiento de las distintas clases

var training_data
Agua.merge(vegetacion).merge(agricultura).merge(urbano).merge(suelo);

// "Muestrear las regiones"

DIOIA: KEVIN RODRIGUEZ GONZALEZ 2 1 7



var rf_training = img.select(bands).sampleRegions(
{collection: training_data,
properties: ["land class"],

scale: 5

1

/*

//muestrar regiones con puntos gps de otra parte

var ptos= img.select(bands).sampleregions(

{ collection: puntos, puntos: shape o csv de datos. "id clase"
columna de puntos

properties: ["id_clase"],
scale: 4.7

)}. randomcolumn();

//seleccionar porcentaje para separar los datos

var split = 0.7

var training_data= ptos.filter(ee.Filter.lt("random", split));

var validation data= ptos.filter(ee.Filter.gte("random", split));

// Entrenar al clasificador (100 arboles)

var rf = ee.Classifier.smileRandomForest(300).train({
features: training_data,
classProperty: "id clase",

inputProperties: bands
1);
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// Obtener la imagen clasificada

var img_clas = img.select(bands).classify(rf);

// Afiadir la imagen clasificada al mapa

Map.addLayer(img_clas, {min:1, max:5, palette: paleta}, "LULC area de estudio");

*/

// Entrenar al clasificador

var rf = ee.Classifier.smileRandomForest(100).train({
features: rf_training,
classProperty: "land_class",

inputProperties: bands
1)

// Obtener la imagen clasificada

var img_clas = img.select(bands).classify(rf);

// Anadir la imagen clasificada al mapa

Map.addLayer(img_clas, {min:1, max:5, palette: paleta}, "LULC area de estudio");

// Exportar la imagen clasificada a Drive
Export.image.toDrive({

image: img_clas,

description: 'RF(3) 2018 2019,

scale: 5,

folder: "GEE",

region: geometry});
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//Agua20
/Ivegetacion 15
//agricultura
//urbano

//suelo

/* ee.Geometry.Polygon(

[[[-100.36503572808192, 25.82683533519227],
[-100.36503572808192, 25.78943681366401],
[-100.19543428765223, 25.78943681366401],
[-100.19543428765223, 25.82683533519227]]], null, false);

*/
// Unir los datos de validacion de las distintas clases

var validation_data =
Valagua.merge(Valvegetacion).merge(Valagricultura).merge(Valurbano).merge(Valsuel

0);

var validation = img.sampleRegions({
collection: validation data,
properties: ["land class"],
scale: 5,

tileScale: 16
s

var validated = validation.classify(rf);

// Obetener matriz de confusion

nn

var mc = validated.errorMatrix("land_class", "classification");
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//Obtener matriz de confusion
print("Matriz de Confusion", mc);
print("Precision General: ", mc.accuracy());

print("Coeficiente Kappa: ", mc.kappa());

// Calcular Producer's Accuracy (PA) y User's Accuracy (UA)
var pa = mc.producersAccuracy();

var ua = mc.consumersAccuracy();

// Tmprimir los resultados en la consola
print('Producer’s Accuracy:', mc.producersAccuracy());
print('User’s Accuracy:', mc.consumersAccuracy());
//random points 1000
//random points 1000
var puntosSNG= ee.FeatureCollection.randomPoints(geometry,1000)
Map.addLayer (puntosSNG);
Export.table.toAsset({
collection:puntosSNG,
description:'exportarAssets',

assetld:'puntosSNG'
1);

//random points drive
Export.table.toDrive({
collection: puntosSNG,
folder: "estudio zmm_regionTemp",
description: 'exportarDriveCSV',
fileNamePrefix: "puntosSNG",
fileFormat: "CSV"
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})

Export.table.toDrive({
collection:puntosSNG,
folder: "estudio zmm_regionTemp",
description:'exportarDriveSHP',
fileNamePrefix: "puntosSNG",
fileFormat: "SHP"

1)
/I Cargar DEM
var dem = ee.Image("USGS/SRTMGL1_003").clip(geometry);

// Obtener pendiente
// (la tasa maxima de cambio de valor del DEM de un pixel con respecto a sus vecinos)

var pendiente = ee.Terrain.slope(dem);

// Obtener aspecto (orientacion de laderas)
/I (puede ser pensado como la direccion de la pendiente)

var aspecto = ee.Terrain.aspect(dem);

/I Anadir aspecto al mapa
Map.addLayer(aspecto, {min: 0,
max: 360,
palette: [
'3ae237', 'bSe22¢', 'd6e21f, 'fff705', 'ffd611", 'ffb613', 'ff8b13',
'ff6e08', 'tf500d", 'ff0000', 'de0101', 'c21301', '0602ff", 235¢cb1",
'307ef3', "269db1', '30c8e2', '32d3ef, '3be285', ‘31381, '86e26f
1},"Aspecto");
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// Anadir pendiente al mapa
Map.addLayer(pendiente, {
min: 0,
max: 90,
palette: [
'3ae237', 'b5e22¢', 'doe2 11, 'fff705", 'ftd611", 'ftb613', 'ff8b13",
'tf6e08', 'f£500d', 'tf0000', 'de0101', 'c21301', '06021f", 235¢cb1",
'307ef3', 269db1', '30c8e2', '32d3ef, '3be285', '3ff38f, '86e26f
]1},"Pendiente");

FRSUman AU« Po DMO 16 MEd - ZUL Sobee 1 Ieon
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DEPARTAMENTO
Specti] Insons Finpod — Waler Guality Mapping +GEOMATICA

| SPECTRAL INDICES REPORT

Sentinel-2 Analysis — RGB, Vegetation, Water, and Turbidity

Search period: 30 Sop 2018 + 11 Oe1 2019
Image date: L2A 2018  Clouds: 0.0%
Polygon area: 322 38 km  Indices: NDVI, NOWI. NDCI
Generated: 16/09/2026

Report sulormaically poneratod frant Sevitied 2 imagevy (Capernicus], prooessed bt Goagio Earth Engine. Vald foe any sudy anea on fhe planet
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DEPARTAMENTO
Speaciral Indices Report — Water Quasty Mapging +~GEOMATICA

1. Introduction

Spectral Indices derived from Sentinel-2 imagery (ESA Copemicus) make it possible to characterize biophysical and
optical properties of surface water in a spatially continuous and repeatable way. This report presents the results of
the multivariate analysis of spectral indices computed in Google Earth Engine (GEE) for the study area defined by
the shapelile uplcaded to the Water Quality Mapping platform. The indices cover water gquality (NDCI, SABI, CDOM.,
NDTI), surface water presence (NDWI, MNDWI, AWEinsh), vegetation (NDVI, EVI) and surface temperature {LST).
The temporal analysis includes the Mann-Kendall test to detect significant trends in the hislorical series.

2. Methodology
Sensor Sentinel-2 MS! (ESA Copernicus), 10 m /20 m spatial resolution
GEE collection COPERNICUS/S2 SR_HARMONIZED (surlace reflectance)
Compositing Median composite with per-pixel QA0 cloud mask
Spatial clip Exact clip to the uploaded shapefile polygon (not rectangular)
Statistics reduceRegion — mean, std. dev.. min, max. 50th and 90th percentiles
Trends Mann-Kendall (Kendali's =) + least-squares inear regrassion
Piattorm Goagle Earth Engine - Python - Streamiit - UANL Geomatics

Spectral Index Formulas

Index Formula Reference

NDVI (B3 B4)(B8+B4) Rousa et al, 1974
NOwWI (B3-83)/(B3+88) McFeeters, 1986
MNOWI (B3-B11)/(B3-B11) Xu, 2006

NDTI (B11-83)(B11+83) Lacaux et ai, 2007
NDCI (B5-84)B5+84) Mishra & Mishra, 2012
SABI (B8-B4)/(B2+83) Alawadd, 2010
coom B384 Kirk, 1994
AWEInsh 4(B3-811) -0.2588 -2.75812 Feylsa et al., 2014
EVI 2.5|B8-84)/(B3+684-7.582+1) Huste &1 al,, 2002
LST Landsat 89 ST _B10 (TsHARP 10m via §2) Malakar et al.. 2018

Page 2 Ureversdad Autonoma de Nuevo Leon  FIC - Geomatcs Dept
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DEPARTAMENTO
Spectral Indices Aepon — Water Quality Mapping 5 _GEO"AT'C_A

3. Study Area

Coordinates: Longitude -100.44160° —-100,16740" - Latitude 25.48210" — 25.79650"
Estimated area: 322.39 km
Spatial resolution: 10 m (visible/NIR bands) - 20 m (SWIR/Red-Edge)

4. Interpretive Summary

This analysis spectraily characterizes the study area using a Sentinel-2 SR image, calcutating siandardized Indices
for vegetation, water bodles, and relative turbidity. NDVI: area mean value = 0.403 — moderate vegetation (dense
grassland, developing crops, shrubland), NDWI: area mean value = -0.378 — dense vegetation or dry soil, no water
signal. NDCI: area mean value = 0.221 — high chlorophyll-a concentration — possible aigal bloom. These indices
are dimensioniess (range -1 to 1) and are calculated directly from surface reflectance, requiring no local calibration
or field data — they are applicable to any ecosystem or region in the world

5. Zonal Statistics by Index

Index Mcan Std. Dav. Min Max P30 (median)
NDVI 0.403 0.299 -0.474 0.2%0 0.379
NOWI -0.378 0,232 -0.794 0618 -0.379
NDCI 0.221 0174 0.197 0614 0.166
Statlatics caloulated aver the entire uploaded palygon area (reduceRegion, 20 mipixél]. o = standard deviation; P50 « median.
Page 23 Universidad Autanoma de Nueve Ledn  FIC . Geomatics Dep
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DEPARTAMENTO
Spectral Indices Rapon — Water Qualty Mapging A GEOMAT'CA

6. Spectral Maps by Index

Each map shows the spatial distribution of the corresponding Index over the study area, along with its mean value
and associated interpretive classification.

NDVI

Zona mean value: 0.403 {0=0.280 modarate vyogelation (denso grassiand, do u,\lnplrwq Lrops shrubland)

NDWI

Zone mean value: <0.378 {(=0,232) — danse vegetation or dry soll, no water

Pape 4 Jniversidad Autdaoma de Nueva Ledn - FIC - Gaomatics Depl
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DEPARTAMENTO
Speciral Indces Rapont Water Qualay Mapping [ GEOMAT‘GA

NDCI

Zona maan value: 0.221 (0=0.174 high chiorophyll-a concantration wossible algat bloom
y ’

Page § Univarsidnd Autdnoma de Nueva Ledn - FIC - Geomatics Dept

DIOIA: KEVIN RODRIGUEZ GONZALEZ 229



‘ DEPARTAMENTO
-GEOMATICA

ot w ey Hocon Water Quality Mappnyg

7. Time Series (Google Earth Engine)

The time series were extracted trom Google Earth Engine by computing the zonal mean of each index over the
study area for every available Sentinel-2 image. The temporal evolution, the linear trend line and the Mann-Kendall
test result are shown to assess the statistical significance of the trend (« « 0.05)

Trend Summary (Mann-Kendall)

MK trend
NOWI 24 028%7 04848 04076 $v=072 (vig.)
NOWI 2 Q4632 Q2834 0.3057 1074 (8ig.)
NOCH H 0.1589 0277 02238 1059 (sig)
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NDCI — Time series (zonal mean)
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8. Applications and Recommendations

These spectral indicas are rapid diagnostic tools applicable to environmental monitoring, precision agriculture,
watershed management, urban planning, and land cover change studies. For quantitative analyses requiring
physical units (ma/L, NTU, etc.), it is recommended to compiement with field data and, it applicable, a site-specific
calibration mode!, similar to the one developed for the Pesqueria River on this same platform,

Clte as: Rodrguez Gonzatez, K.D, (2
Faculty of Civil Engi

5). Watar Qualty & Speatral indices Mapping Tool. Universidad Autdnoma de Nuevo Leon

poting, Daparim of Geomatics. htps:/‘watarqualitygeomaticauan! streamiit.app

Faged Universidad Autdnoma de Nuevo Legn  FIC - Geomalice Depl
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